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RESUMO

Este trabalho aborda a lacuna significativa no prognostico de falhas em aerogeradores,
especialmente offshore, propondo um framework inovador baseado em uma abordagem de
complexidade crescente para garantir a generalizacdo de modelos de aprendizagem de méaquina.
Utilizando dados sintéticos, benchmarks publicos e dados reais de temperatura do sistema
SCADA de trés turbinas no nordeste do Brasil, foram desenvolvidos modelos regressivos
(support vector machine, gradient boosting, random forest e extra trees) para estimar a Vida
Util Remanescente (VUR) dos rolamentos principais. Os modelos apresentaram erros médios
de 20 dias na estimativa da VUR, com MAE de 0,047, MSE de 0,012 ¢ R2 Score de 0,625. O
framework proposto para estimar a VUR com dados reais de operagao tem potencial para
impactar a cultura organizacional em relag@o as tecnologias de Inteligéncia Artificial Industrial,
oferecendo estimativas conservadoras e assertivas para subsidiar o planejamento de
manutengdo, evitar falhas catastroficas e aumentar a disponibilidade das usinas. Esta
metodologia preenche uma lacuna importante na manutengdo preditiva de aerogeradores,
apresentando uma solugdo robusta e adaptavel com implica¢des significativas para a inddstria

de energia edlica.

Palavras-chave: aerogerador; transmissao, manutengdo baseada na condigdo, vida util
remanescente, modelagem, modelos de aprendizado de madaquina, generalizagdo, dados

SCADA.



ABSTRACT

This work addresses the significant gap in wind turbine failure prognosis, especially
offshore, by proposing an innovative framework based on an increasing complexity approach
to ensure the generalization of machine learning models. Using synthetic data, public
benchmarks, and real temperature data from the SCADA system of three turbines in
northeastern Brazil, regressive models (support vector machine, gradient boosting, random
forest, and extra trees) were developed to estimate the Remaining Useful Life (RUL) of the
main bearings. The models presented average errors of 20 days in the RUL estimate, with MAE
0t 0.047, MSE 0f 0.012, and R2 Score of 0.625. The proposed framework to estimate RUL with
real operating data has the potential to impact the organizational culture regarding Industrial
Artificial Intelligence technologies, offering conservative and assertive estimates to support
maintenance planning, avoid catastrophic failures, and increase plant availability. This
methodology fills an important gap in predictive maintenance of wind turbines, presenting a

robust and adaptable solution with significant implications for the wind energy industry.

Keywords: wind turbine; drivetrain, condition-based maintenance, remaining useful life,

modeling, machine learning models, generalization, SCADA data.
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1. INTRODUCAO

Desde o inicio do século 21, a busca pelo desenvolvimento e melhoria da produgao de
energia renovavel tem sido impulsionada por regulamentagdes ambientais, novas perspectivas
de negocios e uma mudanga de mentalidade global em relagdo a importancia da utiliza¢ao de
fontes de energia com o minimo de impacto no planeta. (STRIELKOWSKI et al., 2021).

Esta crescente demanda tem estimulado esfor¢os do meio académico e do produtivo para
viabilizagao técnica e econdmica do uso de diferentes fontes de energia limpa, como a
biomassa, eolica, hidrica, das ondas e marés e solar.

De acordo com o Conselho Global de Energia Edlica (Global Wind Energy Council -
GWEC) (HUTCHINSON; ZHAO, 2023), a capacidade instalada de energia edlica atingiu 651
GW em 2019 globalmente. Em 2021, registrou-se um aumento global de 93,6 GW de novas
instalagcdes face ao ano anterior, fazendo com que a capacidade eolica subisse para 837 GW.
Para 2022, a estimativa global era de 840 GW, mas chegou a 906 GW. Em 2023, o aumento
registrado na capacidade foi de 116,6 GW, 50% maior que em 2022.(LEE; ZHAO, 2024).

Segundo os mesmos dados, até 2028 se prevé a adigao de mais 791 GW, o que equivale
um aumento médio da capacidade instalada em 158 GW por ano ou a uma taxa de crescimento
anual composta (CAGR — Compound Annual Growth Rate) por ano de 9% (LEE; ZHAO,
2024), conforme mostrado na Figura 1.

Ainda de acordo com esse relatorio, nos proximos 5 anos, as instalagdes offshore
apresentardo uma taxa de crescimento da capacidade instalada de 28%, mais que 4 vezes a taxa
de crescimento onshore que deve ser de 6,6% (LEE; ZHAO, 2024).

Também ¢ importante destacar os avangos tecnologicos no desenvolvimento de
aerogeradores de grande porte. Os fabricantes tém desenvolvido projetos de maquinas
(DURAKOVIC, 2021; GENERAL ELETRIC, 2021; RICHARD, 2021), com rotores de até 236
m de didmetro, altura do cubo de até 260 m e capacidade instalada entre 12 MW e 15 MW, que
permitirdo a implantagdo de usinas eolicas com maior produgao de energia, podendo suprir até

6.000 casas com uma unica turbina (AMELANG, SOREN; WEHRMANN, 2020).
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Figura 1 — Previsdo de aumento de capacidade instalada em energia edlica (2024-2028) em valores estimados,
marcados com e, ap6s 0 ano.
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Fonte: (LEE; ZHAO, 2024).

No Brasil, as energias renovaveis mais utilizadas sdo a energia hidrica, a eolica e solar.
A energia hidrica ¢ a fonte com maior poténcia instalada. Nao obstante, o crescimento do
numero de plantas de geragdo de energia edlica, de energia solar e hibrida (e6lica em conjunto
com a solar), tem se destacado em relagdo as outras fontes de energias renovaveis (AGENCIA
NACIONAL DE ENERGIA ELETRICA, 2021, 2024; PEREIRA, E. B.; MARTINS, F. R ;
GONCALVES, A.R.; COSTA,R. S.;LIMA, F.J. L.; RUTHER, R.; ABREU, S. L.; TIEPOLO,
G. M.; PEREIRA, S. V.; SOUZA, 2017). Esse crescimento, manteve o Brasil na 7¢ posi¢cao no
ranking de maiores capacidades instaladas, com adi¢ao de 4,9 GW e um total de 28,5 GW em
2023 (WORLD WIND ENERGY ASSOCIATION, 2021, 2024) conforme mostrado na Figura
2.
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Figura 2 — Capacidade instalada nos 31 paises maiores produtores de energia edlica

WWEA Annual Report 2023
Ne:

Country/Region 2023 Cazgazéty s 22 2021 2020
China 470630 75000 19.0% 395630  346%670 290750
United States 150455 6402 4,4% 144053 13577 121’510
Germany 69475 3233 49% 66242 63924 62708
India 44736 3136 7.5% 41600 39800 38625
Spain 30748 500 2.0% 20158 28143 27294
United Kingdom  30°215 1452 5.0% 28763 25748 24458
Brazil 28580 4919 08% 23661 21567 18010
France 23474 2559 12,2% 20915 19084 17949
Canada 16986 1774 1.7% 15212 14206 13627
Sweden 16251 1973 13,8% 14278 12173 10068
Australia 11482 2 8.9% 10540 11100 9305
Htaly 12012 365 31% 11647 11322 10850
Turkey 11697 202 2.6% 11405 9126 7206
Netherlands 11015 2800 3,1% 8215 6570 5953
Poland 9383 1433 18.0% 7950 7846 6784
Mexico 8310 %08 13,6% 7312 7262 6789
Denmark 7107 158 23% 6949 6181 6102
Finland 6946 11269 2,4% 5677 3256 2586
Portugal 5804 74 1,3% 5730 5612 5502
Belgium 5315 274 54% 5041 4883 4670
Greece 5226 513 11.6% 4683 5105 3866
Japan 5214 487 10,3% 4727 4574 4372
Norway 5130 25 0.5% 5105 4452 24113
Vietnam 4910 944 2,8% 3066 4332 4323
Ireland 4713 186 41% 4527 3444 2829
Chile 4800 990 26,0% 3810 2201 3120
Austria 3885 313 8.8% 3572 3201 2818
Argentina 3705 396 12,0% 3309 3444 0513
South Africa 3560 0 0.0% 3560 3256 2495
Romania 3077 0 0.0% 3077 3029 3029
Rest of the World® __31'939 2537 8.6% 20402 26445 21790
Total* 1046781 1169065  12,5% 930716 844'313  744'104

Fonte: (WORLD WIND ENERGY ASSOCIATION, 2024).

Uma questao relevante que tem impacto direto do resultado financeiro das usinas e6licas
sdo os custos de operagdo e manutencao (O&M) que representam de 12% a 23%, dos custos
operacionais (LEITE; ARAUJO; ROSAS, 2018). Além disto as interven¢des da manutengio
em aerogeradores demandam esforgos em termos de planejamento da intervengdo, de
disponibilidade e/ou aquisicdo de suprimentos, da disponibilidade de recursos humanos,
maquinas e equipamentos, de acessibilidade ao local (HU; YOUN; WANG, 2018) e do
atendimento a requisitos de seguranga.

A manutencdo de maquinas e equipamentos pode ser feita usando estratégias de
manuten¢do corretiva, preventiva, preditiva e prescritiva. A manutengdo corretiva ¢ aquela na
qual se realiza a intervencao para corre¢do de um defeito ou falha de modo a corrigir e

restabelecer a funcdo do componente ou subsistema quando este apresenta falha ou perda da
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fun¢do. Este tipo de manutengdo pode resultar em paradas ndo programadas da maquina,
implicar em riscos a seguranca € um dano maior na maquina ou equipamento.

Ja a manutencao preventiva se caracteriza pela realiza¢ao da intervengao a partir de um
plano de manutengao estabelecido pelo setor responsavel, que leva em conta recomendagdes do
fabricante e/ou histérico de falhas de um determinado componente ou subsistema. Na
manutencdo preventiva o componente ou subsistema ¢ substituido antes da perda da fungao.
Este tipo de manutencdo pode gerar paradas desnecessarias nas maquinas e substitui¢ao de
componentes que possuem vida util remanescente implicando em custos indesejados por
substitui¢oes desnecessarias.

A manutencdo preditiva ¢ uma estratégia baseada no monitoramento continuo da
condi¢do dos componentes através de medigdes de grandezas fisicas, como contaminagao,
temperatura, ruido e vibragdo. Essa abordagem exige investimentos em recursos técnicos e
humanos, proprios ou terceirizados. Suas principais vantagens sao a possibilidade de substituir
componentes proximos ao fim de sua vida util, facilitar o planejamento de intervengdes,
identificar causas-raiz de falhas e aumentar os intervalos entre substitui¢des. No entanto, a
implementa¢ao da manutencao preditiva pode gerar custos elevados e requer uma avaliagdao
criteriosa para implementagdo maiores que a manutengao corretiva e preventiva.

J& a manutencdo prescritiva ¢ uma abordagem proativa que se baseia na analise de
medi¢des de pardmetros operacionais da maquina e de seus componentes. Nesta estratégia, as
intervengdes sdo realizadas quando os parametros monitorados ultrapassam limites pré-
estabelecidos. As principais vantagens da manutencao prescritiva sao a utilizacdo de analises
preditivas e prescritivas para evitar falhas, além da redugdo de custos operacionais (FOX et al.,
2022; GORDON et al., 2020). Ou seja, a manutengao prescritiva se diferencia da preditiva por
se basear na analise de parametros operacionais especificos, com o objetivo de prescrever agdes
preventivas antes que os problemas ocorram.

A diferenca fundamental entre as duas abordagens ¢ que a manutengdo preditiva
monitora a condi¢do dos componentes, enquanto a manutengdo prescritiva analisa os
parametros operacionais da maquina e de seus subsistemas para tomar agdes proativas e evitar
falhas.

Na industria de energia eolica, as estratégias mais comumente usadas sdo a corretiva,
preventiva e preditiva. O uso da estratégia prescritiva ainda ¢ incipiente (FOX et al., 2022;
STRACK et al., 2022). A manutengdo dos aerogeradores apresenta grandes impactos
econOmicos, de seguranga e ao meio-ambiente devido ao porte, localizagao e complexidade do

sistema. Para o caso dos componentes criticos, a utilizacdo de manutencdo preventiva pode
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implicar em paradas desnecessdrias para verificagdo e manutencdo. E a manutengdo corretiva ¢
indesejada devido aos riscos de acidentes, impactos ambientais e elevados custos de reparo.
Neste contexto, a manutengdo baseada condicao (MBC) constitui-se como a estratégia mais
adequada para estes componentes por viabilizar o uso de técnicas mais avancadas para detecgao,
diagnostico e prognostico das falhas em aerogeradores. Vale salientar que a implementacao
bem-sucedida da MBC depende da eficacia de todos os subsistemas que a compde conforme

destacado por Leite, Aratjo ¢ Rosas (LEITE; ARAUJO; ROSAS, 2018), vide na Figura 3.

Figura 3 — Subsistemas de um programa de MBC

Deteccdo/ Avaliagdo do
Diagnostico Prognéstico /
EREILE] Progndstico

Decisdo da

Aquisicao de Processamento

dados dos dados

Manutengao

Fonte: Adaptado de (LEITE; ARAUJO; ROSAS, 2018).

Neste contexto, a deteccao de falha € o processo de identificacdo da redugado parcial ou
perda da funcdo de um determinado componente ou sistema, gerada pela degradacdo do seu
desempenho quando novo ou saudédvel. O diagnoéstico de falhas € um processo que envolve a
identificacao dos modos e das causas-raiz das falhas mais comuns dos componentes ou sistemas
principais utilizando técnicas de monitoramento, analise de sinais e/ou métodos de inteligéncia
artificial (LIU; ZHANG, 2020; PENG et al., 2022; QIAO; LU, 2015b) para realizagdo de uma
manuten¢do assertiva. E o progndstico de falhas ¢ o processo de identificar quantitativamente
o intervalo de tempo entre a deteccao e a ocorréncia da falha ou perda definitiva da funcao do
componente ou sistema. Este calculo pode ser realizado utilizando-se um indicador de saude

e/ou computando a vida util remanescente (VUR) com o respectivo intervalo de confianca.

1.1.0 aerogerador
O aerogerador ¢ um sistema eletromecanico complexo, com centenas de componentes
(QIAO; LU, 2015a), que pode ser dividida nos seguintes subsistemas:

1. Fundacgao e torre;

2. Rotor;

3. Pas;

4. Nacele;

5. Eixos;

6. Rolamentos;
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7. Caixa de engrenagens;
8. Gerador;
9. Sistema de condigdes meteoroldgicas (anemdmetro e sensor de dire¢do);
10. Eletronica de poténcia.
A Figura 4 mostra os principais componentes de um aerogerador de eixo horizontal

equipado com caixa de engrenagens (gearbox).

Figura 4 — Componentes principais de um aerogerador de eixo horizontal.

CAIXA ENGRENAGENS GERADOR

HIDRAULICA g CONVERSOR

SIST. PITCH ‘ : . = s . AUTOMACAQ

EIXO PRINCIPAL _. N / ACOPLAMENTO/FREIO
SIST. YAW

EQUIPAMENTO ELETRICO

Fonte Adaptado de Qiao & Lu (QIAO; LU, 2015b)

Também existem modelos de aerogeradores ndo possuem a caixa de engrenagens € 0
movimento das pas ¢ transmitido diretamente do eixo principal para o gerador. (QIAO; LU,
2015) mostram uma classificagdo a partir das configuragdes, principios de operagdo e controle
e métodos de conexao na rede. Estes autores destacam que a caixa de reducdo de turbinas com
redutores de velocidade e o subsistema de eletronica de poténcia, dos aerogeradores de
acionamento direto devem ser monitorados com técnicas de MBC.

A transmissao de movimento no aerogerador se da pela passagem do vento pelas pas.
Nas turbinas de acionamento direto, o movimento das pas ¢ transmitido pelo rotor para o eixo
principal movimentando diretamente o gerador. Esse conjunto mecanico ¢ empacotado dentro
da nacele.

Nas turbinas com caixa de engrenagens, o movimento das pas ¢ transmitido pelo rotor

\

para o eixo principal e estd conectado a caixa de engrenagens, que amplifica a rotagdo e
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movimenta o gerador. A caixa de engrenagens, tipicamente, possui um ou dois redutores
planetarios conectados a um eixo de baixa rotacdo que transmite movimento para um €ixo
intermediario e depois para o eixo de alta rotacdo. Esse conjunto mecanico também ¢
empacotado dentro da nacele.

Devido a grande quantidade de componentes tanto para as turbinas de acionamento
direto como as com redutores de velocidade ¢ comum que a vibragdo de um componente ou
subsistema seja transmitida ou acople com outro componente o subsistema, reduzindo a razao
de sinal/ruido dos sinais medidos pelos sensores de vibracao.

As caracteristicas de variagdo da intensidade do vento ao longo do dia e sua
sazonalidade ao longo do ano (DANTAS BARROS et al.,2013) gera carregamentos que variam
ao longo do dia e do ano podendo constituir-se como um desafio para andlise das séries
temporais dos dados coletados pelo sistema de Supervisao e Aquisi¢ao de Dados (SCADA) ou
pelo sistema de MBC. A Figura 5 ilustra o comportamento sazonal da velocidade do vento ao
longo dos 12 meses do ano na cidade de Natal/RN. E a Figura 6 apresenta a variagdo da

velocidade do vento ao longo das 24 horas de um dia no litoral do estado do Ceara.

Figura 5 — Média da velocidade do vento na cidade de Natal/RN (periodo de 1984 — 2012).
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Fonte: (DANTAS BARROS et al., 2013)
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Figura 6 — Média horaria da velocidade do vento, representando as Plataformas de coleta de Dados (PCDs) do

Litoral.
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Fonte: (CAMELO et al., 2008)

Cada uma das turbinas instaladas em usinas eolicas pode apresentar diferentes tempos
de vida 1til devido a fatores com o carregamento promovido pela incidéncia do vento que
dependerao da sua localizacdo e do efeito de esteira aerodinamica pelas posicdes relativas com
outras maquinas. Também como qualquer maquina industrial, os aerogeradores de uma mesma
usina poderdao apresentar diferentes tempos de vida util devido a regime de operagdo, a
degradacao prematura de determinado componente ou substituicdo antecipada de um
componente devido a uma parada realizada para manutengao de outro.

Em resumo, turbinas iguais operando numa mesma usina edlica terdo tempos de VUR
diferentes. Nao obstante, quanto mais precisas e antecipadas as estimativas de VUR, mais
assertivo serd o planejamento para uma manutencao eficaz e maior sera a disponibilidade de

cada maquina.

1.2.Inteligéncia artificial em aplicacoes industriais
Com o advento da industria 4.0, o setor industrial tem buscado implementar estratégias
de digitalizagdo que promovam flexibilidade, responsividade e inteligéncia para lidar com as

demandas de produgdo variaveis e otimizacdo em tempo real (PERES et al., 2020). Neste
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contexto a inteligéncia artificial (IA) funciona como um elo entre os pilares de big data,
simulagdo, internet das coisas (IoT) da industria 4.0 para viabilizar a capacidades de auto-
otimizacdo, autoconsciéncia e automonitoramento que viabilizem sistemas de produgao cyber-
fisicos (PERES et al., 2020) contribuindo para a geragao de valor na quarta revolucao industrial
(WILLIAM DIAB et al., 2022).

Desta forma, a inteligéncia artificial industrial (IAI) caracterizada pelo uso combinado
de IA e IoT em aplicagdes industriais (WILLIAM DIAB et al., 2022) se diferencia da IA,
segundo Peres et al. (PERES et al., 2020) pelas cinco dimensdes particulares abaixo:

e Infraestruturas: No que diz respeito a hardware e software, ha uma grande
énfase nas capacidades de processamento em tempo real, garantindo
confiabilidade de nivel industrial com altos requisitos de seguranca e
interconectividade;

e Dados: A IA industrial requer dados caracterizados por seu grande volume e alta
variedade de velocidade, provenientes de diferentes unidades, produtos, regimes
etc;

e Algoritmos: Requerem a integracdo de conhecimentos fisicos, digitais e
heuristicos. Alta complexidade derivada do gerenciamento, implantagdo e
governanga de modelos;

e Tomada de decisdes: Dado o ambiente industrial, a tolerdncia ao erro é
geralmente muito baixa, sendo extremamente importante o tratamento da
incerteza. A eficiéncia € de especial importancia para problemas de otimizacao
em larga escala;

e Objetivos: A IA industrial visa, principalmente, a criagdo de valor concreto por
meio de uma combinagdo de fatores como reducdo de desperdicio, melhoria da

qualidade, aumento do desempenho do operador ou dos tempos de aceleracao.

O uso de inteligéncia artificial (IA) tem impulsionado avangos significativos em
diversas areas industriais. Algumas das principais contribuicdes incluem manufatura
inteligente, otimizacao de processos, controle de qualidade, manutencao preditiva, robotica,
diagnostico de saude, veiculos autdbnomos e colaboragdo e ergonomia homem-robd (PERES et
al., 2020; WILLIAM DIAB et al., 2022). A facilidade ¢ a velocidade no desenvolvimento de
métodos e modelos inteligentes tém o potencial de acelerar a transformagdo da industria
(WILLIAM DIAB et al., 2022).

No entanto, a adogdo dessas tecnologias enfrenta desafios relacionados a necessidade
de atender a requisitos de estabilidade, confiabilidade e seguranca exigidos por diferentes

setores. Gestores e tomadores de decisdo precisam exercer cautela para evitar riscos, como
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reducdo de disponibilidade, previsdes incorretas, falhas catastroficas ou vulnerabilidades em
sistemas de informagao.
Um dos principais focos de pesquisa em A industrial serd garantir em trés frentes as
pesquisas futuras (PERES et al., 2020):
e Dados FAIR (Findable, Accessible, Interoperable and Reusable - Localizavel,

acessivel, interoperavel e reutilizavel) para IA Industrial: garantir que os dados
sejam facilmente encontrados, acessiveis, interoperaveis e reutilizaveis ¢ crucial

para servir os melhores interesses das comunidades industriais e de investigagao,

promovendo o avango da ciéncia em beneficio da sociedade (COMMISSION,
[s. d.]) apud (PERES et al., 2020);
e Modelos FAIR para IA Industrial: Além dos dados, para permitir a

implementagao de frameworks FAIR, os ativos digitais, como os modelos, devem
ser encontrados de forma confiavel e reutilizados quando apropriado, através de
identificadores persistentes ligados a metadados ricos (incluindo, por exemplo, a
origem) representados através de formatos comuns, padronizados e seguros

(PERES et al., 2020);

e  Cyber-Infraestruturas: Infraestruturas adequadas sdo cruciais para garantir o nivel
de qualidade, seguranca e confiabilidade necessarios para melhorar a adoc¢do de
solucdes de IA industrial. Estas incluem operacdes remotas, seguranca

cibernética, mecanismos de preservacdo da privacidade, tecnologia 5G e

prognosticos colaborativos, entre outros (PERES et al., 2020).

Sendo assim, o desenvolvimento de aplicagdes de TAI no mundo real demanda de
pesquisadores e do meio produtivo o equilibrio entre a disponibilizagdo e uso responsavel de
dados e modelos abertos, desenvolvimento de tecnologia e metodologias que suportem a ciber
estruturas e o desenvolvimento gradual de cultura organizacional, investimentos em

ciberinfraestrutura e estratégias de seguranca para protecao dos negdcios.

1.3.Prognostico de falhas em aerogeradores
Na ultima década, houve um aumento vertiginoso no numero de artigos em conferéncias e
periodicos, abordando diferentes técnicas de prognostico de falhas em redutores de velocidade
de aerogeradores (CARROLL et al., 2019; DAMESHGHI; REFAN, 2019; KOUKOURA,
2018; LEITE; ARAUJO; ROSAS, 2018; ZHU et al., 2015).
QIAO; LU, (2015a) classificam as falhas dos aerogeradores em falhas causadas pelo
desgaste, nas que sdo ocasionadas apos longo tempo de operagdo e eventos permanentes, € nas

falhas aleatorias temporarias que sdo aquelas que ocorrem em tempos menores causadas por
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flutuacdo da velocidade do vento, questdes térmicas, distirbios na rede, leituras temporarias
incorretas em sensores etc.

Diversos autores, (CARROLL et al.,2019; DAMESHGHI; REFAN, 2019; ELASHA et al.,
2019; HERP; PEDERSEN; NADIMI, 2019; KOUKOURA, 2018), tém utilizado técnicas de
aprendizagem de maquina ou redes neurais artificiais (RNA’s) (MURPHY, 2012) para estimar
a VUR de engrenagens e rolamentos de redutores de velocidade de aerogeradores e realizar o
prognostico das falhas.

Uma precisao aprimorada na estimativa da vida ttil remanescente dos componentes criticos
de um aerogerador, como o trem de forca, possibilita uma manuten¢do mais assertiva e
economicamente eficiente. Isso se traduz em maior disponibilidade da turbina, uma vez que
intervengdes de manutengao corretivas sao substituidas por agdes preventivas programadas.
Algoritmos avangados de aprendizado de maquina e inteligéncia artificial podem explorar
grandes volumes de dados historicos coletados por sistemas de condicionamento
monitoramento para prognodstico e rastreamento do desgaste dos componentes. Tecnologias
como RNA e florestas aleatorias aprendem padroes a partir de varidveis extraidas dos sistemas
SCADA e de manutencao baseada na condi¢do, gerando modelos precisos de estimativa de
falha. Isso possibilita o progndstico confidvel da vida util remanescente do conjunto de pas,
caixas de engrenagens e outros itens do trem de for¢ca com antecedéncia, apoiando a tomada de
decisdo sobre a substituicao preventiva ideal (CARROLL et al., 2019; YANG; ZHANG, 2020).

No entanto, as técnicas que utilizam inteligéncia artificial (IA) necessitam que atividades
preliminares sejam realizadas nas etapas de processamento de dados e deteccdo das falhas.
Alguns trabalhos (KOUKOURA, 2018; KOUKOURA et al., 2017) destacam a necessidade de
realizar a classificagdo dos dados que possibilite identificar os componentes saudaveis, os
componentes com falhas incipientes e os componentes com falha desenvolvida.

Outro ponto importante a ser destacado, ¢ a pratica de mercado da contratacao do fabricante
do aerogerador para realizar a manutencdo do equipamento devido a sua expertise e
conhecimento. Porém, esta relagdo pode ser delicada devido a conflitos de interesse que possam
surgir, pela possibilidade de o fabricante substituir componentes em intervalos anteriores ao
fim da vida util e ser ele mesmo o fornecedor das pecas e subsistemas do aerogerador.

Considerando o aumento consistente da capacidade instalada nos dmbitos regional, nacional
e internacional, a partir da instalagdo de usinas de maior capacidade e utilizagdo de maquinas
de maior porte, o desenvolvimento de metodologias de progndstico de falhas utilizando técnicas

de aprendizagem de maquina e inteligéncia artificial (IA) possibilitardo tomadas de decisdao
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mais assertivas que gerem mais valor para a operacdo, a partir do aumento da disponibilidade
e manutencao dos aerogeradores.

O uso da inteligéncia artificial tem sido objeto de estudo em diferentes aplicagdes e
objetivos para a industria. Destaca-se o interesse de fabricantes em métodos eficazes que
possibilitem a detec¢do precoce e automatica de defeitos potenciais com a maquina em
operacgao. Adicionalmente por ser um dos pilares da industria 4.0, tem grande potencial para
ser explorado como catalisador de ganhos operacionais e de manutengdo para a area de energia
eolica (PERES et al., 2020).

As técnicas de aprendizagem de maquina mais comumente utilizadas para monitoramento
da condi¢cdo em aerogeradores sdo as RNA's, as méaquinas de vetor de suporte e as arvores de
decisao (STETCO et al., 2019)

A falta de grandes bases de dados publicos para desenvolvimento, avaliacdo e comparagao
de modelos ¢ um desafio a ser vencido, pois o uso de dados sintéticos, obtidos a partir de testes
de bancada, ndo viabilizam a generalizagao necessaria representar as condi¢cdes do mundo real

(STETCO et al., 2019).

1.4.0bjetivos
1.4.1. Objetivo geral
Propor um framework para prognostico de falhas em aerogeradores que
estabeleca critérios para capacidade de generalizacdo dos modelos inteligentes e
metodologia para uso eficaz de dados reais de operagdo, aplicando-o na estimativa da
vida util remanescente do rolamento principal a partir de dados de temperatura,

velocidade do vento e de poténcia ativa da rede do sistema SCADA.

1.4.2. Objetivos especificos

1. Analisar quantitativamente a producao bibliografica sobre prognoéstico de falhas em
aerogeradores, identificando lacunas quanto a capacidade de generalizagdo dos
modelos e disponibilidade de dados;

2. Propor uma classificacdao da capacidade de generaliza¢do dos modelos inteligentes
usados na estimativa de VUR, considerando a quantidade de conjuntos de dados
necessarios para reduzir o sobreajuste;

3. Desenvolver e validar uma metodologia para uso de subconjuntos de dados reais

visando mitigar o problema de sobreajuste devido a escassez de dados de falhas;
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4. Elaborar e testar algoritmos para estimativa da VUR utilizando dados sintéticos e de
benchmark para avaliagdo rapida do desempenho dos modelos;

5. Implementar e avaliar diferentes modelos de aprendizagem de maquina (regressao
de vetor de suporte, regressao isotonica, arvore de decisdo, floresta aleatoria, arvores
extras e regressdo de aumento de gradiente) para prognodstico de falhas do rolamento
principal usando dados de temperatura do SCADA;

6. Validar os modelos desenvolvidos com dados reais de trés aerogeradores,
analisando suas capacidades preditivas através das métricas: erro quadratico médio
(MSE), raiz do erro quadratico médio (RMSE), erro médio absoluto (MAE) e o
coeficiente de determinagdo (R2 Score);

7. Desenvolver um framework que oriente a implantacdo gradual de métodos de
prognostico de falhas, considerando a complexidade crescente dos dados e modelos;

8. Disseminar o conhecimento gerado através de publicacdes cientificas em periodicos

e congressos da area.

1.5.Contribuicao cientifica

A principal contribuicdo deste trabalho foi o desenvolvimento de um framework para
estimativa da Vida Util Remanescente (VUR) a partir de séries de temperatura do rolamento
principal reais provenientes do sistema SCADA a partir de modelos de simples implementagao.
Adicionalmente, também ¢ proposta uma estratégia de validacdo cruzada para mitigar o
problema dos dados escassos e aumentar a capacidade de generalizagdo dos modelos
considerando a natureza da dos dados reais da operagao dos aerogeradores.

O trabalho também contribui com discussao sobre a capacidade de generalizagdo de
modelos direcionados por dados reais de aerogeradores de usinas e6licas destacando as lacunas
da literatura sobre o assunto generalizacdo de modelos, propde um método de classificacdo dos
modelos de estimativa da VUR a partir da quantidade de conjuntos de dados utilizados.

Também propde um framework mais abrangente para viabilizar o desenvolvimento e
avaliacdo de modelos a partir de uma abordagem de aumento incremental de complexidade dos

dados de entrada com foco na generalizacdo dos resultados.

1.6.0rganizac¢ao da tese

Este trabalho estd organizado da seguinte forma:
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No Capitulo 1 é realizada a introdugdo, com a justificativa e motivagao do estudo
no ambito dos aerogeradores destacando sua relevancia do ponto de vista da
Operacdo e Manutengdo (O&M). Além disso, sdo apresentados os objetivos,
geral e especificos, a contribui¢do cientifica e a organizagdo dos capitulos;

O Capitulo 2 apresenta a revisao bibliografica sobre o prognostico de falhas em
aerogeradores, contextualizando a relevancia do tema e apresentando uma
revisao sistematica, baseada no protocolo PRISMA com énfase na generalizagao
de modelos direcionados por dados para estimativa da VUR dos componentes
de aerogeradores;

No Capitulo 3 sdo apresentados os conjuntos de dados utilizados no trabalho.
Utilizou-se um conjunto de dados sintéticos de temperatura, um conjunto de
dados de vibragao publico e um conjunto de dados do sistema SCADA de trés
turbinas de duas usinas eolicas. Estes trés conjuntos de dados foram utilizados
para avaliar o desempenho dos modelos de aprendizagem de maquina para
estimar a VUR. Neste capitulo, também sdo apresentados os modelos de
aprendizagem de maquina desenvolvidos para estimativa da VUR com os 3
conjuntos de dados. E ¢ apresentada estratégia do uso de dados escassos para
treinamento, validacdo cruzada e testes dos modelos;

No Capitulo 4 apresentam-se e discutem-se os resultados dos modelos
desenvolvidos a partir de métricas de avaliagdo e das estimativas da VUR com
uso de dados sintéticos, dados publicos e reais do rolamento principal de um
aerogerador. Também ¢ proposto um framework para avaliar a viabilidade e
estimar a VUR de componentes usando dados reais;

O Capitulo 5 apresenta as conclusdes finais, as sugestdes de trabalhos futuros.
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2. ESTADO DA ARTE

Este Capitulo tem como objetivo abordar o estado da arte do progndstico de falhas em
aerogeradores. Na primeira e segunda secdes serdo introduzidos o conceito de prognostico de
falhas e seu uso em maquinas em geral. As Secdes 2.3, 2.4, 2.5 e 2.6 apresentam uma revisao
sistematica do prognostico de falhas em aerogeradores utilizando parcialmente o protocolo
PRISMA .(GALVAO; PANSANI; HARRAD, 2015; MOHER et al., 2010). A Secio 2.7 aborda

o prognostico de falhas em rolamentos principais de aerogeradores.

2.1.Prognostico de falhas

O termo prognostico esta intrinsicamente ligado a quando se deseja referir a saude de
um individuo, maquina, equipamento ou sistema. Ele ¢ utilizado em diferentes areas do
conhecimento como a saude, industria, engenharia de software dentre outras e tem diferentes
defini¢des nas areas em que ¢ utilizado.

Na area de saude o termo prognostico se refere a processos de identificagdo do estado
de saude, de expectativa de vida de pacientes, das chances de recuperacdo e do tempo o qual o
paciente ird sobreviver (HUI; MO; PAIVA, 2021; KUHNE et al., 2021; STONE et al., 2021).

Quando se usa o termo prognostico em aplicagdo relacionadas a sistemas nao humanos,
ou nao relacionados com a satide humana, refere-se a processos relacionados a identificacao da
passagem do estado de auséncia para o estado de presenca de falha em sistemas fisicos ou de
software. Também se refere aos processos de monitoramento de grandezas fisicas (sensores e
sistemas), a coleta, pré-processamento e extracdo de caracteristicas estatisticas de dados e a
realizagdo de estimativas de quando tempo um determinado componente ou sistema ainda pode
operar desempenhando sua fun¢do (GUO; LI; LI, 2020a; KIM; CHOI; KIM, 2021b; LYDIA;
EDWIN PREM KUMAR, 2023).

Em sistemas complexos, a realizacdo do prognéstico de falhas ¢ importante pois
viabiliza um melhor planejamento das intervengdes para manutencao, aumenta a seguranca,
evitando incidentes catastroficos, reduz o downtime, aumenta a disponibilidade e a producao e
melhora a confiabilidade destes sistemas (ABID; KHAN; IQBAL, 2021; KORDESTANI et al.,
2021; WATANABE et al., 2021).

O uso do prognostico de falhas tem como beneficios

e identificar o estado de saude de um sistema (GUO; LI; LI, 2020b);
e identificar falhas potenciais (GUO; LI; LI, 2020b);
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e detectar e isolar falhas quando do inicio do seu desenvolvimento
(KORDESTANI et al., 2021);

e permite uma operacao segura;

e permite o planejamento economicamente mais racional da manutencio (KIM;
CHOI; KIM, 2021a);

e realizar estimativa do tempo de vida 1til remanescente (BOUGACHA;
VARNIER; ZERHOUNI, 2021);

e melhora o processo de decisdo pela operagdo e manutengdo (BOUGACHA;

VARNIER; ZERHOUNI, 2021).

2.2.Prognostico de falhas em maquinas em geral
Nesta Se¢do serdo abordados alguns conceitos e questdes relacionados ao uso do

prognostico de falhas em equipamentos e maquinas industriais.
Neste sentido, um estudo abrangente realizado por Sikorska, Hodkiewicz, ¢ Ma
(SIKORSKA; HODKIEWICZ; MA, 2011) identificou, a partir de propostas de normas e de
diferentes autores, que o prognostico de falhas em aplicagdes industriais deve reunir o seguinte

conjunto de defini¢des:

a) O prognostico deve, ou deveria, ser realizado no nivel de componente ou
subcomponente;

b) Envolve a predi¢do da progressdo do tempo de um modo de falha especifico
do estado incipiente até a falha do componente;

c) Uma avaliagdo da operagdo futura do componente ¢ necessaria, ¢;

d) O prognostico € relativo a, mas ndo o mesmo que, o diagnostico.

Sikorska, Hodkiewicz, ¢ Ma (SIKORSKA; HODKIEWICZ; MA, 2011) também
destacam que, o prognostico de falhas ¢ caracterizado por um valor pontual, chamado de
estimativa da VUR e um intervalo de confianga, ou incerteza, associado (KRAMTTI et al., 2018;
SAIDI; HAYDER; SAIDI, 2022; SIKORSKA; HODKIEWICZ; MA, 2011) a esse valor.

Caso se utilize um sistema de tomada de decisdo seja suportada pelo prognostico de
falhas havera implicagdes mais abrangentes para o gerenciamento do negdcio, sendo necessario
considerar fatores nao relacionados com a engenharia como questdes logisticas, problemas de
gerenciamento de estoque/suprimento, opgdes de planejamento de manutengao (SIKORSKA;
HODKIEWICZ; MA, 2011).

Sikorska, Hodkiewicz, e Ma (SIKORSKA; HODKIEWICZ; MA, 2011) propdem uma

categorizagao para diferentes abordagens dos modelos de estimativa da VUR, ver Figura 7,
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como modelos de base de conhecimento, modelos de expectativa de vida (estocasticos e
estatisticos), redes neurais artificiais (RNA"s) e modelos fisicos que aumentam a complexidade
nesta ordem.

Ainda segundo Sikorska, Hodkiewicz, e Ma (SIKORSKA; HODKIEWICZ; MA, 2011),
os modelos baseados em conhecimento utilizam um mecanismo de comparacdo para avaliar a
semelhanca entre um determinado cenario € um repositorio de falhas pré-determinadas,
permitindo-lhes inferir a VUR prevista com base em ocorréncias historicas. Os modelos de
expectativa de vida determinam a VUR de componentes individuais da maquina, considerando
a probabilidade projetada de degradacdo, dadas as circunstancias operacionais conhecidas. As
RNA’s empregam representagdes matematicas derivadas de dados observacionais para calcular
direta ou indiretamente uma saida estimada para a VUR de um componente ou maquina. Esta
estimativa baseia-se nos dados observados e nao numa compreensao abrangente dos
mecanismos de falha subjacentes. E os modelos fisicos descrevem quantitativamente as
caracteristicas de um modo de falha, utilizando leis fisicas derivadas de principios
fundamentais. Esta ultima abordagem requer uma ampla compreensao do comportamento do

sistema.
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Figura 7 — Principais categorias de modelos para predi¢do da vida util remanescente.
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2.3.Prognostico e Gerenciamento da saude em diferentes industrias

O progndstico de falhas e o gerenciamento de saide (PHM) € um campo de conhecimento
que visa melhorias na confiabilidade de sistemas complexos em diferentes aplicagdes
industriais (TAO et al., 2018). O uso da manutenc¢do preditiva ¢ um requisito da abordagem
PHM para alcangar maior desempenho operacional com mitiga¢ao de paradas ndo planejadas e
melhoria do conhecimento da dindmica de degradacao das maquinas (KERBOUA; KELAIAIA,
2022). E a métrica do prognoéstico mais importante ¢ VUR (SAIDI; HAYDER; SAIDI, 2022)
dos componentes de uma determinada maquina ou equipamento.

Um olhar sobre as bases de dados cientificas permite identificar o interesse dos
pesquisadores do PHM em diferentes industrias A Figura 8 mostra o numero de publicagdes
relacionadas a prognosticos de falhas nas industrias aeroespacial, nuclear, de petroleo e gés,
ferrovidria e de energia edlica. Na Figura 8 e Figura 9, também ¢ possivel reconhecer que a
industria aeroespacial, o petroleo e o gas e a energia edlica ttm o maior interesse pela
comunidade cientifica de todos os registros. Nao obstante, cabe ressaltar que o prognostico para
aplicagoes de energia edlica despertou maior interesse por parte dos pesquisadores nos ultimos
5 anos, superando em mais de 50% o interesse nas industrias aeroespacial, de petroleo e gas nas
bases Engineering Village e SCOPUS. Da mesma forma, também ¢ observado no Kaggle,
Zenodo e Papers with code, conforme mostrado na Figura 9. Destaca-se para as bases de dados
Kaggle, Zenodo e Papers with code foram incluidos todos os resultados obtidos, pois ndo ha

recurso de filtragem nestas.

Figura 8 — Contagem de registros de publica¢des de diferentes bases de dados cientificas para strings de pesquisa
com failure AND prognostics OR prognosi* ¢ adi¢ao do nome da industria para todos os periodos disponiveis
nas bases de dados
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Fonte: O autor (2024).
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Figura 9 — Contagem de publicagdes dos ultimos 5 anos de diferentes bases de dados cientificas para strings de

pesquisa com failure AND prognostics OR prognosi* e adicdo do nome da indistria para todos os periodos
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PAPERS WITH CODE

Para corroborar isso, houve uma explosao de artigos desde 2014 investigando o uso de

métodos e modelos baseados em dados para avaliagio da VUR de aerogeradores conforme

indicado na Figura 10, abordando diferentes técnicas de prognostico de falhas no conjunto

cinematico, principalmente em redutores de velocidade de aerogeradores.

Figura 10 — Numero de registros de publicagdes relacionadas a prognosticos de falhas de todos os componentes
ou subsistemas de aerogeradores na Engineering Village (COMPENDEX).
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Fonte: O autor (2024).
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Varios autores (CARROLL et al., 2019; DAMESHGHI; REFAN, 2019; ELASHA et
al., 2019; HERP; PEDERSEN; NADIMI, 2019; KOUKOURA, 2018) utilizaram técnicas de
aprendizado de maquina ou redes neurais artificiais (RNA’s) para estimar a VUR de
engrenagens e rolamentos em caixas de engrenagens e realizar prognosticos de falhas.

Entretanto, a estimativa da VUR e seu intervalo de confianga (ou incerteza) devem ser
convertidos em informacgdes valiosas para o pessoal de manutencdo (KERBOUA; KELAIAIA,
2022; KRAMTI et al., 2018; SAIDI; HAYDER; SAIDI, 2022) independentemente do tipo de
modelo utilizado para isso.

O célculo preciso da estimativa da VUR ¢ crucial para uma manutengdo econdmica e
maior disponibilidade de aerogeradores. Algoritmos de aprendizado de maquina e inteligéncia
artificial permitem a utilizagao de uma enorme quantidade de dados do sistema de manutengao
baseado em condigdes e/ou do sistema de supervisao e aquisicao de dados para estimar a VUR
dos componentes do trem de forca (CARROLL et al., 2019; YANG; ZHANG, 2020).

Alguns métodos e modelos podem alcangar alta precisdo na estimativa de VUR e no
calculo do intervalo de confianga, mas, ndo menos importante, ¢ a capacidade de generalizagdo
(GALICKI et al., 2004; VAPNIK, 1999; ZHOU et al., 2023) disso ¢ permitir sua utilizagdo em
um grande niimero de aerogeradores de um mesmo parque eolico, mas esta questdo ndo ¢
discutida com frequéncia em artigos.

Além disso, também existe potencial para o uso da computagdo quantica ja utilizada
para deteccao de falhas (CORREA-JULLIAN et al., 2022) em aerogeradores e tem grande
potencial para uso em diagnostico e prognostico de falhas conforme destacado por MAIOR et
al., (2023).

O desafio para pesquisadores e players da industria edlica € o uso de modelos de

aprendizado de maquina na escala dos parques e6licos.

2.4.Importancia da avaliacdo dos modelos e implicacdes operacionais do

prognostico de falhas em aerogeradores
Avaliar o desempenho de métodos e modelos de progndstico de falhas ¢ importante para
gerar resultados praticos na tomada de decisdao das equipes de manutengdo (KERBOUA;
KELAIAIA, 2022; KRAMTI et al., 2018; SAIDI;, HAYDER; SAIDI, 2022). Contudo, ¢
necessario utilizar métricas padronizadas para esta avaliacdo. Saxena et al., (2008) observam a

falta de metodologias padronizadas para medir o desempenho desses modelos.
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Para avaliar o desempenho de métodos e modelos prognosticos, devem ser utilizadas
métricas padronizadas que estruturem requisitos e especificacdes de forma quantitativa.
Também ¢ essencial realizar muitos experimentos para garantir estimativas representativas do
VUR ou um modelo analitico adequado (SAXENA et al., 2008). A escolha das métricas deve
ser compativel com o método ou modelo utilizado para evitar inconsisténcias e garantir a
precisdo da avaliacdo (SAXENA et al., 2008).

A realizagdo do prognostico de falhas também tem implicagdes operacionais em diferentes
industrias, incluindo a energia eolica, devido a sua capacidade de avaliar o estado operacional
dos sistemas (KERBOUA; KELAIAIA, 2022), impactando diretamente nos custos € riscos
relacionados a disponibilidade, mdo de obra e sistemas/maquinas sobressalentes (SAHU et al.,
2023).

Prakash et al. (PRAKASH; VUCKOVIC; AMIN, 2023) destacam que as acdes de
intervengdo em sistemas ou maquinas devem ser planejadas quando a incerteza na estimativa
de VUR atingir um determinado limite, a fim de permitir a corre¢do dentro do prazo necessario.

Os impactos operacionais do progndstico também influenciam a disponibilidade e o custo
da manutencdo, conforme observado por SAHU et al., (2023). Se a VUR for superestimada,
poderd ocorrer falha antes da intervengao programada. Se for subestimada, ¢ possivel planejar
adequadamente os recursos para paradas programadas de manutengdo, evitando falhas

catastroficas, mas com aumento de custos devido a substituigdes extras (SAHU et al., 2023).

2.5.Vida util remanescente e conexdes com a manutencio prescritiva de

aerogeradores

A manutengao prescritiva ¢ uma estratégia de manutengao proativa que se baseia na analise
de medicdes de parametros operacionais da maquina, subsistemas e componentes. E realizada
quando os parametros escolhidos ultrapassam os limites estabelecidos ou quando sdo utilizadas
analises preditivas e prescritivas para evitar falhas e reduzir custos (FOX et al., 2022). Strack
et al. (STRACK et al., 2022) ilustram num framework como a utilizacdo adequada de dados
numa abordagem prescritiva tem um impacto estratégico e tatico na realiza¢do da manutencgao.

Existem poucos estudos sobre a aplicagdo da manutengao prescritiva em parques eolicos.
Alguns trabalhos abordam a utilizacao de técnicas de monitoramento da condi¢ao operacional
de sistemas, utilizando dados do SCADA ou do sistema de monitoramento de condi¢do (CMS)
(FOX et al., 2022). Esses estudos utilizam diferentes técnicas: baseadas em dados, como

inteligéncia artificial ou modelos estatisticos; baseados em fisica, como modelos de tempo de
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fadiga; estocasticos, como modelos Markovianos; e hibridos, que comparam modelos fisicos
com dados ambientais e de inspecio (FOX et al., 2022).

Contudo, algumas limitagdes ao uso da manutengdo prescritiva sdo destacadas por FOX et
al., (2022). Dentre elas, destacam-se: dificuldade de acesso a dados de falhas e pequeno nimero
de falhas em bancos de dados, dificultando o treinamento do modelo; a baixa generalizacao dos
modelos, flexibilidade, escalabilidade e adaptabilidade a diferentes turbinas e localizagdes de
usinas; a utilizacdo intensiva de dados historicos em detrimento de dados em tempo real,
dificultando a automatizacao da previsao e do prognoéstico de falhas; pouca utilizacao de dados
ndo estruturados provenientes de relatdrios de fiscalizagdo; e a necessidade de atualizar modelos
de vida 1til remanescente (VUR) para prever a vida util restante de diferentes componentes e
locais (MOMBER et al., 2022).

Além disso, as questdes socioculturais também influenciam a ado¢ao bem-sucedida da
abordagem prescritiva pelas partes interessadas na manuten¢do de aerogeradores, conforme
identificado STRACK et al., (2022). As fortes capacidades digitais dos operadores, dos
fabricantes de equipamento original (OEM) e dos prestadores de servigos independentes (ISP)
sdao destacadas como um fator crucial para uma implementagdo bem-sucedida. No caso dos
operadores e ISPs, alguns aspectos culturais e organizacionais, como a colaborag¢do dindmica
em redes de valor, a colaboragdo social e a integragdo de dados e processamento de informacao,
também mostram relevancia para o sucesso da abordagem prescritiva.

Nos ultimos 7 anos, varios autores procuraram preencher as lacunas no progndstico dos
aerogeradores € na gestdo da saude. Nesse periodo, foram publicados 30 artigos de revisdo
abordando diferentes temas. Uma porcentagem de 36,7% dessas revisdes aborda questdes
relacionadas a algoritmos de inteligéncia artificial para prognostico, mostrando o alto interesse
dos pesquisadores (BALTAZAR et al., 2019; BERGHOUT; BENBOUZID; AMIRAT, 2023;
GAO; LIU, 2021; GARCIA MARQUEZ; PEINADO GONZALO, 2022; KHAN; BYUN,
2024; REZAMAND et al.,2020; SAIDI; BENBOUZID, 2021; SANTIAGO et al., 2024; TENG
et al., 2021; YUCESAN; DOURADO; VIANA, 2021; ZHANG; VATN; RASHEED, 2022)
por contribui¢des atuais e potenciais nesta area. Varios estudos (BOYD et al., 2022; BRIJDER
et al., 2022; DO; SOFFKER, 2021; FOX et al., 2022; LEITE; ARAUJO; ROSAS, 2018;
MELLO; FERREIRA DIAS; ROBAINA, 2022; RINALDI; THIES; JOHANNING, 2021;
WOO; WHALE, 2022), 26,7% dos artigos, discutem estratégias de manutengao considerando
ganhos no progndstico de falha. Estratégias de monitoramento de condi¢gdes também despertam
interesse de pesquisa em (BADIHI et al., 2022; HELSEN, 2021; LENG et al., 2023; ZIEGLER

et al., 2018). Outros artigos de revisao abordam técnicas de monitoramento de condigdes
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(BENBOUZID et al., 2021; MORONEY; VERMA, 2023), uso de algoritmos que ndo utilizam
inteligéncia artificial (ADEDIPE; SHAFIEE; ZIO, 2020), pré-processamento de sinais (UMA
MAHESWARI; UMAMAHESWARI, 2017), confiabilidade (NEJAD et al., 2021) e
prognostico de componentes especificos de aerogeradores (HART et al., 2020; YETER;
GARBATOV, 2022). Na literatura existe uma lacuna quanto a investigagao da capacidade de
generalizacdo de modelos de inteligéncia artificial para estimar a vida 1til remanescente de
aerogeradores.

O diagrama da Figura 11 mostra os assuntos abordados pelas revisdes, classificados por

tema e a lacuna identificada ndo discutida em artigos de revisdo anteriores.
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Figura 11 - Artigos de revisao sobre progndstico de aerogeradores nos ultimos 7 anos e lacuna identificada
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2.6.Generalizacao de métodos para estimativa de vida util remanescente:

Revisio sistematica com metodologia inspirada no protocolo PRISMA

Esta se¢@o apresentara uma revisao sistematica dos métodos de estimativa da VUR para
aerogeradores para investigar quais os tipos de conjuntos de dados usados, principais de
modelos utilizados, capacidade de prognostico e desafios de uso no mundo real. Tendo como
objetivo identificar a utilizagdo de métodos e modelos capazes de generalizar a estimativa da
VUR de componentes de acrogeradores em aplicagdes do mundo real. As questdes de pesquisa,
apresentadas na Tabela 1, foram formuladas para orientar a busca em bases de dados e a coleta
de dados dos registros de documentos (artigos de periodicos, artigo de conferéncia, anais de

conferéncia ou capitulo de livro).

Tabela 1 - Questoes de pesquisa

Questoes de Pesquisa
QP1 Quais sdo os obstaculos para estimar a VUR para componentes de
aerogeradores em condi¢des operacionais do mundo real?
QP2 Qual ¢ o nivel de generalizagdo alcangado pelos modelos progndsticos para
componentes de aerogeradores?
QP3  Quao eficazes sdo os modelos de estimativa da VUR para componentes de
aerogeradores?

Fonte: O autor (2024)

Esta revisdo sistematica foi conduzida usando os requisitos do protocolo PRISMA
(GALVAO; PANSANI; HARRAD, 2015; MOHER et al., 2010) para identificar lacunas na
literatura sobre a previsao da vida util restante dos componentes do aerogerador. A Figura 12

mostra um fluxograma com as fases do protocolo PRISMA usado para a revisdo sistematica.
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Figura 12 — Fluxograma do protocolo PRISMA utilizado para sele¢do de registros para revisao
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Como desdobramento das questoes de pesquisa, foi necessario definir strings para uso
em mecanismos de busca de bases de dados cientificas. Em seguida, foram definidos quatro
grupos de palavras-chave para realizar pesquisa bibliografica (Tabela 2 e Tabela 3). Esses
grupos foram combinados para inserir como strings de busca em mecanismos de banco de dados
selecionados para filtrar registros de documentos relacionados as questdes de pesquisa.
Inicialmente, para construir a string de busca, palavras-chave do Grupo 1 e Grupo 2 foram
criadas para construir a string de busca. Em seguida, o Grupo 3 e finalmente o Grupo 4 foram

sucessivamente incluidos. O numero de documentos encontrados foi tabulado e avaliado.
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Tabela 2 — Grupos de palavras-chave para encontrar registros relacionados a generalizagdo de métodos ou
modelos em bases de dados selecionadas

Grupo 1 Grupo 2 Grupo 3 Grupo 4
Generalization wind turbine™ OR - -
wind farm
prognostic OR
Generalization wind turbine* OR  remaining useful life i
wind farm OR RUL or
prognosis
prognostic OR -
Generalization wind turbine* OR  remaining useful life Ri;?ggg;?gg d
wind farm OR RUL OR RCM
prognosis

Fonte: O autor (2024)

Tabela 3 - Grupos de palavras-chave para localizar registros relacionados & manutengao prescritiva em bases de
dados selecionadas

Grupo 1 Grupo 2 Grupo 3
Prescriptive maintenance wind turbine* or wind farm -
Prescriptive maintenance wind turbine* or wind farm prognostic or remaining

useful life or RUL or
prognosis

Fonte: O autor (2024)

Foi decidido utilizar apenas a sequéncia de busca formada pelo conjunto de palavras-
chave dos grupos 1, 2 e 3 juntas para manter uma quantidade razoavel para realizar uma revisao.

Primeiramente, na etapa de identificagcdo, os registros de documentos coletados das
bases de dados Engineering Village (COMPENDEX), SCOPUS e Web of Science foram
quantificados e tabulados. Em seguida, todos os registros de documentos duplicados foram
removidos do conjunto de dados. Na terceira etapa, a triagem foi feita considerando os critérios
de exclusao indicados na Tabela 4. Ap0s isso, foi realizada a etapa de elegibilidade, na qual os
registros que atendem aos requisitos de elegibilidade (Tabela 5) foram lidos na integra e alguns

dados foram coletados para responder as questdes da pesquisa.

Tabela 4 - Critérios de inclusdo usados na etapa de triagem

# Critérios de exclusao
CT1 O registro deve estar em inglés
CT2 O registro deve conter titulo, ano, fonte, resumo ¢ DOI
CT3 O registro deve ser um artigo de periodico, artigo de conferéncia, anais de

conferéncia ou capitulo de livro
Fonte: O autor (2024)
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Tabela 5 - Critérios de inclusao para etapa de elegibilidade

# Critérios de elegebilidade
CEl O registro deve tratar do prognéstico ou estimativa da vida til remanescente dos
aerogeradores

CE2 O texto completo deve estar disponivel para os registros encontrados
Fonte: O autor (2024)

A pesquisa bibliografica foi feita para pesquisar artigos de periodicos, artigos de
conferéncias, anais de conferéncias e artigos no prelo, livros e capitulos de livros entre
novembro de 2022 e janeiro de 2024. Os registros de artigos de revisdo, normas e padrdes e
pré-impressodes ndo foram usados.

Um total de 65 documentos foram lidos completamente apods a etapa de elegibilidade.
As informacdes listadas a seguir foram tabuladas para permitir avaliagdo e representacao grafica
para responder as questdes de pesquisa.

1) Titulo

2) Ano

3) Tipo de documento

4) Classificagdo SCImago

5) O modelo usa conjuntos de dados publicos? (Resposta sim ou ndo)

6) Dados de um banco de testes, aplicativo de dados do mundo real, sintéticos ou
simulados?

7) Pré-processamento (Resposta sim ou nao)

8) Qual pré-processamento ¢ feito?

9) Usa conjuntos de dados de operacao até a falha? (Resposta sim ou nado)

10) Estimativa da VUR com modelos usando dados superajustados? (Resposta sim
ou nao)

11) Estimativa da VUR por método fisico, estatistico ou orientado a dados

12) Qual método/modelo orientado a dados usado

13) Capacidade de generalizag¢ao (boa, média ou ruim)

14) Com quanto de antecedéncia o modelo de VUR estima o final de vida?

15) Calculo do intervalo de confianca (IC) ou a incerteza do calculo da VUR?
(Resposta sim ou nao)

16) Objetivo/Meta
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2.6.1. Coleta de dados

Para cada um dos artigos que atendiam aos requisitos de elegibilidade, foram incluidos
no estudo dois tipos de dados. Primeiramente, foram coletados dados bdasicos sobre a
publicacao, incluindo (1) titulo da publicagdo, (2) autores, (3) titulo do periodico, (4) ano da
publicagdo, (5) tipo de documento, (6) DOI, (7) resumo e (8) classificagdo SCImago
(SCIMAGO LAB, 2024) para o periddico, para dar suporte ao processo de elegibilidade.

Apos isso, informacgdes detalhadas de cada artigo foram buscadas, tabuladas e analisadas
para responder as questdes de pesquisa listadas na Segao 2.6.

Para responder a QP1: ‘Quais sdo os obstaculos para estimar a VUR para
componentes de aerogeradores em condi¢cdes operacionais do mundo real?’, os dados
extraidos de artigos elegiveis foram: (1) o uso de conjuntos de dados publicos de modelos,
(2) o uso de bancada de teste, conjunto de dados do mundo real, sintético ou simulado, (3)
qualquer pré-processamento de dados realizado e como eles foram pré-processados, (4) tipo
(fisico, estatistico, orientado a dados ou hibrido) do método usado para célculo da VUR e
(5) qual método/modelo orientado a dados foi usado.

Para responder a QP2: 'Qual ¢ o nivel de generalizacao alcangado pelos modelos
prognosticos para componentes de aerogeradores?', foram analisados nos artigos elegiveis
os seguintes aspectos: (1) utilizagdo de conjuntos de dados de operagdo até a falha, (2)
estimativa VUR através de modelos, avaliando possivel superajuste (overfit), e (3)
capacidade de generalizacdo do modelo. Esta ultima foi classificada em trés niveis: boa
(quando utiliza dados de mais de 3 aerogeradores), média (quando utiliza dados de
exatamente 3 aerogeradores) e pequena (quando utiliza dados de menos de 3
aerogeradores).

Para responder a QP3: ‘Quao eficazes sao os modelos de estimativa de VUR para
componentes de aerogeradores?’ foram coletados os seguintes dados: (1) com que
antecedéncia da falha o modelo pode estimar a VUR e (2) se o modelo calcula o intervalo
de confianca (IC) ou a incerteza para o célculo da VUR a partir de artigos qualificados. O
objetivo/meta dos artigos também foi tabulado para suportar a analise e obter insights para

a revisao sistematica.

2.6.2. Resultados da revisdo sistemdtica
Esta Secdo apresenta os resultados obtidos a partir da avaliacdo dos dados coletados,
conforme indicado na Se¢do 2.6.1. Seguindo as diretrizes do protocolo PRISMA, um total de

141 registros tnicos foram encontrados em bases de dados cientificas e foram submetidos aos
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critérios de triagem indicados na Tabela 4. Destes registros, 4 artigos ndo tinham o texto
completo disponivel, 2 dos registros eram normas internacionais, 1 era uma dissertagdo, 1 era
um livro, 4 eram artigos em chinés, 7 registros eram artigos de revisao, dos quais 3 foram
registrados nas bases de dados como artigos de pesquisa, artigos de conferéncia ou artigos de
periddicos, e 1 artigo era continha plagio e foi publicada uma retratacdo. Na etapa de
elegibilidade, os resumos dos 94 registros foram lidos para identificar quais atendiam aos
critérios da Tabela 5. Finalmente, 65 artigos que atendiam aos critérios de elegibilidade foram
selecionados e lidos na integra para coletar os dados para responder as questdes de pesquisa.

Os artigos selecionados foram lidos independentemente da classificagio SClmago para
identificar a relagdo entre a qualidade do periddico e a capacidade de generalizagdo dos modelos
de artigos.

As publicacdes que abordaram o tema generalizagdao ou maturidade do modelo tiveram
maiores ocorréncias nos anos de 2022, 2018, 2023 e 2017 (Figura 13) e os periédicos que mais
publicaram artigos abordando generalizacdo estdo indicados na Figura 14.

. Verificou-se que 43% - 28 dos 65 registros - foram publicados em 9 periddicos (Figura 14).
Ainda 63,1% dos registros, incluindo artigos, artigos de imprensa e artigos de acesso antecipado
(preprint), eram artigos publicados em periddicos e 36,9% eram artigos publicados como
artigos de conferéncias ou anais de conferéncias (Figura 15). Isso mostra a relevancia do tema
para a comunidade cientifica pelas metodologias ja& consagradas e pelos novos

desenvolvimentos sobre o tema.

Figura 13 — Numero de registros de publicacdes selecionados por ano.
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Fonte: O autor (2024)
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Figura 14 - Os 9 principais periddicos incluidos na pesquisa em bases de dados de generalizagdo de modelos
prognosticos antes da triagem.

Fonte: O autor (2024)
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Identificou-se que a maioria dos artigos utilizou conjuntos de dados privados, nio
publicos ou abertos, e ndo estdo disponiveis para a comunidade cientifica e académica,

conforme mostra a Figura 16.

Figura 16 — Uso de conjuntos de dados abertos (ptblicos) utilizados em estudos encontrados em artigos.
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Fonte: O autor (2024)

A Figura 17 mostra as fontes de dados abertos encontradas nos artigos, com destaque
para o conjunto de dados Mathworks/GPMS utilizado em 12 artigos.

A indisponibilidade de dados publicos constitui uma barreira a ser superada no estudo
prognostico de determinados componentes do trem de for¢a dos aerogeradores, especialmente
aqueles que devem ter uma vida util longa, como os rolamentos principais.

A utilizagdo de séries temporais com dados até o momento da falha do componente
implica num trade-off no progndstico da falha. A utilizagdo de dados até o fim da vida util, em
condi¢do real de operacdo do componente, representarda a dindmica da falha com maior
fidelidade, mas sdao de obtencdo custosa, pois podem (1) implicar o uso de sensores e
equipamentos especiais e (2) na falha catastrofica do aerogerador. Outra forma de obter dados
até o fim de sua vida util € realizar um teste acelerado em bancada com o componente. Esses
testes produzem dados com dinamicas de degradacao mais rapidas do que aquelas encontradas
na condicdo operacional dos aerogeradores e, consequentemente, exigem estratégias

transformar o sinal de modo que ndo gerem erros maiores na estimativa do prognostico.
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Figura 17 — Fontes de conjuntos de dados abertos encontrados em artigos.
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A Figura 18 mostra que 36 dos 65 (55,4%) estudos escolhidos nesta revisao ndo utilizam

dados (run-to-failure) obtidos até que os componentes falhem.
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Figura 18 — Uso de conjuntos de dados de execugdo até falha no estudo.
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2.6.2.1.  Meétodos e modelos para estimar a vida util remanescente (VUR)

Uma questdo fundamental no desenvolvimento de métodos orientados a dados ¢ utilizar
um conjunto de dados que represente o comportamento do objeto a ser estudado com a menor
influéncia possivel de informagdes incorretas decorrentes de erros ou mau funcionamento nos
sensores, no sistema de aquisi¢ao e/ou bancos de dados. Técnicas de pré-processamento tornam
o prognostico de falhas mais confiavel (KAMARZARRIN et al., 2022), pois reduzem o nimero
de erros decorrentes de mau funcionamento em sensores e sistemas de aquisi¢do de dados
(ZHAO et al., 2017), minimizam ruidos e sobreposi¢ao de alarmes (CORREA-JULLIAN et al.,
2022; HU; YOUN; WANG, 2018) e reduzem erros na rotulagem de classificacdo de dados
(LEAHY et al., 2018).

Mais da metade (67%) dos artigos selecionados utilizaram técnicas de pré-
processamento de dados, 28% ndo o fizeram e 5% ndo informaram (NI) o tipo de pré-
processamento, Figura 19. As técnicas mais utilizadas nos artigos foram filtragem de dados (11
artigos - 24,4%) e limpeza e filtragem de dados (10 artigos - 22,2%), técnicas de redugdo de
dimensao variavel, por exemplo, PCA (MURPHY, 2012) (4 artigos - 8,9%) e decomposi¢do de
sinal - EMD e Wavelet (4 artigos — 8,9%), conforme Figura 20. Em 18 artigos, devido aos dados
utilizados na modelagem, foram marcados como NA (Nao aplicavel), sio modelos que utilizam
resultados de analises de 6leo e fadiga ou capitulos de livros. Em 12 artigos (16,7%) os métodos

de pré-processamento utilizados nao foram indicados.
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Figura 19 — Porcentagem de uso de pré-processamento em conjuntos de dados de origem.
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Figura 20 — Grupos de tipos de pré-processamento utilizados.
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Em 10 registros (22,2%) dos artigos foi utilizado um banco de dados publico da Green
Power Monitoring Systems — GPMS(MATHWORKS INC.; BECHHOEFER, 2017), que
possui dados de vibracao ja processados de um rolamento de eixo de alta velocidade (HSS) de
um aerogerador de 2 MW e o pré-processamento nao ¢ relatado. Neste caso, a marcacao NI foi
utilizada para artigos que ndo informavam o método de pré-processamento.

A falta ou pouco detalhamento do pré-processamento dificulta a compreensdo da
influéncia desta etapa na previsao de falhas, conforme destacado por BAPTISTA; GOEBEL;
HENRIQUES, (2022).
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2.6.2.2.  Resultados dos modelos e estimativa da vida util remanescente (VUR)

A escolha do modelo (fisico, baseado em dados, estatisticos ou hibrido) para estimar a
vida 1til remanescente depende de (1) da quantidade, qualidade e tipos de dados disponiveis e
(2) da presencga de ruido nos dados causado pelo processamento das medigdes, seja processo ou
sistema que executam a coleta, (3) do tipo de reparo (recuperacdo perfeita ou imperfeita), (4)
como modelar o nimero de modos de falha e (5) como se gerenciam os novos tipos de falha.
Porém, o conhecimento técnico do mecanismo de falha e do processo de coleta de dados ¢
essencial para a utilizacdo de modelos prognosticos. (SIKORSKA; HODKIEWICZ; MA,
2011).

Nesta revisdo, foi identificado o uso majoritario de modelos baseados em dados
(51,56%), hibridos (baseados em dados e estatisticos) (15,63%), hibridos (baseados em dados
e fisicos) (10,94%) e fisicos (10,94%), conforme mostrado na

Figura 21, indicando que a disponibilidade de linguagens de programag¢do de codigo
aberto (Python e R), com uma grande variedade de pacotes e frameworks facilita a
implementa¢ao de modelos estatisticos e baseados em dados. Os modelos fisicos, por outro
lado, tém como principal desafio uma alta complexidade matematica e aplicagdo para resolver

um mecanismo de falha individual. (SIKORSKA; HODKIEWICZ; MA, 2011).

Figura 21 — Tipos de modelos para prognostico de falhas de aerogeradores identificados nos artigos selecionados
Porcentagem do tipo de modelo
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Fonte: O autor (2024)

Para modelos orientados a dados ou hibridos, identificou-se que os métodos mais
utilizados para estimativa de VUR sdo combinagdes de modelos (GERON, 2019; MURPHY,

2012), 32%, desenvolvidos com mais de uma abordagem, abordagem de aprendizagem
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profunda (GOODFELLOW,; BENGIO; COURVILLE, 2016) 28%, modelos classicos de
aprendizado de maquina (Support Vector Machines (SVM), k-Nearest Neighbours (kNN),
Naive Bayes, Logistic Regression e Random Forest) (MURPHY, 2012), correspondem a 18%,
os modelos de redes neurais artificiais (RNA’s) sdo 14% conforme mostrado na Figura 22.
Clustering (MURPHY, 2012) e outros modelos sdo os menos utilizados, respectivamente, com

percentuais de 6% e 2%.

Figura 22 — Modelos baseados em dados mais comuns para estimativa de VUR para prognosticos de

aerogeradores.
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A Figura 23 apresenta os modelos de estimativa da VUR organizados por ano. E deixa
claro que a combinagdo de modelos ¢ a mais utilizada, durante o periodo de avaliagdo e, que a
utilizagcdo de modelos de aprendizagem profunda aumentou desde 2021.

Um dos desafios comuns em modelos baseados em dados ¢ o sobreajuste (overfitting)
que pode ocorrer ao usar amostras de um unico conjunto de dados para treinamento e teste. A
utilizacdo de diferentes conjuntos de dados implica um compromisso: por um lado, hd uma
reducdo no overfitting, mas, por outro, ha uma diminui¢do potencial no desempenho das
métricas do modelo baseado em dados.

Neste estudo, os métodos baseados em dados que usaram apenas um Unico conjunto de

dados de aerogeradores foram considerados sobreajustados (overfitted). Nos casos em que um
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conjunto de dados foi utilizado para treinamento e outro para teste, os métodos foram

considerados como nao sobreajustados.

Figura 23 — Modelos baseados em dados para estimativa de VUR para prognosticos de acrogeradores
organizados por ano.
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Identificou-se que 52,4% (33 artigos) utilizaram modelos com dados sobreajustados
(overfitted), utilizando mesmo conjunto de dados para treinamento e teste, € que 47,6% (30
artigos) nao apresentaram sobreajuste, usando conjuntos de treinamento e teste diferentes
(Figura 24). A Figura 25 mostra que os artigos de periddicos classificados como SCImago Q2

e Q4 apresentam mais modelos sem dados com overfitting do que com overfitting, porém os
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periddicos classificados com SCImago Q1 e Q3 apresentaram mais artigos que utilizavam
dados com overfitting.

Uma forma de minimizar ou mitigar o problema de sobreajuste (overfitting) ¢ maior
disponibilidade de dados para uso nas etapas de treinamento, validacao e teste. A existéncia de

repositorios de dados abertos ajudaria nesta questao.

Figura 24 — Estimativa da VUR usando dados sobreajustados
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Figura 25 — Estimativa da VUR usando dados superajustados com classificagdo SCImago.
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As estimativas da VUR sdo expressas em horas, dias e meses, dependendo da escala de
tempo escolhida pelos autores. Apenas 32 dos 65 artigos apresentaram valores numéricos.

Observou-se que apesar da dispersao, as estimativas entre 20 e 35 dias sdo as mais frequentes,
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seguidas das estimativas de 65 a 195 dias. Em 30 estudos o valor da VUR ndo foi estimado ou

indicado.

2.6.2.3.  Calculo da incerteza do modelo (ou nivel de confian¢a)

Conforme indicado nas normas (1856-2017 - IEEE Standard Framework for Prognostics
and Health Management of Electronic Systems, 2017; VOGL; WEISS; DONMEZ, 2014) e por
alguns autores, o calculo da incerteza ou intervalo de confianga da estimativa da VUR ¢
importante porque se traduz em consisténcia no desempenho do modelo (SAHU et al., 2023) e
tem implicacdes operacionais, indicando a urgéncia de intervengdo para reparo deve ser
realizada (PRAKASH; VUCKOVIC; AMIN, 2023).

Contudo, observou-se que em apenas 13 dos 64 (20,3%) artigos avaliados ¢ computada
a incerteza na estimativa da VUR (CHENG et al., 2019; CHENG; QU; QIAO, 2018; DU et al.,
2023; HU et al., 2018; KAMARZARRIN et al., 2022; LI et al., 2022; MEHLAN; KELLER;
NEJAD, 2023; REZAMAND et al., 2019; SAIDI et al., 2018, [s. d.]; WIESE et al., 2020;
XIANG et al., 2023; XU et al., 2024). Observou-se que, nos 26 artigos publicados nas revistas
SCImago Q1, 18 ndo calculam o intervalo de confianca e 8 calculam o intervalo de confianca,

conforme mostrado na Figura 26.

Figura 26 — Intervalo de confianga ou calculo de incerteza da estimativa da VUR com classificagdo SCImago
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No entanto, o calculo de um intervalo de confianca para estimativas da VUR requer
dados abundantes, conforme observado por PRAKASH; VUCKOVIC; AMIN (2023) e
CHENG et al. (2019). A falta de um repositorio aberto de dados sobre aerogeradores representa
um obstaculo ao desenvolvimento de modelos que prevejam a VUR com intervalos de
confianga. Essa escassez ajuda a explicar por que os estudos usam, mais comumente, dados
proprietarios para prever falhas em aerogeradores.

Também observou-se que a maioria das estimativas da VUR ndo levou em conta a
incerteza, colunas indicadas em cinza. As colunas em azul indicam os estudos que calcularam

a incerteza no calculo da VUR.

2.6.2.4.  Capacidade de generalizagdo baseada na minimizagdo de overfitting

ZHOU et al., (2023) destacam que a generalizagao de dominio (DG) visa alcangar a
generalizacdo fora de distribui¢ao usando apenas dados de origem para aprendizado de modelo,
melhorando as capacidades de aprendizado de maquina em diversas aplicagdes.

SUN; SUN, (2018) destacam que um unico modelo aplicado sob diferentes condigdes e
dados utilizados para treinamento pode ter desempenho diferente devido a volatilidades
ambientais, diferentes modos de degradagao e discrepancias operacionais. E propde analise de
variancia para diferenciar as tendéncias subjacentes dos dados e sele¢do adequada de amostras
de treinamento com niveis flutuantes semelhantes.

A capacidade de generalizacdo permite que modelos classicos de aprendizado de
maquina (machine learning), redes neurais artificiais (RNA’s), redes neurais recorrentes
(RNN’s) e aprendizagem profunda (deep learning) trabalhem com vasta infraestrutura de dados
com tratamentos matematicos e estatisticos intensificados por diferengas nos dados permitindo
que os modelos fagcam previsdes precisas (MACKENZIE, 2015), melhorem o aprendizado.
processo e capacidade em diversas aplicagdes (GALICKI et al., 2004; ZHOU et al., 2023).

Nesta revisdo, os métodos e modelos utilizados para estimativa de VUR de
aerogeradores, foram classificados com base em suas capacidades de generalizagdo. Isso foi
feito, considerando que 76,9% dos métodos revisados eram baseados em dados ou hibridos e
que as boas praticas recomendam separar os dados em conjuntos distintos para treinamento,
validagdo e teste e garantir quantidade e diversidade suficiente para evitar overfitting. Sendo
assim, foi definido que os métodos desenvolvidos usando dados de mais de 3 aerogeradores
foram classificados como tendo boa capacidade de generalizacao. Os métodos que utilizaram

dados de 3 ou menos turbinas foram classificados como capacidade de generalizagao média. Os
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métodos que utilizam dados de menos de 3 conjuntos foram classificados com capacidade de
generalizagdo fraca ou ruim.

Como ilustrado na Figura 27, 20 métodos foram classificados como tendo boa
generalizagao, 9 como médios e a maioria (32) como fraca ou ruim. Um dos estudos ndo indicou
quantas turbinas foram usadas no conjunto de dados. O particionamento adequado dos dados
pode ajudar a avaliar até que ponto os métodos se estendem a novas situacdes, em vez de

meramente memorizar amostras existentes.

Figura 27 — Capacidade de generalizagdo de modelos baseados em critérios desenvolvidos.
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Observou-se também que no extrato SCImago Q1, 9 métodos apresentam baixa
capacidade de generalizacdo, 7 métodos média e 9 boa capacidade de generalizagdo, indicando
uma distribui¢do e aceitagdo uniforme pelos peridodicos sem uma avaliagdo mais rigorosa do

overfitting dos dados (Figura 28).

Figura 28 — Capacidade de generalizagdo de modelos baseados em critérios de desenvolvimento versus
classifica¢@o de periddicos SCImago.
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A Tabela 6 apresenta as vantagens e desvantagens dos métodos mais utilizados na
literatura visando generalizar as estimativas da VUR.

Observou-se que os métodos utilizam principalmente dados reais para estimar a VUR
(Figura 29), destacando as combinagdes de modelos, os modelos de aprendizagem profunda e
os modelos cléassicos de ML. Os métodos que utilizam combinac¢des de modelos e os de deep
learning se destacam por serem os que mais apresentam o calculo da incerteza da estimativa
VUR (Figura 30).

Observando a Tabela 6, € possivel verificar que os métodos que utilizam os modelos de
aprendizagem profunda, ML classico ¢ modelos de clustering podem indicar o fim da vida
(EOL) com maior antecipagdo do que outros.

Além disso, devido a utilizacdo de conjuntos de dados com maior nimero de turbinas,
os modelos classicos de ML, as combinagdes de modelos e os modelos de RNA’s apresentam,

respectivamente, a 1%, 2* e 3* melhores capacidades de generalizacao das estimativas de VUR.
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Figura 29 — Fonte de conjuntos de dados usados para calculo da VUR por diferentes modelos baseados em
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Figura 30 — Calculo da incerteza considerando a classificagdo do modelo.
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Tabela 6 - As vantagens e desvantagens dos métodos mais utilizados conforme revisao da literatura.

Tipo do Modelo Vantagens Desvantagens
Combinagao de 22 melhor capacidade de generalizagao Na maioria dos modelos, ndo computa incerteza.
modelos
Aprendizagem Bom desempenho de métricas. A maioria dos modelos desenvolvidos nao calcula a
profunda Bom custo computacional incerteza.
(Deep learning) Apresenta capacidade de generalizacao altamente

variavel, de média a pequena

Modelos classicos
de aprendizagem de
maquina
(Machine learning)

12 melhor capacidade de generalizacao

Baixos custos computacionais, para modelos com
pequeno numero de varidveis.

A maioria dos modelos desenvolvidos apresenta
boa capacidade de generaliza¢ao

Na3o calcula a incerteza.

Redes neurais

3% melhor capacidade de generalizagao.

Na3o calcula a incerteza.

artificiais Todos os modelos usam conjuntos de dados do Nao apresenta a estimativa da VUR.
(RNA’s) mundo real. Apresenta habilidades de generaliza¢ao altamente
variaveis
Agrupamento - 50% dos métodos calculam a incerteza
(Clustering)

Fonte: O autor (2024)
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A Figura 29 mostra a relacdo entre os diferentes métodos e fontes de dados. A Figura
30 mostra os tipos de modelos que consideram o calculo da incerteza (em verde) e ndo (em

azul) e a Figura 31 mostra a capacidade de generalizagao separada por tipo de modelo.
Figura 31 — Capacidade de generalizag@o de diferentes modelos baseados em dados para computagéo da VUR.

mBoa ®mMédia mPequena = NI

| I il Ll .

Contagem de registros
O -_NWhrMAOIONO®

Modelos  Aprendizagem Combinagdo Redes neurais Outros Clustering
classicos de profunda de modelos (Neural modelos
aprendizagem (Deep Networks)

de maquina learning)

Capacidade de generalizagao classificada por classificagdo de modelo
baseado em dados

Fonte: O autor (2024)

2.6.3. Descobertas acerca dos progndsticos de falhas e os ganhos potenciais

Nesta Secao, apresentamos uma discussao dos achados durante a leitura, coleta de dados
e avaliagdo critica dos artigos selecionados na revisdo sistematica para responder as questoes
de pesquisa elencadas na Secao 2.6.1.

Primeiramente, observou-se que os modos de falha identificados nas estimativas de
prognostico de falha foram desgaste dos rolamentos HSS (23,4%), falhas do gerador (9,52%) e
falhas nos rolamentos principais (7,94%). Falhas na caixa de engrenagens e falhas no sistema
de passo sdo responsaveis, cada uma, por 6,3% dos modelos de falha. As falhas nos rolamentos
do gerador, na caixa de engrenagens, no gerador e falhas no enrolamento do gerador sdo o
quinto conjunto de modos de falha mais frequentes, representando 3,1% cada, conforme
mostrado na Figura 32. Destaca-se o uso intensivo nos artigos selecionados de um conjunto de

dados publico com dados do HSS (MATHWORKS INC.; BECHHOEFER, 2017).
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Figura 32 — Os modos de falha foram identificados nos artigos selecionados
0% 5% 10% 15% 20% 25%

Desgaste do rolamento do HSS
Falhas do gerador
Falhas no rolamento principal
Falhas na caixa de engrenagens
Falha no sistema de pitch
Falhas nos rolamentos da caixa de engrenagens
Falhas na caixa de engrenagens e no gerador
Falha no rolamento do gerador
Falha no enrolamento do rotor do gerador
Trincas na raiz do dente da engrenagem
Mancais de deslizamento do planetéario da caixa de engrenagens
Falhas no conversor de energia
Contaminagéo de lubrificante
Desgaste do sistema de transmisséo e dos rolamentos do gerador
Fadiga da torre OWT da base da jaqueta
Pas, torre, transmissao (eixo e rolamentos), caixa de engrenagens,..

Desgaste das engrenagens helicoidais do HSS

Modos de falha

Folga mecanica — eixo e anel interno do rolamento do gerador
Vérios sistemas de WT

Trincas na engrenagem

Deformagao de flexéo da torre da turbina edlica

Né&o aborda nenhum modo de falha

Degradagao dos rolamentos

Pas, caixa de engrenagens, gerador e sistema de yaw

Trincas axiais em rolamentos

Falhas no rolamento principal e no rolamento lateral do gerador HSS
Falha de rolamentos e engrenagens planetarias e falha do eixo de entrada
Falha no rolamento

Falha na torre

Falha de assimetria elétrica do rotor (REA)

Fonte: O autor (2024)

No contexto da real condicdo de operacdo dos aerogeradores, buscando responder ao
QP1, destacamos a seguir os obstaculos e oportunidades de melhorias que impactam a
realizagdo das estimativas de RUL, com base nas avaliagdes dos artigos selecionados nesta
revisao:

Conforme identificado nesta revisdo sistematica, ver Figura 16, um pequeno nimero de
métodos (AFRIDI et al., 2023; BINSBERGEN et al., 2022; DU et al., 2023; HUANG; TANG;
VANZWIETEN, 2022, [s. d.]; JELLALI; MAATALLAH; OUNI, 2022; KAMARZARRIN et
al., 2022; LAN et al., 2023; LI et al., 2021, 2017; MEHLAN; KELLER; NEJAD, 2023; XU et
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al., 2024; ZHAO et al., 2023) faz uso de bases de dados publicas (HAGMEYER; MAUTHE;
ZEILER, 2021) relevantes para o setor de energia edlica.

A disponibilidade de repositorios abertos, com dados operacionais reais, pode beneficiar
a academia e o meio produtivo no desenvolvimento de abordagens mais robustas e com maior
capacidade de generalizacao.

Usar dados reais no desenvolvimento, validagdo e teste de modelos baseados em dados
pode ser um desafio devido a complexidade dos dados e ao pré-processamento intensivo.

A utilizagdo de conjuntos de dados sintéticos, conjuntos de dados obtidos por
simulagdes ou testes de bancada facilitam o desenvolvimento de métodos baseados em dados,
pois sdo mais simples de tratar, identificar e analisar o comportamento de degradagdo de um
determinado componente, conforme observado em alguns estudos (AFRIDI et al., 2023;
CHENG; QU; QIAO, 2018; DING et al., 2018; DING; TIAN, 2021; DJEZIRI; BENMOUSSA;
SANCHEZ, 2018; DU et al., 2023; HONG et al., 2017; KAMARZARRIN et al., 2022; KONG
etal.,2023; KONIG et al.,2021; LAN et al., 2023; LI et al., 2017; PENG et al., 2017, ZHANG
et al., 2021). A utilizacao inicial de dados sintéticos, simulados ou de bancada possibilita usar
uma estratégia de aumento gradual da complexidade das informagdes de entrada, permitindo a
utilizagdo de diferentes pré-processamentos e simplificando a modelagem e interpretagcdo dos
resultados obtidos.

Desta forma, ao compreender o comportamento de um determinado modelo, € possivel
realizar as etapas de treinamento, validacdo e teste com dados reais de sistemas de
aerogeradores SCADA e CMS e observar o desempenho com essas entradas mais complexas.
Entendemos também que esta abordagem reduz potencialmente o overfitting, conforme
identificado em artigos nos quais foram utilizados dados sintéticos e testes de bancada
(DAMESHGHI; REFAN, 2019), dados simulados e dados reais (LI ef al., 2022) ou conjuntos
de dados de teste usando dados de bancada e reais (KRAMTI et al., 2021; L1 et al., 2021).

No caso de aerogeradores, ¢ necessario pré-processar os dados do sistema SCADA
(TUTIV’EN et al., 2021; ZHAO et al., 2017), com foco na limpeza e balanceamento dos dados,
e do CMS (MAZIDI et al., 2017), executando a limpeza, aumentando a relagdo sinal-ruido
(SNR) e escolha adequada das caracteristicas estatisticas. E estes dados devem possuir
comportamento monotdnico, com tendéncia e capacidade prognostica.

Os métodos que apresentaram capacidade de generalizacdo boa ou intermedidria
utilizaram principalmente as técnicas de pré-processamento como limpeza de dados (AFRIDI
et al, 2023; CHEN et al, 2017, LEAHY et al, 2017, 2018; MAMMADOV;
FARROKHABADI; CANIZARES, 2021; MAZIDI et al., 2017; PETER et al, 2022;
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REZAMAND et al., 2019; ZHANG; LANG, 2020) ¢ reducao de dimensionalidade (DJEZIRI,
BENMOUSSA; SANCHEZ, 2018; ZHAO et al., 2017), filtragem de dados (CHEN et al., 2017;
CHENG; QU; QIAO, 2018; HENKEL; WEIJTJENS; DEVRIENDT, 2019; LEAHY et al.,
2017, 2018; LEE; KANG; LEE, 2023; MAMMADOV; FARROKHABADI; CANIZARES,
2021; MAZIDI et al., 2017, MEHLAN; KELLER; NEJAD, 2023; PETER et al., 2022;
REZAMAND et al., 2019; SAIDI et al., 2018; SANTOS et al., 2022; XIANG et al., 2023; XU
et al., 2024; ZHANG; LANG, 2020), decomposi¢ao de sinal (CAO et al., 2018; DU et al.,
2023) e velocidade da turbina (velocidade basal) (LI et al., 2022).

Consideramos que 68,5% dos artigos utilizaram métodos direcionados por dados devido
a sua maior facilidade de implementagdo. Também foi observada a oportunidade de uma maior
utilizacdo de modelos CNN e autoencoders (CORREA-JULLIAN et al., 2022; HUANG;
TANG; VANZWIETEN, 2022b; LI et al., 2021; TUTIV’EN et al., 2021), identificados em
combinag¢des de modelos.

Esta revisdo também observou que certos artigos (CAO; QIAN; PEIL, 2019;
DAMESHGHI; REFAN, 2019; KONIG et al., 2021), descrevendo os métodos e modelos
baseados em dados com mais profundidade, permitiriam que outros pesquisadores replicassem
a analise ou adaptassem as técnicas para seus propodsitos de modelagem. A comunicagdo clara
das especificidades técnicas ¢ importante para o avango no campo através da reimplementagao
e melhoria dos esforgos anteriores.

Portanto, consideramos que os obstaculos para a realizacao de estimativas da VUR em
condigdes reais de operagao estdo relacionados: (1) ao baixo volume de dados, de diferentes
aerogeradores, disponiveis para aplicagdo dos métodos, (2) a auséncia de uma estratégia de
utilizagdo de dados sintéticos, simulados ou testes de bancada que possibilitariam a
compreensdo do desempenho dos modelos para depois aplica-los a dados reais ¢ (3) a
necessidade de utilizagdo de técnicas intensivas de pré-processamento dos dados,
principalmente os de vibragado, a serem utilizados pelos métodos.

Para responder a QP2, detalhamos a seguir questdes e oportunidades de melhorias
relacionadas ao nivel de generalizacao obtido pelos métodos e modelos de prognoéstico de
aerogeradores, utilizando as avaliagdes dos artigos selecionados.

A representagdo do comportamento de degradagdo de um determinado componente,
obtido por métodos baseados em dados, ¢ melhorada com a disponibilidade de medi¢des de
grandezas operacionais at¢ o momento da falha. No entanto, a sua aquisi¢cao envolve riscos que
podem resultar em falhas catastroficas do aerogerador. Ademais, estudos que utilizaram esse

tipo de dado demonstraram pequena capacidade de generalizacio (ABID; SAYED-
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MOUCHAWEH; LAURENCE, 2019; CAO; QIAN; PEI, 2019; DAMESHGHI; REFAN,
2019; HAYDER; SAIDI, 2021; HU et al., 2018; HUANG; TANG; VANZWIETEN, 2022b;
KAMARZARRIN et al., 2022; KERBOUA; KELAIAIA, 2022; LI et al., 2017; PENG et al.,
2017; SAIDI et al., [s. d.], [s. d.]; SAIDI; HAYDER; SAIDI, 2022) ou média capacidade de
generalizacdo (CAO et al, 2018; CHENG; QU; QIAO, 2018; HUANG; TANG;
VANZWIETEN, 2022b; KRAMTI et al., 2018; SAIDI et al., 2018; ZHANG; LANG, 2020) de
acordo com os critérios apresentados na Sec¢do 2.6.2.4, ndo justificando sua utilizacao devido
aos custos e riscos para se dispor destes dados.

Para obter um método capaz de generalizar os resultados, ¢ essencial eliminar ou reduzir
ao maximo o overfitting. Apenas 43,9% dos métodos identificados nesta pesquisa utilizaram
estratégias para reduzir o overfitting.

Conforme destacado Se¢do 2.6.2.4, a capacidade de generalizagdo dos métodos
baseados em dados dependerd da utilizacdo de uma metodologia que garanta um bom
desempenho em condi¢des diferentes dos dados de treinamento. Usar uma métrica da
quantidade de dados de diferentes turbinas pode ajudar a obter métodos mais robustos € com
desempenho mais estavel. Entende-se que a combinacao do uso de um volume de dados de 3
ou mais aerogeradores e a selecdo apropriada de dados para os subconjuntos de treinamento,
validagdo e teste resultardo em maior generalizacdo dos métodos.

Para responder a QP3, discutiremos questdes e oportunidades relativas a eficacia de
métodos de estimativa da VUR visando a drea de manutencao de aerogeradores. As estimativas
da VUR mais frequentes foram entre 20 e 35 dias antes da falha, mas apenas 49% dos métodos
dos artigos selecionados apresentaram o valor desta estimativa. Os demais métodos apresentam
apenas resultados de indicadores de satide ou métricas de desempenho (precisdo, recall, fl
score, por exemplo).

Os valores das estimativas de VUR encontrados nos artigos podem contribuir para o
planejamento da manutencao. No entanto, métodos que consigam fazer estimativas confidveis
num horizonte de 1 ano tém o potencial de contribuir estrategicamente para a manutencao,
considerando que alguns parques edlicos planejam paradas gerais em periodos de ventos mais
fracos.

Consideramos essa desconexao em alguns estudos entre o prognostico de falha e a
estimativa da VUR como uma lacuna, o que inviabiliza o uso eficaz dos métodos para

aplicagdes no mundo real.
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Outra lacuna e oportunidade de melhoria no prognostico de falhas de aerogeradores ¢ a

incorporagao do célculo de incerteza nas estimativas de VUR, pois apenas 16,8% dos estudos

selecionados consideraram incerteza em seus resultados.

A Tabela 7 sintetiza os achados da revisdo sistematica realizada de modo a identificar

as lacunas em relagdo a estimativa da VUR e a capacidade de generalizacdo dos métodos e

modelos.

Tabela 7 - Consideragdes sobre problemas e oportunidades de melhoria para prognosticos de acrogeradores

Questiao de pesquisa

Problemas associados

Oportunidades de
melhoria

QP1 Quais sao os obstaculos Baixa disponibilidade de Criagdao de um repositorio
para estimar a VUR para conjuntos de  dados publico de conjuntos de
componentes de publicos; dados para  deteccado,
aerogeradores em Auséncia de conjunto de diagndstico e prognéstico
condigdes operacionais do dados sintéticos, simulados de AE.
mundo real? ou experimentais para

avaliagdlo de métodos
anteriores;

Necessidade de técnicas
intensivas de pré-
processamento.

QP2 Qual ¢ o nivel de Indisponibilidade de Disponibilidade de
generalizagdo  alcangado conjuntos de dados de 3 ou conjunto de dados com
pelos modelos mais AE; medic¢des de pelo menos 4
prognosticos para Selecdo adequada de AE;
componentes de subconjuntos de Estratégias para construir
aerogeradores? treinamento, validagdo e subconjuntos para lidar

teste. com a escassez de dados
especifica para AE.

QP3 Quado eficazes sdao os Prognosticos de falha sem Estimativas de longo prazo

modelos de estimativa da
VUR para componentes de
aerogeradores?

calculo estimado VUR;
Baixo nimero de métodos
que calculam a incerteza.

da VUR;
Estimativa da VUR com
calculo de incerteza.

Fonte: O autor (2024)

2.7.Prognostico de falhas em rolamentos principais de aerogeradores

A proxima fronteira que a inddstria de energia eodlica busca alcancar ¢ a realizacdo de

prognosticos de falhas com base em dados coletados por técnicas preditivas, ja utilizadas em

diversas plantas. Essas técnicas sdo particularmente importantes para componentes do

aerogerador que envolvem altos custos de aquisi¢do e substituicdo, além de tempos de

inatividade (downtime) que reduzem a disponibilidade da méquina e a produtividade da usina.

Conforme destacado na Secao 2.3, apesar da proliferacao de artigos desde 2014 sobre métodos
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e modelos baseados em dados para avaliagdo da VUR e do conjunto cinematico, especialmente
em redutores de velocidade de aerogeradores, hd um niimero significativamente menor de
estudos focados no prognostico de rolamentos principais (HART et al., 2020; LEITE;
ARAUJO; ROSAS, 2018), conforme comparagio mostrada na Figura 33.

Figura 33 - Numero de registros de publicacdes relacionadas a prognosticos de falhas de todos os componentes
ou subsistemas e progndsticos de falhas do rolamento principal dos aerogeradores da Engineering Village
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Fonte: O autor (2024).

Alguns estudos (YUCESAN; VIANA, 2019, 2020), empregando modelos hibridos com
redes neurais profundas, concentram-se nas principais estimativas de fadiga de rolamentos.
Outros estudos avancam na estimativa da VUR do rolamento principal utilizando modelos de
redes neurais naturais (do tipo Long-Short Term Memory - LSTM) (HERP; PEDERSEN;
NADIMI, 2019). Os autores enfatizam a necessidade de manipulacdo de dados, aumento de
dados (YUCESAN; VIANA, 2019) e reamostragem (HERP; PEDERSEN; NADIMI, 2019)
para estimar fadiga ou VUR.

Os desafios no prognostico de falhas dos mancais principais de aecrogeradores decorrem
da falta de compreensdo da relagdo entre carga e dano, bem como da frequéncia e modos de

falha em aplicagoes reais (HART et al., 2020).
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O célculo preciso da estimativa VUR ¢ crucial para uma manutencdo economicamente
viavel e para maior disponibilidade de aerogeradores. Algoritmos de aprendizado de méaquina
e inteligéncia artificial permitem a utilizacdo de uma enorme quantidade de dados do sistema
de manuten¢ao baseado em condic¢des e/ou do sistema de supervisdo e aquisi¢do de dados para
estimar o VUR dos componentes do trem de forca (CARROLL et al., 2019; YANG; ZHANG,
2020).

A utilizacdo de variaveis como temperatura ¢ proposta como alternativa para identificagao
de falhas e realizacdo de prognosticos. Os sistemas de controle supervisorio de aerogeradores
(SCADA) monitoram as temperaturas de varios componentes do conjunto cinematico, desde o
mancal principal até o mancal do lado oposto do acoplamento do gerador, e da Nacele e da
temperatura ambiente. E possivel definir limites de temperatura com base em informagdes

técnicas sobre os componentes ¢ lubrificantes utilizados.

2.8.Conclusoes do Capitulo estado da arte

Neste Capitulo, identificamos as principais fontes de dados, técnicas de pré-processamento,
tipos de métodos de prognodstico, capacidade de estimar a vida Util remanescente € modos de
falha abordados na literatura. Também foi proposta uma classificagdo dos métodos de acordo
com o volume de dados de aerogeradores utilizado para evitar overfitting, pois observou-se que
diversos métodos de prognodstico da area de energia edlica nao utilizam as boas praticas para
garantir a capacidade de generalizacdo. Além disso, se discutiu a importancia e necessidade de
conjuntos de dados publicos maiores e sintéticos para avaliacdo dos métodos, bem como a
selecdao cuidadosa de subconjuntos de treinamento, validagdo e teste que avalize a capacidade
de generalizagdao dos modelos de aprendizagem de maquina aplicados no progndstico de falha
da area de energia edlica. Concluiu-se que o aumento da disponibilidade de dados abertos e o
uso de conjuntos de dados de multiplas turbinas podem contribuir para o desenvolvimento de
métodos ainda mais eficazes de prognostico de falhas em aerogeradores, em especial para o

rolamento principal.



73

3. FUNDAMENTACAO TEORICA

A fundamentagdo tedrica apresenta os conceitos e técnicas que embasam o
desenvolvimento deste trabalho, com foco na aplicagio de modelos de aprendizagem de
maquina para prognosticos de falhas. Este capitulo explora as bases tedricas e metodologicas
necessarias para compreender os métodos utilizados, contextualizando-os dentro do campo de
prognostico de falhas e sua aplicagdo no setor edlico. A adogao de técnicas avangadas, como os
modelos regressivos, busca superar os desafios relacionados a previsao da vida Ttil
remanescente e a generalizagdo em diferentes contextos operacionais.

Dentre os modelos discutidos, destacam-se aqueles voltados para tarefas de regressao,
como o Support Vector Machine (SVM), modelos isotdnicos e diversas abordagens baseadas
em arvores de decisdo e ensembles. Esses modelos sao particularmente relevantes devido a sua
capacidade de capturar padrdes ndo lineares, lidar com dados de alta dimensionalidade e
oferecer interpretabilidade em cenarios complexos. Ao longo deste capitulo, destacaremos suas

vantagens, limitacdes e aplicagdes especificas ao dominio do estudo.

3.1.Modelos de aprendizagem de maquina

Apesar do termo aprendizagem de maquina recebido atengdo mais recentemente pelas
demandas da industria 4.0 e aplicativos de redes sociais, anteriormente ja se utilizava os
modelos de aprendizagem de maquina para cria¢do de filtros automaticos de spam em correios
eletronicos, no reconhecimento otico de caracteres dentre outros.

A aprendizagem de maquina € uma ciéncia, ou subarea da ciéncia da computagao, que
permite programar computadores para aprenderem a partir de dados (GERON, 2019) e
utilizando algoritmos que “dependem de colecdes de exemplos de determinado fendémeno”
(BURKOV, 2019).

Também podemos entender a aprendizagem de maquina como um processo de (1)
“acessar um conjunto de dados e (2) construir algoritmicamente modelos estatisticos com base
nestes dados” de modo a resolver um problema pratico.

Os modelos de aprendizagem podem ser classificados como supervisionados, semi-

supervisionados, ndo-supervisionados e por reforco.

3.2.Modelos regressivos de aprendizagem de maquina

Os modelos regressivos de aprendizagem de maquina sdo amplamente utilizados em

tarefas de previsao, especialmente no contexto de prognosticos. Esses modelos buscam mapear
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relacdes entre variaveis preditoras e a variavel de interesse (alvo), permitindo estimar valores
futuros ou compreender padrdes complexos nos dados. Nesta se¢do, exploraremos alguns dos

modelos mais relevantes.

3.2.1. Modelo de vetor de suporte (Support vector machine (SVM))

O modelo de SVM ¢ uma técnica robusta baseada na maximiza¢do da margem entre os
dados de treinamento e a fungdo de decisdao. Originalmente concebido para classificagdo, o
SVM pode ser adaptado para problemas de regressao por meio do método de "Support Vector
Regression" (SVR). Essa abordagem utiliza uma fun¢ao de perda insensivel a desvios menores
que um limiar, promovendo uma solucdo com boa generalizagdo e robustez a outliers
(MURPHY, 2012).

A formulacdo matematica do SVR se baseia em encontrar uma fungdo f(x) que
minimize o erro de previsao, ajustando o equilibrio entre erro empirico e regularizagao. Essa
caracteristica torna o SVM particularmente eficaz em cenarios com conjuntos de dados

pequenos e de alta dimensionalidade (BURKOV, 2019).

3.2.2. Modelo isotonico (Isotonic regression)

O modelo isotonico ¢ uma técnica de regressao ndo paramétrica que assume uma relacao
monotdnica entre as variaveis preditoras e a variavel de saida. E ideal para problemas onde ha
conhecimento prévio de que essa relagdo monotdnica existe. O ajuste ¢ realizado minimizando
a soma dos erros quadraticos sob a restricado de monotonicidade, resultando em uma funcao de
predicdo que respeita essa estrutura (GERON, 2019).

Embora menos flexivel do que modelos paramétricos, o modelo isotdnico ¢ valioso em
casos em que héd necessidade de interpretar a relagdo direta entre as varidveis ou onde as

suposicoes de linearidade nao se aplicam.

3.2.3. Modelos de drvores e conjuntos (ensembles)

Os modelos de arvores sao amplamente utilizados em tarefas de regressdo devido a sua
simplicidade, interpretabilidade e capacidade de modelar relagdes ndo lineares. Além disso, a
combinagdo de varias arvores em conjuntos (ensembles) pode melhorar significativamente o

desempenho geral.
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3.2.3.1.  Arvore de decisdo (Decision tree)

As arvores de decisdo particionam o espago de caracteristicas em regides homogéneas,
onde cada divisao ¢ feita com base na maximizagao da redugao de variancia ou do erro residual.
Embora sejam intuitivas e faceis de interpretar, sua tendéncia ao sobreajuste (overfitting) em
conjuntos de dados pequenos ¢ um desafio significativo (GOODFELLOW; BENGIO;
COURVILLE, 2016).

3.2.3.2.  Aumento de gradiente (Gradient boosting)

O aumento de gradiente (Gradient Boosting) ¢ um método de ensemble que constrdi
modelos em sequéncia, onde cada modelo subsequente tenta corrigir os erros do anterior. Esse
método otimiza uma funcao de perda especifica, como o erro absoluto ou quadratico, utilizando
gradientes para ajustar os parametros. Métodos populares como XGBoost e LightGBM sao

implementagdes praticas desse conceito (BURKOV, 2019).

3.2.3.3.  Floresta aleatoria (Random forest)

A floresta aleatdria combina varias arvores de decisdo, cada uma construida a partir de
uma amostra aleatdria do conjunto de dados. Este método incorpora aleatoriedade tanto na
selecdo das amostras quanto das caracteristicas, reduzindo significativamente o risco de
sobreajuste (overfitting). Além disso, as florestas aleatorias oferecem uma estimativa robusta

da importancia das caracteristicas no modelo (GERON, 2019).

3.2.3.4.  Arvores extras (Extra trees)

As Arvores Extras diferem das florestas aleatorias principalmente na forma como
realizam as divisdes nos nds. Em vez de selecionar a melhor divisdo com base em um critério
de impureza, escolhem divisoes aleatdrias. Essa abordagem acelera o treinamento € aumenta a
diversificacdo entre as arvores do ensemble, promovendo maior robustez e melhor desempenho

em certos cenarios (GOODFELLOW; BENGIO; COURVILLE, 2016).

4. DESENVOLVIMENTO DE MODELO COMPUTACIONAL PARA
ESTIMATIVA DA VIDA UTIL REMANESCENTE

Neste Capitulo serdo apresentados os modelos computacionais desenvolvidos para
estimar a VUR de aerogeradores. Os modelos foram elaborados utilizando uma abordagem com

aumento gradual de complexidade, partindo-se de séries temporais com comportamento
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monotdnico e mais simples de se interpretar até séries temporais mais complexas provenientes

do sistema SCADA, em condig¢des reais de operagao, conforme apresentado na Figura 34.

Figura 34 - Diagrama do uso de diferentes bases de dados com aumento gradual da complexidade

- Dados de temperatura

Dados . Ruido
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« Monotonicidade (senoidal)
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. Dados de vibracdo

Dados de
benchmark

Y. SCADA
Dados reais com . Dados de temperatura

maior complexidade

Fonte: O autor (2024).

Foram utilizadas uma série temporal sintética, outra série de medigdes intensivas
coletadas em condigdo real de operagao, que chamaremos de dados de benchmark, e por ultimo
dados reais com maior complexidade extraidos diretamente do sistema SCADA, de diferentes
aerogeradores provenientes de duas usinas eolicas em operacdao. Considerou-se o 3° tipo de
dado como os com maior complexidade pois ndo receberam pré-processamentos € com periodos
sem informacao do sinal de temperatura.

A série temporal sintética randémica foi criada com valores de 30°C (operagao normal),
42°C (inicio da degradagdo) a 80°C (fim de vida) para emular uma variacao de temperatura que
poderia ser identificada no rolamento principal de um aerogerador com poténcia de
aproximadamente 1,5 MW. Esses dados de temperatura foram retirados uma tabela de alarmes
do aerogerador o qual se utilizou os dados do sistema SCADA.

A série temporal de medigdes intensivas ¢ uma base de dados publica disponibilizada
no Github pela Mathworks em conjunto com a empresa Green Power Monitoring Systems
(MATHWORKS INC.; BECHHOEFER, 2017).

A série temporal mais complexa ¢ uma série temporal proveniente de medi¢cdes de

temperatura do rolamento principal coletada pelo sistema SCADA de duas usinas edlicas do
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nordeste brasileiro com mais de 10 anos de inicio de operagdo, na qual operam aerogeradores
de 1,65 MW.

O detalhamento da construcdo da série temporal sintética e das séries temporais em
condigdes reais de operacdo serao descritas nas secdes a seguir.

As estimativas da VUR foram realizadas utilizando modelos de aprendizagem de
maquina (AM) com técnicas de regressdo. Optou-se por utilizar-se esses modelos pois 18% dos
modelos para estimativa da VUR sao os modelos classicos de AM e em alguns casos sao
utilizados em combinagdes com outros modelos e por serem modelos de simples
implementag¢do. Isto permitiu investir mais tempo na sele¢do, tratamento e analise critica dos
dados operacionais mais complexos adquiridos pelo sistema SCADA.

A seguir serdo apresentados: (1) as bases de dados utilizadas, os pré-processamentos
realizados e uma estratégia para lidar com os dados escassos — no caso do rolamento principal,
(2) os modelos de AM regressivos desenvolvidos e (3) os parametros utilizados no processo de
validagdo cruzada.

Os resultados com os subconjuntos de testes, métricas dos modelos de AM e os
resultados das estimativas da VUR serdo apresentados no capitulo 5.

Nas se¢des e subsecdes a seguir utilizaremos o termo modelos de estimativa da VUR

para se referir aos modelos de AM desenvolvidos para o calculo da VUR.

4.1.Dados sintéticos

Nesta subsecdo serd descrita a metodologia para elaboracdo do conjunto de dados
sintéticos utilizado para avaliagdo inicial dos modelos de estimativa da VUR.

Para criacao do conjunto de dados sintéticos foi usado como fonte de consulta a lista de
alarmes definidos pelo fabricante no projeto do aerogerador que se utilizou os dados do sistema
SCADA os modelos com dados reais.

Como o instante da falha € caracterizado pelo alcance de limites superiores ou inferiores
para uma determinada grandeza medida, o conjunto de dados sintéticos foi criado com as
seguintes premissas:

1) Utilizou-se uma variacdo aleatdria, entre 25.0 e 30.0, correspondente aos valores
considerados a temperatura de operagdo normal do rolamento principal do
aerogerador;

2) Foram definidos (1) o instante de detec¢ao da falha (first predition time - FPT),
e (2) o instante do limiar de falha (failure threshold time - FTT);



3) Sinal da série temporal com comportamento monotonico;

4) Insercao de ruido aleatoria no sinal.
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A Figura 35 apresenta a série temporal de temperatura com as indicagdes do instante de

deteccdo e o do instante em que se atinge o limiar da falha

Figura 35 — Série temporal do conjunto de dados sintéticos
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Em seguida foi atribuida uma anotacao do conjunto de dados sintéticos para céalculo da

estimativa da VUR atribuindo valores entre 1(um) e 0(zero), sendo 1(um) para a condigdo de

opera¢dao normal e 0 (zero) no instante do limiar da falha. Os demais dados com valores de

temperatura acima dos definidos como operacdo normal foram interpolados linearmente entre

1 e 0, conforme mostrado na Figura 36.
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Figura 36 — Anotacdo dos dados entre o intervalo 1 (estado saudavel) até zero (falha do componente) para

estimativa da VUR.
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Fonte: O autor (2024)

4.2.Dados GPMS — Vibracao do rolamento de alta velocidade

Nesta subse¢do sera descrita a leitura e pré-processamento de um conjunto de dados
publicos utilizado para avaliacdo dos modelos de estimativa da VUR. Foi escolhida a base de
dados Mathworks/GPMS (MATHWORKS INC.; BECHHOEFER, 2017), utilizada em 12
artigos cientificos que abordam o tema da generalizacdo de modelos de estimativa da VUR.

A base de dados Mathworks/GPMS ¢ uma base dados publica com dados de vibragao
do rolamento de rolos conicos (SKF 32222 J2) do eixo de alta velocidade (HSS) de um
aerogerador Suzlon de 2,2 MW, coletados com uma taxa de amostragem em torno de 100 kHz
durante 50 dias, com um sensor especial desenvolvido pela Green Power Monitoring Systems.
Essa base de dados estd disponivel em (MATHWORKS INC.; BECHHOEFER, 2017). Esse
conjunto ¢ disponibilizado com dados ja pré-processados o que facilita bastante a sua utilizagao.

Os dados, disponibilizados em 50 arquivos em formato .mat, foram lidos e agrupados
em um Unico dataframe. A Figura 37 mostra a série temporal com os dados de vibragao

constantes na base de dados.
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Em seguida foram extraidas as features de média, desvio padrao, RMS, pico-a-pico,

assimetria, curtose e fator de crista da série temporal para identificar visualmente, qual

caracteristica estatistica no dominio do tempo mostra mais claramente o instante de detecgao

da falha (first predition time - FPT). O instante do limiar de falha (failure threshold time - FTT)

foi considerado como o final da série temporal.

As caracteristicas estatisticas no dominio do tempo foram calculadas de acordo com as

equacdes de (1) a (7) a seguir:

Média do sinal (p):
N
1
n= Nz Xi
=1
Onde

x — o sinal de tempo de populacao

N — o nimero de amostras colhidas

i — o indice de amostra

(1



Desvio padrio (0):

RMS

Pico-a-pico

Pico — a — pico = max(x;) — min (x;)

Assimetria (Skewness)

1
Assimetria = —
N

M=
—~
&
Ql
.
w

Onde,
X — o sinal de tempo de amostra original
N — o nlimero de amostras colhidas

1 — o Indice de amostra

Curtose (Kurtosis)

NZQ\':l(xz - n)*
(X0, (i — w)?]?

Curtose =

Fator de crista

max(]x;])

Fator d ista =
ator de crista RMS

A Figura 38 mostra os valores das caracteristicas estatisticas no periodo de medigao.

2)

3)

(4)

©)

(6)

(7
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A curtose foi a caracteristica estatistica que apresentou mais claramente a evolugdo do
estado saudavel para o estado com falha. Desta forma ela foi utilizada para a inclusao de uma
anotac¢ao dos dados.

Em seguida, utilizando a curtose foi atribuida uma anotacdo do conjunto de dados
Mathworks/GPMS para calculo da estimativa da VUR atribuindo valores entre 1 (um) e 0
(zero), sendo 1 (um) para a condicdo de operacao normal, até a data de 01/04/2013, e 0 (zero)
no instante do limiar da falha. Os demais dados com valores acima dos definidos como operagao

normal foram interpolados linearmente entre 1 e 0.
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Figura 38 -Caracteristicas estatisticas do sinal adquirido por medic¢des intensivas Mathworks/GPMS. (a) Média,
(b) Desvio-padrio, (¢) RMS, (d) Pico-a-Pico, (e) Assimetria (Skewness), (f) Curtose (Kurtosis) e (g) Fator de
crista
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Figura 39 - Série temporal do conjunto de dados Mathworks/GPMS e anotacdo do conjunto de dados para

estimativa da VUR
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4.3.Dados SCADA - Conjunto de dados de temperatura do rolamento
principal

Nesta Secao serdo apresentados os dados de temperatura do rolamento principal, as

etapas do pré-processamento, criagdo de uma anotacdo nos dados e definicdo do perfil de

degradacdo e a metodologia para defini¢do dos subconjuntos de dados para treinamento,

validagao e testes.

4.3.1. Leitura e pré-processamento de dados do sistema SCADA

O sistema SCADA tem uma taxa de aquisi¢do de dados menor do que os sistemas de
manutengao baseados em condi¢des (HU; YOUN; WANG, 2018) (pp.303-342). Os sinais sao
registrados em amostras de 10 minutos em um determinado intervalo de tempo, mas ainda
podem identificar falhas geradas por componentes e subsistemas que envolvem alteracdes nas
grandezas medidas. Os dados brutos das turbinas dos dois parques eolicos foram fornecidos em
arquivos no formato .csv e foram lidos e condensados em um arquivo parquet. Foi criado um

unico dataframe contendo todas as varidveis SCADA com os dados do arquivo parquet, que
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chamaremos de dataset de dados brutos. A partir do conjunto de dados brutos, foi criado um
novo dataframe contendo apenas as séries temporais com as varidveis de interesse, de 34
aerogeradores (WT1 — WT34) dos dois parques edlicos.

Para pré-processar o sinal, foram realizadas as etapas mostradas na Figura 40, os dados
foram filtrados para remover medi¢gdes onde a velocidade do vento era maior ou igual a 3,5 m/s,
a velocidade do gerador estava abaixo de 1198 RPM ou acima de 1200 RPM e a temperatura
ambiente era menor ou igual a 50 graus Celsius, o que estava fora das condi¢des de operagao
da turbina. A série de temperaturas foi entdo reamostrada em intervalos de 1 hora para filtrar
variagdes intra-hora. Um recurso foi criado subtraindo a temperatura ambiente do valor
principal da temperatura do rolamento, conforme descrito por WIESE et al., (2020), que
chamaremos de variagcdo de temperatura, para retirar a influéncia da temperatura ambiente no

comportamento do mancal principal.

Figura 40 — Pré-processamento do sinal
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AS CONDICES (TEMPERATURA VALORES NaNs SAZONAL
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Fonte: O autor (2024).

Na terceira etapa do pré-processamento, os valores discrepantes de variacdo de
temperatura foram removidos. Isso envolveu a eliminacao de valores de variacao abaixo de 10
graus Celsius, que indicam a operagao do aerogerador em baixa velocidade, e os valores acima
de 98% do percentil da série temporal, considerando a faixa de temperatura de operacao (-30°C
a +110°C) da graxa SKF LGWM 1 usada para lubrificar o rolamento principal. A Figura 41
mostra a série temporal das turbinas com falha (WT9, WT14 ¢ WT29) com os valores
discrepantes, enquanto a Figura 42 mostra a série sem os valores discrepantes e com a
reamostragem de 1 dia necessaria para a decomposi¢ao sazonal. Na sequéncia, foi realizada
remocao das medi¢des que apresentavam valores ausentes (Not a Numbers — Nans) € que nao
podem ser convertidos em outro tipo de valor diferente do tipo float (GEEKS FOR GEEKS,
2023; PANDAS, 2024), da variagdo da temperatura do rolamento principal, para obter o
resultado desejado na ultima etapa do pré-processamento.

A etapa final de pré-processamento envolveu a aplicacdo de uma decomposi¢@o sazonal
aditiva a série temporal. Este método estima a tendéncia da série temporal aplicando um filtro

de convolucao aos dados, remove a tendéncia calculada da série e, em seguida, calcula a média
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da série sem tendéncia (PERKTOLD; SEABOLD; TAYLOR, 2023). Neste trabalho foi
utilizada a decomposicao sazonal aditiva para periodos de 7 dias, e o resultado ¢ mostrado na
Figura 43.

ApOs o pré-processamento as sé€ries temporais apresentaram intervalos de tempo sem
dados. Estes vazios estdo relacionados com periodos em que os aerogeradores estavam parados
em manutencdo ou com algum problema no processo de aquisi¢do dos sinais. Por se tratar de
uma situagao que pode ocorrer durante a operagao dos aerogeradores, estes intervalos nao foram

preenchidos para que os modelos pudessem lidar e reproduzir esse fendmeno.

Figura 41 — Série de temperatura média dos rolamentos principais com valores discrepantes (outliers) (WT9,
WT14 ¢ WT29)
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Figura 42 — Variagdo de temperatura do rolamento principal ap6s remocao dos valores discrepantes (outliers)
(WT9, WT14 e WT29)
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Figura 43 — Variagdo de temperatura para o rolamento principal apds decomposi¢do sazonal (WT9, WT14 e

WT29)
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4.3.2. Criagdo de anotagao dos dados de variagcao de temperatura

Nesta secao apresentaremos o processo de anotacao dos dados para o uso nos modelos
regressivos. As etapas desse processo (1) identificagdo do instante de deteccdo da falha (first
predition time - FPT) e do instante do limiar de falha (failure threshold time - FTT) analisando
graficamente as séries temporais, (2) defini¢do do valor minimo da anotagdo com base na
variacdo da temperatura e (3) uso de interpolacdo linear para classificar os dados entre os
instantes FPT e FTT.

Para realizar as estimativas da VUR foi necessario classificar os dados de variacao de
temperatura das séries temporais das turbinas que apresentaram falha. Através de analise grafica
das séries, identificou-se (1) o instante de deteccao da falha (first predition time - FPT), depois
identificou-se (2) o instante do limiar de falha (failure threshold time - FTT), momento em que
ocorre a falha do componente. A partir do FPT que se considerou o inicio do processo de
degradacao do componente e ao atingir o limiar de falha considera-se que o componente esta
completamente degradado. A vida util remanescente ¢ esse intervalo de tempo entre o FTT e o
FPT.

Ap6s o pré-processamento dos dados, Figura 40, foi necessario classificar os dados de
variacdo de temperatura criando assim a variavel dependente utilizada nos modelos de
regressdo. Essa anotagdao foi definida manualmente, observando o comportamento da série
temporal da variagdo de temperatura do rolamento principal, apés a etapa de decomposi¢ao

sazonal.
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A partir da avaliagdo grafica das séries temporais da variagdo de temperatura, foram
identificados os instantes de tempo a partir dos quais houve aumento monotdnico. Este instante
foi considerado como o FPT. E todos os dados anteriores a este instante foram classificados
como saudaveis e foram classificados com o valor 1. O instante de tempo que se registrou o
maior valor da variacdo de temperatura foi considerado como o FTT. A partir deste instante os
dados foram classificados com o valor zero. Quando a variagdo de temperatura voltou a
apresentar valores nao nulos, se classificou os dados como sauddveis novamente,
correspondente ao completo restabelecimento da vida 1til a partir deste instante, que
chamaremos de instante de restabelecimento (RT).

Identificou-se que o valor maximo da variagdo de temperatura de cada uma das turbinas
era diferente. Os valores maximos registrados foram 34,17, 39,5 e 28,5 em graus Celsius, para
as turbinas WT9, WT14 e WT29. Esses valores foram normalizados e utilizados para definir o

valor minimo da anota¢@o dos dados, conforme equacao (8).

Anot,i, = 1 — Temperatura, rm (8)
Onde:
MaxTemp g
Temperatura,grm = MaxTemp
AEs

MaxTemp gy — A maior temperatura atingida por um dado aerogerador

MaxTemp s — A maior temperatura identificada num conjunto de aerogeradores

Com os instantes FPT, FTT e RT e os respectivos valores da anotacao dos dados
utilizou-se uma interpolagao linear para classificar os dados de variacdo de temperatura entre
os instantes FPT e FTT.

Para o periodo do inicio da série temporal até antes do inicio do aumento observavel da
temperatura do rolamento principal (Intervalo 1) os dados foram classificados com o valor de
1, do inicio do aumento da temperatura do rolamento principal até a primeira ocorréncia da
temperatura maxima (Intervalo 2), valores decrescentes interpolados linearmente entre 1 e valor
minimo da anotagdo (Anot,,;,), do intervalo da primeira ocorréncia da temperatura maxima até
a parada da turbina, na qual a se atribui valor zero a anotagdo dos dados. Quando do retorno do
aerogerador a operagdo considerou-se a anota¢do igual a 1 novamente. A Figura 44 apresenta a
anotacdo dos dados ao longo de toda as séries temporais para as 3 turbinas selecionadas, onde
se observa diferentes dinamicas de degradagdo dos rolamentos principais, ora mais rapida, para

a WT9, ora mais lenta, para a WT29.
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Figura 44 - Anotacdo dos dados estimados a partir das principais séries temporais de temperatura dos mancais
para os aerogeradores: (a) WT9, (b) WT14 e (¢c) WT29
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Fonte: O autor (2024).

4.3.3. Criagdo de subconjuntos de dados

Um problema comum com modelos de aprendizado de maquina ¢ o overfitting, que pode
ocorrer ao usar amostras do mesmo conjunto de dados para treinamento e teste. No entanto, o
uso de diferentes conjuntos de dados envolve uma compensacdo: reduzir o overfitting em
detrimento das métricas do modelo de regressao.

Neste estudo, empregamos uma estratégia para lidar com a escassez de dados de
aerogeradores, conforme sugerido por (ABID; SAYED-MOUCHAWEH; LAURENCE, 2019;

REZAMAND et al., 2019), e minimizar o overfitting. Isso envolveu o uso de subconjuntos de
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dados, definidos por meio de uma combinacdo com permutagdo, das trés séries temporais das
turbinas WT9, WT14 e WT29, que exibiram crescimento monotonico da temperatura do mancal

principal (ver Tabela 8).

Tabela 8 — Subconjuntos usados para lidar com escassez dados de aerogeradores

ID S%bcfmjunto de Subcor.ljunfo de Subconjunto de Teste
reinamento Validacao
MB-SCo01 WT9 WT14 WT29
MB-SC02 WT9 WT29 WT14
MB-SC03 WT14 WT9 WT29
MB-SC04 WT14 WT29 WT9
MB-SC05 WT29 WT9 WT14
MB-SC06 WT29 WT14 WT9

Fonte: O autor (2024).

Os IDs, indicados na Tabela 8, representam uma combinacao de dados de uma turbina
usada para treinar o modelo (subconjunto de treinamento), dados de outra turbina usada para
validar o modelo (subconjunto de validagao) e dados de um terceiro turbina usada para testar o
modelo apds validacao (subconjunto de teste). Esses IDs serdo utilizados ao longo do texto para
se referir aos casos de simulagdo realizados com os modelos regressivos para estimativa da

VUR do rolamento principal.

4.4.Modelos de regressao para estimativa da vida util remanescente

Nesta Secao serao apresentados os modelos de aprendizagem de maquina, o treinamento
e a validagao cruzada, quando realizada, com estes. Foram escolhidos modelos supervisionados
de regressdo e todos eles foram utilizados com todas as bases de dados. Os modelos foram
desenvolvidos usando a biblioteca scikit-learn (SCIKIT-LEARN DEVELOPERS, 2024) do
Python.

Foram selecionados os seguintes modelos de aprendizagem de maquina com uso de
regressao:

Regressao por Vetor de suporte [support vector regression (SVR)]. Este modelo por
ser versatil com regressao de dados linear e nao linear. Inicialmente, foram feitos testes com
kernel utilizando RBF (Radial Basis Function) e polindbmio do 3° grau, e os resultados do R2
score foram melhores com o polindmio do 3° grau. Entdo, o modelo foi construido utilizando
um polindmio do 3° grau, como kernel, devido a anotacdo dos dados realizada, que tem
caracteristicas de uma fungdo linear por partes (piecewise). Este modelo possui uma boa

capacidade de generalizacdo, reduzindo o risco de sobreajuste (overfitting). Este tipo de
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regressao tem como desvantagem a ser mais adequado para conjuntos de dados de pequeno ou

médio porte (GERON, 2019; MURPHY, 2012), tem baixa escalabilidade e precisa de uma

escolha adequada do kernel da fungao de regressao.

Para o modelo de regressao por vetor de suporte utilizaram-se os seguintes parametros:

kernel="poly" — kernel polinomial escolhido devido a natureza e a anotacdo dos
dados utilizada;

C=100 — O parametro de regularizacao

gamma="auto" — O parametro de coeficiente do kernel. Neste caso uses auto ¢
igual a 1 / numero de features

degree=3 — O parametro que define a ordem ou grau do polindmio usado no
kernel;

epsilon=0.1 — O parametro de valor ndo negativo. “Define uma margem de
tolerancia na qual nenhuma penalidade serd aplicada aos erros. Deve ser menor
para conjuntos de dados maiores”’(HARRISON, 2020).

coef0=1 — O parametro do termo independente na fungdo do kernel

Regressao isotonica [isotonic regression (ISOR)]. Este modelo foi escolhido pela

caracteristica de ajustar os valores previsto dados crescentes ou decrescentes utilizando uma

fungdo linear por partes (piecewise) e pela facilidade de interpretar relagdes monotdnicas.

Possui menor flexibilidade que os modelos de arvores ou conjuntos (ensembles) e € limitada a

uso de dados monotonicos.

Na regressao isotonica o ajuste dos dados unidimensionais ¢ realizado utilizando uma

funcao real ndo decrescente, que resolva o problema:

min Z w;(yi = 91)* )

l

De modo que J; < ¥; sempre que X; < X; e 0 pesos w; sdo necessariamente positivos,

e x e y sdo quantidades reais arbitrarias.

Para o modelo de regressao isotonica utilizaram-se os seguintes parametros:

y_min=0 — O limite inferior do valor previsto;
y_max=1 — O limite superior do valor previsto, e

increasing="auto '—- O parametro que “determina se as previsdes devem ser

restringidas para aumentar ou diminuir com X. Quando definido como ‘auto’, o
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algoritmo decidird com base no sinal da estimativa de correlacdo de

Spearman.”(SCIKIT-LEARN DEVELOPERS, 2024).

Regressao por Arvore de deciséio [Decision tree regression (DTR)]. Este método ndo
paramétrico de aprendizagem supervisionada foi escolhido por fazer aproximagdo constante
por partes (SCIKIT-LEARN DEVELOPERS, 2024) e prediz o valor de cada n6 da arvore
(GERON, 2019). Sdo os componentes fundamentais das arvores aleatorias. Mas, “sio
propensas a sobrejuste (ovefitting) em tarefas de regressao”, sensiveis a pequenas variagoes dos
dados (GERON, 2019). Também possuem menor precisio que os modelos de conjuntos
(ensembles).

Para o modelo de regressao por arvore de decisao foram utilizados

0s seguintes parametros:

= criterion="squared_error";

= gsplitter="best'

Regressao de aumento de gradiente [Gradient boosting regression (GBR)]. Este
tipo de modelo regressivo trata-se de um conjunto (ensemble) de modelos. Ele ¢ caracterizado
ser um conjunto de modelos de arvore de decisdo que utiliza o residuo da arvore anterior para
realizar a regressio (GERON, 2019) e foi escolhido pela sua alta precisio através da
combinagdo de modelos e tem menor tendéncia a sobrejuste (ovefitting). Demandam um tempo
de treinamento maior, em especial para conjuntos de dados maiores e sensibilidade ao ajuste
dos hiperparametros, precisando de um ajuste cuidadoso.

Para o modelo de regressdo de aumento de gradiente utilizaram-se os seguintes
parametros:

= Jloss ="squared error" — O parametro do termo;
* Jearning_rate = 0,01 — O parametro do termo;

= n_estimators = 100 — O parametro do termo

Regressao por floresta aleatoria [Random forest regression (RFR)]

O algoritmo de floresta aleatéria ¢ um modelo de conjunto (ensemble) de arvores de
decisdo que “introduz aleatoriedade extra ao “cultivar” arvores; em vez de procurar a melhor
caracteristica ao dividir um no6”, resultando num modelo melhor por “trocar um viés maior por
uma variancia menor”(GERON, 2019). Tem como vantagens a menor propensdo a sobrejuste

(ovefitting), pode lidar com dados faltantes e, geralmente, apresenta alta precisdo. No entanto,
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trata-se de um modelo mais complexo, com tempos de treinamento e predicdo maiores e
apresenta um maior consumo de memdoria para armazenar multiplas arvores.
Para o modelo de regressao por floresta aleatoria utilizaram-se os seguintes parametros:
* max_ depth=2;

* random_state=0

Regressao por Arvores extras [Extra trees (ETR)]

Este algoritmo também ¢ um modelo de conjunto (ensemble) como os modelos de
regressao por floresta aleatdria e regressdo de aumento de gradiente, e troca mais viés por uma
variancia menor, 0 que a torna mais rapida que a floresta aleatéria (GERON, 2019). Tem a
menor propensao a sobrejuste (ovefitting), ¢ um modelo mais rapido de treinar e possui boa
capacidade de generalizacao. Porém, depende dos dados usados na inicializagdo das “sementes”
e ¢ mais dificil de interpretar que outros métodos de ensemble.

Para o modelo de regressao por floresta aleatdria utilizaram-se os seguintes parametros:

= n_estimators=100;

= random_state=0

Nas subsec¢des a seguir serao detalhados as etapas de treinamento e validacao cruzada,

quando realizada, dos modelos para cada conjunto de dados elencado nas Segdes 4.1, 4.2 ¢ 4.3.

4.4.1. Estudo de caso — Uso de dados sintéticos

Nesta Se¢do serdo apresentados os modelos de regressdo para estimativa da VUR
utilizando os dados sintéticos apresentados na Se¢do 4.1. Dados sintéticos.

Utilizou-se um unico conjunto de dados para treinamento e para a validagao cruzada.
Apos a construcao da série temporal, os dados de temperatura receberam uma anotagao
decrescente da VUR, de 1 a zero, de acordo com valores de temperatura: (1) de 30°C (operacao
normal), (2) 42°C (inicio da degradacgdo) a (3) 80°C (fim de vida) para representar o processo
de degradagao de componente.

Nesta etapa utilizou-se o fluxograma indicado na Figura 45 para: (1) criar anotagao nos
dados de temperatura, (2) treinar os modelos de regressdo desenvolvidos e (3) o célculo de
métricas para avaliagdo dos modelos.

Com as informacgdes de temperatura e anotacao, os dados foram normalizados para o

treinamento, de acordo com os respectivos intervalos usando MinMax Scaler, do Scikit learn.
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Figura 45 - Fluxograma de anotagdo, treinamento, validagao, verificagdo do desempenho com uso de dados
sintéticos e testes para estimativa da VUR.

Leitura de
dados sintéticos
de temperatura

Fonte: O autor (2024).

As variaveis independentes utilizadas nos subconjuntos de treinamento e teste dos
modelos incluiram apenas as varia¢des de temperatura do conjunto de dados sintéticos. A
variavel dependente foi o dado de anotacdo da VUR definidos na constru¢do do conjunto de
dados.

Nesta etapa foi utilizada a divisao de conjuntos de dados — treinamento e teste — com a
classe TimeSeriesSplit, para validacdo cruzada. Essa classe realiza a separagdo dos dados de
criando conjunto de treinamento e teste sequenciados até atingir a totalidade dos dados (Figura

46). Para o conjunto de dados sintéticos utilizaram-se 5, 6, 7 e 8 divisdes.
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Figura 46 — Exemplo de 4 divisdes (splits) para validacdo cruzada usando a classe TimeSeriesSplit
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Fonte: Adaptado de Scikit-Learn Developers (SCIKIT-LEARN DEVELOPERS, 2024)

Para avaliar e comparar os resultados dos modelos de regressdo, foram calculadas as
seguintes métricas: erro quadratico médio (MSE), raiz do erro quadratico médio (RMSE), erro

médio absoluto (MAE) e o coeficiente de determinacao (R2 Score).

4.4.2. Estudo de caso — Uso de dados GPMS

Nesta Secdo serdo apresentados os modelos de regressdo para estimativa da VUR
utilizando os dados de vibragdo do eixo de alta velocidade, do conjunto de dados da
Mathworks/GPMS considerado como benchmark pela comunidade cientifica, apresentados na
Secdo 4.2. Dados GPMS — Vibragao do rolamento de alta velocidade.

Nesta etapa utilizou-se o fluxograma indicado na Figura 45 para: (1) extrair as
caracteristicas estatisticas (features), (2) aplicar anotagdo nos dados de vibrag¢ao de acordo com
uma feature escolhida, (3) treinar os modelos de regressao desenvolvidos, (4) realizar a
validagdo cruzada e (5) o calculo de métricas para avalicdo dos modelos.

A feature selecionada para classificar os dados foi a curtose devido a caracteristica
monotonica e que destaca claramente o inicio do processo de degradacao do rolamento do HSS
(Figura 38(f)).

Com as informacdes de curtose e anotacdo, os dados foram normalizados para o
treinamento e validagdo, de acordo com os respectivos intervalos usando MinMax Scaler, do

Scikit learn.
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Figura 47 - Fluxograma de anotagdo, treinamento, validagdo, verificacdo do desempenho com uso de dados de
benchmark (Mathworks/GPMS) e testes para estimativa da VUR.

—
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Fonte: O autor (2024).

A variavel independente utilizada nos subconjuntos de treinamento, validacao e teste
dos modelos foi a curtose do sinal de vibragdo. A variavel dependente foi o dado de anotagao
da VUR.

Nesta etapa também foi utilizada a divisdo de conjuntos de dados — treinamento e teste
—com a classe TimeSeriesSplit, para validagcdo cruzada e também se utilizou 5, 6, 7 e 8 divisdes
para o conjunto de dados Mathworks/GPMS.

E se utilizou MSE, RMSE, MAE e o R2 Score para avaliar e comparar os resultados dos

modelos de regressao.

4.4.3. Estudo de caso — Uso de dados SCADA — Temperatura rolamento principal

Esta Se¢do apresenta uma metodologia para estimar a VUR de rolamentos principais a
partir de modelos de regressao utilizando dados reais de aerogeradores (Se¢dao 4.3. Dados
SCADA — Conjunto de dados de temperatura do rolamento principal). Os modelos foram
construidos com a defini¢do a priori de um perfil VUR através da andlise de séries temporais
de temperatura local, anotagdo dos dados, criacdo de conjuntos de treinamento, validacao e
testes com séries temporais de diferentes aerogeradores, avaliagdo de métricas como MSE,

RMSE, MAE e R2 Score e estimativa da VUR usando o conjunto de dados de teste.
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4.4.3.1.  Estimativa da VUR de aerogeradores usando dados de temperatura do
rolamento principal

Esta Secdo apresenta um framework para prever falhas em aerogeradores, estimando a
VUR do rolamento principal, utilizando dados de temperatura monitorados pelo sistema
SCADA. A estrutura ¢ baseada no uso de dados brutos de temperatura dos rolamentos principais
e modelos de regressao para calcular a VUR de turbinas de dois parques edlicos instalados na
costa do Nordeste do Brasil. As turbinas sdo todas do mesmo modelo e possuem poténcia
nominal acima de 1 MW. Informacdes detalhadas ndo podem ser disponibilizadas por motivos
de confidencialidade.

O procedimento consiste na leitura e pré-processamento dos dados brutos do sistema
SCADA, seguido da criagdo de um perfil de degradag¢ao (anotagdo dos dados) baseado no
comportamento da temperatura e com os limites estabelecidos no projeto da turbina. A
temperatura média do rolamento principal, a temperatura média do ambiente, a velocidade do
vento e os dados de poténcia ativa da rede dentro da faixa operacional dos aerogeradores foram
considerados como variaveis de interesse. As condi¢cdes ambientais e as propriedades
mecanicas do lubrificante do rolamento principal de trés aerogeradores com diferentes
dinamicas de degradagdo também foram contabilizadas. Os casos de simula¢ao foram definidos
a partir dos conjuntos de dados dessas trés turbinas, respectivamente para treinamento,
validagdo e teste de modelos de aprendizado de méquina usando modelos de regressao.

A Figura 48 mostra o fluxograma para estimar a VUR do rolamento principal a partir

dos dados de temperatura.
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Figura 48 — Metodologia - Estimativa da VUR por modelos de aprendizado de maquina de regressio
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Fonte: O autor (2024).

O método consiste na (1) leitura dos dados brutos do sistema SCADA, numa (2) etapa
de pré-processamento dos dados com técnicas de limpeza, filtragem e reamostragem, em
seguida (3) a etapa de anotacao dos dados das séries temporais, realizada manualmente. Na
etapa (4) ¢ feita a criagdo de subconjuntos de dados para treinamento, validag¢do e teste sdao
separados os dados disponiveis em subconjuntos. A proxima etapa (5) ¢ a criagao e treinamento
dos modelos de regressdo. Depois realiza-se a (6) validagdo cruzada para identificacdo dos
melhores hiper parametros dos modelos e em seguida (7) do calculo das métricas. Os modelos
foram (8) ranqueados e selecionou-se os que apresentam melhores resultados. Em seguida
realizaram-se as simulac¢des para estimar a vida util remanescente a partir (9) da leitura dos
dados dos subconjuntos de teste, (10) da simulagdo com os melhores modelos regressivos e (11)
calculo da VUR.

As etapas (1), (2), (3) e (4) deste método foram descritas na Se¢ao 4.3. As demais etapas
serdo descritas a seguir.

Conforme citado anteriormente, seis modelos regressivos de aprendizado de méaquina:

support vector regression (SVR), isotonic regression (ISOR), gradient boosting regression
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(GBR), decision tree (DTR), extra trees (ETR) e random forest regression (RFR), que foram
desenvolvidos para estimar a VUR usando a biblioteca sci-kit-learn (SCIKIT-LEARN
DEVELOPERS, 2024) do Python.

Os dados de treinamento, validagcdo e teste foram normalizados de acordo com os
respectivos intervalos dos dados (MinMax Scaler) de modo a padronizar a o intervalo das
variaveis independentes (TUTIV’EN et al., 2021).

As variaveis independentes utilizadas nos subconjuntos de treinamento, validagdo e
teste dos modelos incluiram as variagdes de temperatura do mancal principal, a velocidade do
vento e a poténcia ativa liquida dos aerogeradores nos subconjuntos. As variaveis dependentes
foram os dados anotados, apresentados na Figura 44, estimados a partir da série temporal de
variacdo de temperatura. Para garantir o uso de diferentes subconjuntos para treinamento,
validacdo e teste, os subconjuntos de dados foram empregados conforme indicado na Secao
4.3.3.

A validagdo cruzada realizada neste conjunto de dados usou a classe GridSearchCV

Para este caso, a validagdo cruzada ¢ um processo critico, pois serve para melhorar o
desempenho das estimativas do modelo, reduzir o overfitting e auxiliar na selecdo do melhor
modelo e seus hiperparametros, melhorando assim a robustez dos testes.

A escolha de conjuntos de dados de diferentes turbinas e diferentes usinas teve como
objetivo evitar a ocorréncia de pontuagdes de modelos inflacionadas com hiperparametros
ajustados por validagao cruzada, conforme observado por LEAHY et al., (2018).

Apo6s o treinamento do modelo, a validagdo cruzada foi empregada para identificar o
modelo e os hiperpardmetros que minimizariam a perda de regressao do erro quadratico médio.
Os intervalos de pardmetros para cada modelo de regressao sao detalhados na Tabela 9.

Para avaliar e comparar os resultados dos modelos de regressao, foram calculadas as
seguintes métricas para cada caso e sao mostradas na Tabela 8: MSE, RMSE, MAE e R2 score.
Também foram calculadas as médias e desvios padrao das métricas de treinamento, validagao
e teste para cada subconjunto de casos simulados.

As métricas obtidas dos 6 modelos desenvolvidos e dos 6 casos apresentaram pequenas
variacoes. Consequentemente, selecionamos os 2 modelos com os menores valores de MAE e
os valores do R2 Score mais préoximos de 1. A VUR foi estimada com cada um dos modelos.
Em seguida foi feita uma comparacdo entre os valores estimados e os valores observados,
considerando as datas de parada registradas para os aerogeradores, identificadas através das

séries temporais de temperatura dos rolamentos principais.
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O célculo da VUR depende da disponibilidade de informagdes sobre o primeiro instante
de previsdo; neste estudo esse tempo foi identificado por meio da série temporal avaliada.
As estimativas da VUR foram feitas usando dados das turbinas WT9, WT14 ¢ WT29.

Foi entdo feita uma comparagao com a data da falha também identificada na série historica.



Tabela 9 — Lista de pardmetros e intervalos de parametros usados para etapa de validac¢ao cruzada
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Support vector

Decision tree

Isotonic regression

Gradient boosting Random forest

Parametros regression (SVR) regression (DTR) (ISOR) regression (GBR) (RFR) Extra trees (ETR)
Pardmetro 1 Reeularization Criterion: function Lower bound on the Criterion: function Criterion: function
& to measure the lowest predicted Loss to measure the to measure the

parameter - C

quality of a split. value (y_min) quality of a split. quality of a split.
Intervalo Squared error, Squared error, Squared error, Squared error,
0,1, 1,0, 10,0 absolute error, and 0,0,1,0,25,0,5 absolute error, absolute error, and absolute error, and
Friedman MSE Huber, quantile Friedman MSE Friedman MSE
Parametro 2 | ial d The maximum U}E)'pfl?lr boun(ilf)n t(lile . The maximum depth  The maximum depth
Polynomial degree depth of the tree. ighest predicte Learning rate of the tree. of the tree.
value (y max)
Intervalo 5,6,7,8,9 None, 5, 10 0,5,0.75, 1 0,01, 0,05 and 0,1 None, 5, 10 None, 5, 10
Parametro 3 Minimum number Whether computing
) of sarnples .requlred data is increasing or Number of Random state Random state
to split an internal decreasing estimators - -
node (increasing)
Intervalo - 2,5,10 True, False, 'auto' 100, 250, 500 None, 10, 100 None, 10, 100
Parametro 4 Handles how X
values outside of the
) ) training domain are Criterion ) )
handled during
prediction.
(out_of bounds)
Intervalo Friedman MSE,

clip

squared error
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4.5.Conclusdes do Capitulo desenvolvimento de modelo computacional

para estimativa da vida util remanescente

Neste Capitulo, trés conjuntos de dados distintos foram utilizados para o
desenvolvimento e validagdo do modelo computacional de prognostico de falhas em
aerogeradores: um conjunto sintético, um conjunto de benchmark e um conjunto com dados
reais de uma usina edlica. Os conjuntos sintéticos e de benchmark facilitaram o pré-
processamento devido ao seu tamanho e auséncia de valores ausentes, incorretos ou excesso de
outliers. Em contraste, o conjunto de dados reais demandou um pré-processamento mais
completo, incluindo filtragem de acordo com condi¢des operacionais, criacao de variaveis,
remocdo de valores discrepantes e NaN's, e aplicacdo de um filtro de convolugdo para
representar a sazonalidade dos dados.

Além disso, a estratégia de dividir os conjuntos de dados em treinamento, validagao e
teste, utilizada com o conjunto de dados reais, mostrou-se efetiva para minimizar o overfitting
nos modelos de progndstico de aerogeradores. Os modelos regressivos escolhidos, devido as
caracteristicas dos dados e do fendmeno de degradagdo, puderam ser facilmente implementados
utilizando a biblioteca Scikit-learn. Da mesma forma, a validagdo cruzada implementada com
a classe GridSearchCV ocorreu sem problemas, utilizando os intervalos de parametros
indicados na Tabela 9.

Em suma, este Capitulo demonstrou a viabilidade do uso de diferentes conjuntos de
dados e modelos regressivos para o desenvolvimento de um modelo computacional confidvel

de prognostico de falhas em aerogeradores.
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5. RESULTADOS E DISCUSSAO

Neste Capitulo serdo apresentados e discutidos os resultados dos modelos desenvolvidos
a partir de métricas de avaliacao e das estimativas da VUR realizados com os dados sintéticos,
com a base publica com dados de vibracao do eixo de alta velocidade (HSS) e com os dados de
rolamento principal de uma usina edlica em operagao.

A partir da metodologia utilizada para estimar a VUR de componentes usando os trés
conjuntos de dados, ¢ proposto um framework com abordagem de complexidade crescente para

realizar estimativas da VUR com dados reais.

5.1.Resultados do Estudo de caso — Uso de dados sintéticos

Nesta Sec¢do serdo apresentados os resultados — métricas de desempenho e estimativas
da VUR - dos modelos regressivos de aprendizagem de maquina, considerando as divisdes dos
conjuntos de dados (splits) criadas pela classe TimeSeriesSplit na preparagao dos dados,
conforme mostrado nas etapas simulagdes e estimativas da VUR na Figura 45.

A Figura 49 e a Figura 50 apresentam os resultados gerais das métricas MAE, MSE e
RMSE e R2 Score para os modelos utilizados. Da Figura 51 a Figura 56, sdo apresentadas
estimativas da VUR do rolamento do HSS utilizando-se os modelos DTR, ETR, GBR, ISOR,
RFR e SVR, respectivamente.

Figura 49 - Métricas MSE, MAE e RMSE na etapa de teste dos modelos de regressdo usando o conjunto de
dados sintéticos elaborados
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Fonte: O autor (2024)
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Figura 50 - Métrica R2 Score na etapa de teste dos modelos de regressdao usando o conjunto de dados sintéticos
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Fonte: O autor (2024)

Avaliando os valores de MAE, MSE e RMSE na etapa de teste, os modelos SVR, ETR,
DTR respectivamente, apresentam os melhores resultados nos quais as médias destas métricas
nao sao superiores a 0,096 (MAE), 0,026 (MSE) e 0,115 (RMSE) e as médias do coeficiente
de determinacao variando de -0,936 a -0,158.

Os modelos RFR e GBR apresentam resultados intermediarios, com bons valores para
a média das métricas MAE, MSE e RMSE, porém com valores mais negativos, entre -1,786 e
-3,254 para o coeficiente de determinagdo (R2 Score).

O pior resultado foi o0 do modelo ISOR que mostrou valores mais altos para as métricas

de MAE, MSE e RMSE e valor mais negativo para o coeficiente de determinagao (-9,128).

Tabela 10 - Valores maximos para as métricas MAE, MSE e RMSE, na etapa de teste, para o conjunto de dados
sintéticos de temperatura

Modelo MAE MSE RMSE
Média Média Média
DTR 0,095 0,026 0,114
ETR 0,096 0,026 0,115
GBR 0,149 0,059 0,164
ISOR 0,232 0,144 0,244
RFR 0,118 0,037 0,134
SVR 0,083 0,024 0,097

Fonte: O autor (2024)
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Tabela 11 - Valores maximos para a métrica do coeficiente de determinagao (R2 Score), na etapa de teste, para o
conjunto de dados sintéticos de temperatura

Modelo R2

Valor
DTR -0,872
ETR -0,936
GBR -3,254
ISOR -9,128
RFR -1,786
SVR -0,158

Fonte: O autor (2024)

Os valores negativos para o coeficiente de determinacdo (R2 Score), mostrado na Figura
50 e na Tabela 11, demonstram falta de capacidade dos modelos em captar a relagao real entre
as varidveis que podem estar relacionadas com o tamanho da amostra, auséncia de mais
variaveis preditoras ou nivel muito alto de ruido.

Os graficos com os resultados da métricas de cada modelo para cada um dos splits
podem ser visualizados no Apéndice.

Em seguida, foi feita a analise dos resultados das estimativas de VUR de cada modelo
para comparacdo com as métricas de regressdo obtidas nas simula¢des dos modelos com o
conjunto de dados sintéticos.

Observou-se que as previsoes realizadas pelos modelos DTR, ETR, GBR, ISOR e RFR
mostraram um offset em relacao ao instante de ocorréncia da falha.

Destacamos que o modelo ISOR apresentou maior dificuldade de realizar a previsao, o
que se justifica também pelo valor mais negativo do R2 Score obtido por esse modelo. De
acordo com o grafico da VUR prevista deste modelo, (ver Figura 62), observa-se ha dificuldade
de realizar a regressao apos o inicio da degradacao (instante de detecg¢ao da falha).

A precisdo da estimativa da VUR do SVR (Figura 56) foi a maior, sobretudo para os

modelos com 6 e 8 splits.
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Figura 51 - Estimativa e VUR do modelo DTR utilizando conjunto de dados sintéticos
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Fonte: O autor (2024)

Figura 52 - Estimativa e VUR do modelo ETR utilizando conjunto de dados sintéticos
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Fonte: O autor (2024)
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Figura 53 - Estimativa e VUR do modelo GBR utilizando conjunto de dados sintéticos

08
06
04
02
Jul 2023 Aug 2023 Sep 2023 Oct 2023 Nov 2023 Dec 2023
Timestamp
Legenda —=— VUR - Split 1 === \/UR Prevista - Split 1 —=— VUR - Split 2
=== \VUR Prevista - Split2 —— VUR - Split 3 === VUR Prevista - Split 3
—— VUR - Split 4 == = \/UR Prevista - Split 4

Fonte: O autor (2024)

Figura 54 - Estimativa e VUR do modelo ISOR utilizando conjunto de dados sintéticos
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Fonte: O autor (2024)
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Figura 55 - Estimativa e VUR do modelo RFR utilizando conjunto de dados sintéticos
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Fonte: O autor (2024)

Figura 56 - Estimativa e VUR do modelo SVR utilizando conjunto de dados sintéticos
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Fonte: O autor (2024)

5.2.Resultados do Estudo de caso — Uso de dados Mathworks/GPMS

Nesta Se¢do serdo apresentados os resultados com as simulagdes realizadas com os

modelos de regressao desenvolvidos e utilizando diferentes quantidade de divisdes da série
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temporal usando a classe do Scikit-learn TimeSeriesSplit, conforme mostrado nas etapas
simulagdes e estimativas da VUR na Figura 47.

A Figura 57 e a Figura 58 apresentam os resultados gerais das métricas MAE, MSE e
RMSE e R2 Score para os modelos utilizados na etapa de teste. E da Figura 59 a Figura 64 sao
apresentadas estimativas da VUR do rolamento do HSS utilizando-se o modelo SVR, ISOR,
DTR, GBR, ETR e RFR, respectivamente.

Analisando os valores das métricas MAE, MSE e RMSE, os modelos baseados em
arvores decisao, ETR, DTR e RFR respectivamente, apresentam os melhores resultados com
valores méaximos para a média ndo superiores a 0,067 (MAE), 0,018 (MSE) e 0,1 (RMSE) e
valores variando de 0,399 a 0,575 para a média do coeficiente de determinacdo na etapa de

teste.

Figura 57 - Métricas MSE, MAE ¢ RMSE, na etapa de teste, dos modelos de regressdo usando o conjunto de

dados Mathworks/GPMS
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Fonte: O autor (2024)
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Figura 58 - Métrica R2 Score, na etapa de teste, dos modelos de regressdo usando o conjunto de dados
Mathworks/GPMS

Média
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Legenda R2

Fonte: O autor (2024)

Os modelos SVR e GBR apresentam resultados intermediarios, com bons valores para
a média das métricas MAE, MSE e RMSE, porém com valores pequenos, entre 0,129 e 0,282
para o coeficiente de determinacdo (R2 Score).

O pior resultado foi do modelo ISOR que mostrou valores mais altos para as métricas
de MAE, MSE e RMSE e valor negativo para o coeficiente de determinagdo. De acordo com o
grafico da VUR prevista deste modelo, (ver Figura 62), observa-se ha dificuldade de realizar a

regressao apos o inicio da degradacdo (instante de deteccao da falha).

Tabela 12 - Valores maximos para as métricas MAE, MSE e RMSE, na etapa de teste, para o conjunto de dados

GPMS

Modelo MAE MSE RMSE
Média Média Média

DTR 0,062 0,016 0,094
ETR 0,053 0,015 0,090
GBR 0,091 0,028 0,125
ISOR 0,167 0,080 0,200
RFR 0,067 0,018 0,100
SVR 0,076 0,019 0,097

Fonte: O autor (2024)
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Tabela 13 - Valores maximos para a métrica do coeficiente de determinagao (R2 Score), na etapa de teste, para o

conjunto de dados GPMS

Modelo R2
Valor
DTR 0,517
ETR 0,575
GBR 0,129
ISOR -1,050
RFR 0,399
SVR 0,282

Fonte: O autor (2024)

Os valores negativos para o coeficiente de determinagdo (R2 Score), mostrados na
Figura 58 e Tabela 13, demonstram falta de capacidade de alguns modelos (GBR, ISOR e SVR)
em captar a relacdo real entre as variaveis podendo estar vinculadas ao tamanho da amostra, a
auséncia de mais variaveis preditoras, ao nivel muito alto de ruido ou uso de modelos lineares
que ndo representem o comportamento ndo linear (caso do modelo ISOR).

Os graficos com os resultados da métricas de cada modelo para cada um dos splits
podem ser visualizados no Apéndice.

Posteriormente, foi feita a analise dos resultados das estimativas de VUR de cada
modelo para comparacdo com as métricas de regressdo obtidas nas simulagdes dos modelos
com o conjunto de dados de benchmark (Mathworks/GPMS).

Os modelos que apresentaram melhor desempenho foram os modelos SVR, ETR e RFR
que apresentaram estimativas mais proximas da VUR observada durante as medicdes do
rolamento do HSS.

As piores estimativas foram, respectivamente, do modelo ISOR, GBR e DTR, pois as
estimativas indicavam a VUR maior em relagdo ao medido em campo no rolamento.

Similarmente, com o que aconteceu com o conjunto de dados sintéticos, o modelo ISOR
foi o que apresentou maior dificuldade de realizar a previsdo, o que justifica também pelo valor
mais negativo do R2 Score obtido por esse modelo. De acordo com o grafico da VUR prevista
deste modelo, (ver Figura 62), observa-se ha dificuldade de realizar a regressao apods o inicio
da degradagdo (instante de deteccdo da falha).

Destaca-se ainda que quanto maior a quantidade de dados antes da falha melhor deverao
ser os resultados, conforme destacado por SAXENA et al., (2008) por representar melhor a
dinamica de degradacao do componente.

Também neste caso, o SVR (Figura 64) demonstrou maior precisdo que 0s outros

modelos, seguido pelo modelo ETR e RFR.
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Figura 59 — Estimativa ¢ VUR do rolamento do HSS utilizando modelo DTR
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Fonte: O autor (2024)

Figura 60 - Estimativa ¢ VUR do rolamento do HSS utilizando modelo ETR
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Fonte: O autor (2024)
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Figura 61 - Estimativa e VUR do rolamento do HSS utilizando modelo GBR
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Fonte: O autor (2024)

Figura 62 - Estimativa e VUR do rolamento do HSS utilizando modelo ISOR
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Figura 63 - Estimativa e VUR do rolamento do HSS utilizando modelo RFR
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Fonte: O autor (2024)

Figura 64 - Estimativa e VUR do rolamento do HSS utilizando modelo SVR
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Fonte: O autor (2024)

114



115

5.3.Resultados do Estudo de caso — Uso de dados SCADA — Temperatura

rolamento principal

Esta Secdo apresenta os resultados obtidos com os modelos nas etapas de treinamento,
validacdo e testes. Primeiramente sdo apresentados os resultados das métricas do modelo de
regressao e dos modelos selecionados e, em segundo lugar, sdo apresentados os resultados das
simulagdes para estimativa da VUR. A seguir, sdo apresentadas as observacdes sobre os
resultados da estimativa da VUR e uma discussao sobre os resultados da Segao.

Para avaliacdo dos modelos de regressao foram escolhidas as métricas que permitissem
uma facil interpretagdo (MAE, MSE, RMSE), que tivessem uma menor sensibilidade aos
outliers (MAE) e explicassem a influéncia das variaveis independentes na variavel dependente
— VUR — (R2 Score). Quanto menores os valores de MSE ¢ RMSE melhores os resultados dos
modelos. O MAE deveria variar de 0 a 1, devido ao intervalo da VUR sendo desejaveis valores
mais proximos de zero. E valores mais proximos de 1 sdo desejaveis para o R2 score.

A Figura 65 ilustra os valores médios das métricas MSE, RMSE e MAE durante a fase
de teste do modelo. Pequenas variagdes foram observadas no MAE e no MSE.

Apesar de a média do MAE ter variado de 0,02 a 0,07 e o desvio padrao médio, obtido
a partir dos seis casos simulados, apresentou variacao de 0,002 e 0,029 indicando que os
modelos devem apresentar diferengas nas estimativas da VUR. Os modelos com as menores
médias do MAE foram o RFR e DTR. Os menores valores de desvio padrio foram de
observados para os modelos GBR, ETR e DTR Consequentemente, estes modelos deverao fazer
estimativas com menores erros, o que se comprovou nos modelos GBR e RFR, como sera

mostrado na Se¢ao 5.3.1.
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Figura 65 - Resultados de MAE, MSE e RMSE para cada modelo de regresséo e cada caso de simulagdo: (a)
Vetor de suporte, (b) Isotonica, (¢) Aumento de gradiente, (d) Arvore de decisdo (e) Arvores extras e (f) Floresta
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Fonte: O autor (2024)
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No caso da métrica R2 Score, os valores médios dos subconjuntos de treinamento,

validagao e teste variaram de 0,894 a 0,639, com desvio padrdo variando de 0,073 a 0,402 (ver

Figura 66). Os modelos RFR, ETR e GBR representaram a melhor influéncia da variacdo de

temperatura do rolamento principal na VUR, maiores valores de R2 Score. Os menores valores

de desvio padrdao foram observados para os modelos ISOR, ETR ¢ GBR. Além disso, os

resultados do R2 Score indicaram que os subconjuntos de dados 01 e 03 exibiram os valores

mais baixos.
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Figura 66 - Resultados do R2 Score para cada modelo de regressdo e cada caso de simulagdo: (a) Vetor de
suporte, (b) Isotonica, (c) Aumento de gradiente, (d) Arvore de decis@o (e) Arvores extras e (f) Floresta aleatéria
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Simulation case

Simulation case

Dentre as métricas, houve pouca variacdo entre as etapas de treinamento e validagao:

Para o0 MAE, as médias variaram de 0,27 no treinamento a 0,25 na validagao,

Tabela 14;

Para o MSE, as médias variaram de 0,005 no treinamento a 0,004 na validagao,

Tabela 15;

Para o RMSE, as médias variaram de 0,066 no treinamento a 0,063 na validagao,

Tabela 16;

Para o R2 Score, as médias variaram de 0,839 no treinamento a 0,86 na

validagao, Tabela 17.

As pequenas diferengas entre as etapas dificultaram a anotagdo precisa dos modelos

testados.
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Tabela 14 - Resultados do erro absoluto médio (MAE) para todos os casos de simulacdo, para cada modelo, para
etapas de treinamento, validacdo e teste

Modelos Média dos valores de Média dos valores de ~ Média dos valores de teste
treinamento validagdo
DTR 0,014 0,014 0,040
ETR 0,023 0,023 0,040
GBR 0,026 0,026 0,049
ISOR 0,025 0,025 0,043
RFR 0,018 0,014 0,034
SVR 0,057 0,051 0,075
Mé¢dia geral do MAE 0,027 0,025 0,047

Fonte: O autor (2024)

Tabela 15 - Resultados do erro quadratico médio (MSE) para todos os casos de simulagdo, para cada modelo,
para as etapas de treinamento, validacdo e teste

Modelos Média dos valores de Média dos valores de ~ Média dos valores de teste
treinamento validacdo
DTR 0,004 0,004 0,013
ETR 0,004 0,004 0,010
GBR 0,004 0,004 0,012
ISOR 0,005 0,005 0,013
RFR 0,005 0,003 0,011
SVR 0,007 0,006 0,015
Mé¢dia geral do MSE 0,005 0,004 0,012

Fonte: O autor (2024)

Tabela 16 - Resultados do erro quadratico médio (RMSE) para todos os casos de simulagdo, para cada modelo,
para etapas de treinamento, validagao e teste

Modelos Média dos valores de Média dos valores de ~ Média dos valores de teste
treinamento validacdo
DTR 0,059 0,058 0,111
ETR 0,062 0,062 0,096
GBR 0,060 0,059 0,109
ISOR 0,071 0,071 0,111
RFR 0,063 0,054 0,100
SVR 0,082 0,077 0,122
Média geral do RMSE 0,066 0,063 0,108

Fonte: O autor (2024)
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Tabela 17 - Resultados do coeficiente de determinagao (R2 Score) para todos os casos de simulagdo, para cada
modelo, para as etapas de treinamento, validacdo e teste

Modelos Média dos valores de Média dos valores de ~ Média dos valores de teste
treinamento validacdo
DTR 0,877 0,880 0,623
ETR 0,864 0,865 0,677
GBR 0,861 0,885 0,639
ISOR 0,836 0,836 0,633
RFR 0,807 0,901 0,630
SVR 0,790 0,798 0,545
Média geral do R? Score 0,839 0,861 0,625

Fonte: O autor (2024)

Devido a pequena variagao na média do MAE e a variagdao na média e desvio padrao do
R2 Score, decidiu-se realizar simulagdes com todos os modelos e avaliar os resultados

avaliando o desempenho dos modelos para cada caso simulado.

5.3.1. Estimativa da vida util remanescente do conjunto de amostras de turbinas com

falha

Nesta Se¢ao, serdo apresentadas as simulagdes realizadas com os modelos utilizando os
dados de turbina definidos no subconjunto de teste para os casos apresentados na Secao 4.3.3.
A Tabela 18 apresenta os melhores resultados obtidos nas simulagdes com os subconjuntos de
teste.

A coluna Estimativa da VUR [dias] indica o valor calculado da vida util remanescente
obtida pelo respectivo modelo e com o respectivo conjunto de dados e a na coluna Erro de
calculo da estimativa VUR [dias] sdo indicadas as diferencgas entre os resultados das colunas
data prevista e data registrada da falha.

Valores negativos na coluna de erro de estimativa da VUR indicam que a data estimada
foi menor que a data registrada. Valores positivos nesta mesma coluna indicam que a data
estimada foi maior que a data registrada.

Os resultados com os modelos SVR ¢ ETR foram obtidos sem as informagdes dos dados
de deteccao de falhas. Os resultados para os modelos GBR ¢ RFR foram obtidos com

informagdes sobre a data de detecgdo de falhas.
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Tabela 18 - Resultados de simulagdo com subconjuntos de teste

Estimativa da VUR Erro de calculo da estimativa

Casos de simulacio Modelo [dias] VUR [dias|
MB-SC02 SVR 1638.0 -111
MB-SC05 SVR 1685.0 -64
MB-SC04 GBR 393.0 0
MB-SC04 RFR 461.0 68
MB-SC02 ETR 1856.0 107
MB-SC06 ETR 1855.0 118

Fonte: O autor (2024)

A Figura 67 mostra os resultados dos modelos SVR para os dois casos de simulagao
(SC02 e SCO5). Observa-se que os modelos, treinados e validados com dados de outras turbinas,
conseguem representar o comportamento da WT14, usada nos testes até proximo da data da
falha. O modelo apresenta erros maiores para representar o intervalo entre a falha (parada da

maquina) e o retorno a operagao (vide regido destacada em magenta).

Figura 67 - Resultados de simula¢des com modelos SVR (MB-SC02 e MB-SC05)

VUR
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Timestamp

—— AET14 VUR - Condic6es Operacionais = = AET14 VUR Estimada - MB-SC02 - SVR
== AET14 VUR Estimada - MBSCO05 - SVR

Fonte: O autor (2024)

5.3.2. Observagoes sobre os resultados da estimativa da VUR
Os modelos desenvolvidos demonstraram desempenho satisfatorio para as métricas
comumente usadas para avaliar modelos de regressao. No entanto, as pequenas diferengas no

desempenho tornaram desafiador estabelecer uma estratégia de ranqueamento dos modelos.
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Nas simulagdes para estimar a VUR, os modelos SVR e ETR puderam reproduzir o
comportamento de degradacdo com base nos dados da série temporal. O modelo SVR exibiu
resultados mais conservadores, prevendo a data da falha antes da registrada.

Por outro lado, os modelos GBR e RFR exigiam informagdes sobre a data de deteccao

para fazer uma estimativa mais precisa da VUR.

5.3.3. Estimativa da vida util restante do conjunto de amostras de turbinas com falha

Os resultados mostraram que € possivel realizar estimativas da VUR com uso de poucos
dados e sem sobreajuste (overfitting) com o uso de dados de trés aerogeradores. Isso o torna
uma op¢do complementar viavel para a tomada de decisdo por gerentes de manutencdo de
parques eolicos. No entanto, conforme destacado por varios autores (CORREA-JULLIAN et
al., 2022; TUTIV’EN et al, 2021; ZHAO et al., 2017), técnicas intensivas de pré-
processamento de dados reais foram necessarias para obter séries temporais que permitiriam
resultados minimamente razodaveis a partir de modelos de aprendizado de méquina regressivos.
Esta etapa requer a andlise do comportamento mecanico de componentes, subsistemas e
sistemas em estudo, combinados com técnicas de processamento de dados para gerar
efetivamente informagdes Uteis para a operagdo e manutengdo de aerogeradores.

Os resultados das estimativas de vida util remanescente (VUR) dos aerogeradores
permitem interpretacdo distintas do ponto de vista da manuten¢do. Pode-se considera-las em
assertiva, como o modelo GBR que previu a data com erro de zero dias; conservadora, nos
casos dos modelos SVR que subestimaram a vida util; e ndo conservadora, como os modelos
ETR e RFR que superestimaram os valores encontrados nas séries temporais (ver Tabela 18).
Portanto, estimativas conservadoras, como as do SVR, e assertivas, como as do GBR, podem
subsidiar um planejamento adequado da manutengao dos recursos necessarios para a realizagao
de paradas programadas e intervengoes nas turbinas, evitando falhas catastroficas que poderiam
reduzir a disponibilidade do parque eolico. Dessa forma, as estimativas subsidiam a prevencao
de falhas graves e garantem a operagao das turbinas (SAHU et al., 2023).

A estratégia de criar casos de simulacao provou ser eficaz para lidar com a questdo da
escassez de dados especifica dos aerogeradores, sem a necessidade de usar preenchimento de
dados ou dados sintéticos.

No entanto, para a aplicacdo bem-sucedida do método sdo necessarios dados das
variaveis de interesse, indicadas na Se¢do 4.3.1 de pelo menos 3 aerogeradores que tenham
apresentado a falha do rolamento principal, de modo a minimizar o sobreajuste (overfitting).

Outra limitagdo do método ¢ a necessidade de dados temperatura do rolamento principal com
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crescimento monotdnico e se possivel com registros proximos da data de parada da turbina para
substitui¢des. O uso de valores baixos de temperatura para treinamento e/ou validagdo do
modelo podem enviesar os resultados e o método podera indicar uma substitui¢ao antes do

tempo real do final da vida deste componente.

5.4.Conclusées do Capitulo resultados e discussoes

Este Capitulo apresentou os resultados das simulacdes realizadas com modelos
regressivos aplicados a trés tipos de conjuntos de dados: sintéticos, de benchmark e reais de
uma usina eolica.

A utilizagdo de conjuntos de dados sintéticos e de benchmark permitiu uma avaliagao
rapida e eficiente do desempenho dos modelos, evidenciando suas capacidades de estimativa e
métricas associadas. As simulagdes com dados sintéticos revelaram a necessidade de aprimorar
a geragdo de dados, incorporando informag¢des mais complexas, devido aos valores obtidos do
coeficiente de determinagdo para todos os modelos, independentemente de sua propensao ao
overfitting. Por outro lado, os dados de benchmark apresentaram uma evolu¢ao de falha mais
proxima das aplicagdes reais, destacando os modelos com melhores métricas (ETR, DTR e
RFR) e previsdes da VUR (SVR, ETR, DTR e RFR).

Os resultados com o conjunto de dados reais demonstraram a eficacia da estratégia de
utilizagao de subconjuntos de dados, conforme detalhado na Se¢ao 4.3.3, para redugdao do
overfitting e obtencdo de boas métricas regressivas com o conjunto de testes. As métricas
médias alcangadas (MAE: 0,047, MSE: 0,012, RMSE: 0,108 ¢ R2 SCORE: 0,625) evidenciam
a capacidade de generalizacao dos modelos. Além disso, as estimativas da VUR apresentaram
resultados similares ou superiores aos encontrados na literatura, com uma média de erro de 20
dias para a previsao do final da vida util.

Estes resultados demonstram o potencial significativo do uso dessas previsdes como
ferramenta de apoio a tomada de decisdes pelas equipes responsaveis pela operacdo e
manutengdo de usinas eolicas, contribuindo para uma gestdo mais eficiente e proativa dos

ativos.
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5.4.1. Proposta de framework para estimativa da VUR de aerogeradores com vistas
a generalizagdo

Com base nas conclusdes da Secdo 2.6 do Capitulo 2, da revisao sistematica e dos
resultados apresentados, propomos um framework como uma forma para estimar a VUR usando
dados reais de operagdo de aerogeradores.

O framework proposto do fluxograma, mostrado na Figura 68, ¢ composto por 5 etapas
que nao sao necessariamente obrigatdrias, mas complementares entre si, detalhada na Figura
69. A principal caracteristica ¢ a utilizagao de dados de entrada com aumento gradativo de
complexidade, permitindo ajustes nos modelos que possibilitem a generalizagao dos resultados
e a manutencdo do bom desempenho das métricas de desempenho.

Os dados de entrada dos modelos podem ser temperatura, vibragdo e outro sinal
especifico de um determinado componente ou subsistema, ver Figura 68, adquirido por SCADA
ou CMS. Ao utilizar dados SCADA, o conjunto de dados também deve conter pelo menos dados
sobre velocidade do vento, poténcia ativa gerada e rotagdo — minima e méaxima — do gerador
para permitir a filtragem dos dados com base nas condi¢des de operagao do aerogerador. Em
todas as fases da estrutura, as métricas do modelo devem ser calculadas e avaliadas quanto ao

desempenho e ao overfitting.

Figura 68 - Visdo geral do framework
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Na primeira etapa propoe-se a realizacdo de modelagem e testes com dados sintéticos,
com caracteristica monotdnica, com oscilagdo senoidal e ruido aleatorio presente no sinal e pelo
menos um periodo de falha incluido. O periodo de falha ¢ caracterizado pelo alcance de limites

superiores ou inferiores para uma determinada grandeza medida. As estimativas da VUR, feitas
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pelos modelos em teste, deverdo ser calculadas com valores pontuais, desconsiderando a

incerteza.

Figura 69 - Etapas detalhadas do framework.
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Na segunda etapa, a modelagem e os testes devem ser realizados utilizando medigdes
de grandezas em bancada (testes de falha acelerados) ou em condigdes reais de operagdo até o
final da vida util de um determinado componente utilizando conjuntos de dados publicos, por

exemplo, Dados de rolamentos definido em IMS (LEE et al., 2007), NASA, Mathworks/GPMS
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(MATHWORKS INC.; BECHHOEFER, 2017). Nesta fase, apenas devem ser calculados
também os valores pontuais da VUR, sem estimar a incerteza para verificar a capacidade do
modelo realizar a estimativa.

A terceira etapa € opcional e depende da possibilidade de realizar medigdes intensivas
de quantidades de dados de entrada de determinados componentes com taxa de aquisicao
superior a comumente encontrada nos sistemas SCADA e CMS com sensores e sistemas de
aquisicdo dedicados. O processamento dos dados devera ser realizado em sistema separado do
SCADA e do CMS. Nesta fase, uma etapa de validacdo cruzada deve ser incluida antes dos
testes para ajustar os hiperparametros dos modelos. As estimativas da VUR, feitas pelos
modelos no teste, deverdo ser calculadas com valores pontuais e computando a incerteza.

A quarta etapa do framework deve utilizar conjuntos de dados de maior complexidade,
preferencialmente de pelo menos 4 aerogeradores em condigdes reais de operagdo, também
recomendado por BARBER et al., (2023). Modelagem, valida¢do cruzada e testes com os
modelos devem ser realizados. Novamente, as estimativas da VUR deverdo conter o calculo da
incerteza.

Na quinta etapa, que € opcional, propde-se que seja feita uma combinacao dos melhores
modelos e utilizados conjuntos de dados de maior complexidade, preferencialmente de pelo
menos 4 aerogeradores em condigdes reais de operacdo. As estimativas da VUR deverdo
novamente apresentar o calculo da incerteza.

A abordagem de aumento gradual da complexidade dos dados para estimativa de VUR
busca permitir a compreensao do comportamento dos modelos e métricas nas estimativas da
VUR, incluindo a incerteza com foco no desenvolvimento de modelos capazes de generalizar

a dindmica de degradacao dos componentes do aerogerador.
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6. CONCLUSOES E TRABALHOS FUTUROS

Nesta secao, apresentamos as principais conclusdes das investigacdes realizadas, a partir
do estudo do estado da arte e dos resultados obtidos com os modelos de aprendizagem de
maquina desenvolvidos. Também sdo propostas algumas diregdes para trabalhos futuros na area
de estimativa da VUR de aerogeradores.

A revisdo da literatura, apresentada no Capitulo 2, identificou as principais fontes de
dados, as técnicas de pré-processamento, os tipos € métodos utilizados para a estimativa da
VUR, os horizontes temporais dessas estimativas, os métodos calculo incerteza da VUR e os
principais modos de falha abordados.

Na revisao da literatura foram identificadas as lacunas e as propostas para preencher

elas e contribuir cientificamente apresentadas na Tabela 19.

Tabela 19 - Lacunas identificadas e propostas deste trabalho

Lacuna

Propostas

Caréncia de discussdo sobre a quantidade de dados
e a capacidade de generalizagdo, com vistas ao
sobreajuste de métodos de estimativa da VUR.

Auséncia de uma classificacdo da capacidade de
generalizacdo dos modelos de estimativa da VUR
aplicados em aerogeradores.

Baixa disponibilidade de dados publicos (brutos ou
tratados) adequados para desenvolvimentos de
métodos de estimativa de VUR de aerogeradores.

Inexisténcia de um framework para o
desenvolvimento de métodos para estimativa da
VUR usando dados com aumento gradual de
complexidade.

Discussdo do tema no ambito dos modelos de
estimativa de VUR para aplicacdo na industria edlica
e proposicdio de um método de criacdo de
subconjuntos de dados para as etapas de treinamento,
validagao e teste.

Proposta de utilizagdo de uma classificacdo ca
capacidade de generalizacdo com base na quantidade
de dados de diferentes aerogeradores para construgdo
dos modelos de AM.

Criagdo de banco de dados publicos e abertos de
séries temporais de diferentes sistemas de
monitoramento  de  aerogeradores  para 0
desenvolvimento de modelos de VUR

Proposi¢do de um framework que use diferente fontes
de dados para criagdo, treinamento, validagdo e testes
de modelos de AM para estimava da VUR de

aerogeradores.

Uma contribui¢do significativa deste trabalho, especifica para area de aerogeradores, foi
a proposicdo de uma classificacdo da capacidade de generalizagdo dos modelos inteligentes
usados na estimativa de VUR, considerando a quantidade de conjuntos de dados utilizados para
reduzir o sobreajuste (overfitting). Esta proposta preenche uma lacuna na literatura, que ainda
carece de discussdo sobre o volume minimo de dados, provenientes de diferentes aerogeradores
e de periodos mais longos de operagdo, conforme as boas praticas de generalizagdo, para obter

modelos com capacidade de generalizacao adequada para aplicagdo em aerogeradores.
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Destacou-se a escassez de conjuntos de dados publicos e a falta de dados sintéticos ou
experimentais, especificamente de aerogeradores, para avaliagcdo de métodos. E concluiu-se que
a disponibilizagdo de dados abertos pode impulsionar o desenvolvimento de modelos mais
eficazes e promover sinergia entre academia e industria, estimulando inovagdes no prognostico
de falhas e no gerenciamento da satde de aerogeradores (BARBER et al., 2023).

No que se refere aos modelos desenvolvidos e simulacdes realizadas, concluiu-se que o
uso de conjuntos de dados sintéticos e de benchmark permitiu uma avaliagao rapida e eficiente
do desempenho dos modelos, evidenciando suas capacidades de estimativa e métricas
associadas.

Também se desenvolveu e testou uma abordagem para realizar o progndstico de falhas
de rolamentos principais de aerogeradores, utilizando dados de temperatura do sistema
SCADA. Os dados de temperatura de 3 aerogeradores e diferentes modelos de regressao de
aprendizado de méaquina foram usados para estimar a VUR do mancal principal.

Os modelos propostos, testados em dados reais de trés aerogeradores localizadas no
nordeste do Brasil, apresentaram métricas MAE, MSE, RMSE e R2 Score satisfatorias nos
estagios de treinamento, validagdo e testes. Os resultados da simula¢do demonstraram que os
modelos (SVR, ETR, GBR e RFR) superaram a previsao da data da falha do equipamento, com
uma diferenca média de 20 dias e um maximo de 100 dias. O modelo ISOR se mostrou
inadequado para previsdo da VUR devido a sua capacidade de lidar com dados monotonicos,
nao sendo adequado para dados que contém informagdes sobre operacao, parada e retorno a
operacdo. O método de uso de subconjuntos de dados reais foi eficaz na mitigacdo do
sobreajuste (overfitting) devido os dados escassos dos aerogeradores. Outra contribuicdo
expressiva deste trabalho devido a disponibilidade limitada de dados de séries temporais sobre
falhas de mancais principais.

Concluiu-se que com a metodologia proposta que as estimativas conservadoras (SVR),
e assertivas (GBR) podem subsidiar um planejamento adequado da manutencdo, evitando
falhas catastroficas e reducdo da disponibilidade de usinas edlicas.

Outra conclusao deste trabalho, foi a proposi¢ao de um framework para estimar a VUR
usando dados reais de operagao de aerogeradores, que pode servir para o processo de
implantacdo e amadurecimento de métodos de progndstico de falha, com aumento gradual da
complexidade dos dados e modelos, com potencial impacto na cultura organizacional em

relagdo aos cuidados para coleta e analise de dados e do uso de tecnologias de IAI
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Enfatiza-se a importancia da colaboracdo entre industria e academia para aumentar a

disponibilidade de dados para prognoéstico de falhas de aerogeradores em repositdrios publicos,

permitindo o desenvolvimento de modelos mais robustos e eficazes.

6.1. TRABALHOS FUTUROS

Propdem-se como sugestoes de trabalhos futuros:

O desenvolvimento de uma estrutura que use dados sintéticos, dados de bancada
e dados reais para constru¢ao modelos mais complexos usando abordagens, de
aprendizagem profunda (deep learning), de combinacdo de modelos, de
autoencoders (GOODFELLOW; BENGIO; COURVILLE, 2016) ou de
modelos de linguagem de grande escala (large language models);

O desenvolvimento de modelos que consideram as incertezas das estimativas da
VUR para diferentes componentes dos aerogeradores;

O desenvolvimento de metodologias que considerem os fatores logisticos e seus
impactos nas estimativas da VUR para prognosticos de falhas mais complexos e
eficazes do ponto de vista das empresas interessadas;

O desenvolvimento de metodologias que consideram a influéncia e a relevancia
das estimativas da VUR de componentes de aerogeradores para a gestdo da
manutencdo e planejamento de paradas gerais de usinas eoélicas e/ou
manutengdes oportunisticas de componentes com vida til proxima do fim

O desenvolvimento de uma metodologia para determinacdo dos requisitos
desejaveis (necessarios) — qualitativos e quantitativos — para os conjuntos de
dados de entrada (CMS, SCADA ou outros) para realizagdo do progndstico de
falha de componentes de aerogeradores, que considere a estimativa da VUR e
incerteza.

O desenvolvimento de modelos de inteligéncia artificial que consigam
classificar e indicar a possibilidade de utilizagdo de conjuntos de dados de
entrada (CMS, SCADA ou outros) para realizacdo das etapas de detecgao,

diagnostico e prognostico de falhas em aerogeradores

6.2.ARTIGOS PUBLICADOS
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Apresenta-se abaixo a lista de artigos, publicados ou submetidos, em periddicos ao

longo do desenvolvimento deste trabalho.

Periddicos

VIEIRA, J. L. de M.; FARIAS, F. C.; OCHOA, A. A. V.; DE MENEZES, F. D
COSTA, A. C. A. da; DA COSTA, J. A. P.; DE NOVAES PIRES LEITE, G.; VILELA, O. de
C.; DE SOUZA, M. G. G.; MICHIMA, P. S. A. Remaining Useful Life Estimation Framework
for the Main Bearing of Wind Turbines Operating in Real Time. Energies, v. 17, n. 6, p. 1430,
2024. Disponivel em: https://doi.org/10.3390/en17061430

Submetidos (peridédicos)
VIEIRA, J. L.de M.; LEITE, G. D. N. P.; OCHOA, A. A. V.; COSTA, A.C. A. da; DA
COSTA, J. A. P.; VILELA, O. de C. Wind turbines prognostic review: success, perspectives,

and obstacles. Renewable and Sustainable Energy Reviews. 2024.

Submetidos (eventos)
NETO, SAMUEL, B. D G.; LEITE, G. D. N. P.; VIEIRA, J. L. de M.; OCHOA, A. A.
V.; DROGUETT, E. L.; COSTA, A. C.A D.; SOUZA, M. G. G. D. Main bearing degradation

prediction in wind turbines via quantum support vector machine regression. LVI Simpésio

Brasileiro de Pesquisa Operacional. Fortaleza. 2024,
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APENDICES
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ETR: Métricas MAE, MSE e RMSE VUR Dados sinteticos
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Meétricas dos modelos para cada split — Dados Mathworks/GPMS
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