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RESUMO

Uma das vias industriais de producdo do etanol combustivel consiste na
fermentacdo alcodlica do caldo de cana-de-acucar. Infelizmente, a contaminagao
microbiana do caldo por fungos e bactérias pode interferir neste processo,
acarretando em uma diminuicdo na producgao de etanol e perda de eficiéncia. Sendo
assim, estratégias para identificar e evitar a contaminagdo estdo sendo bastante
utilizadas nesse tipo de industria. Nesse ambito, o aprendizado de maquina surge
como uma importante ferramenta, sendo um dos principios da Industria 4.0. O
presente trabalho visa o estudo dos diferentes pardmetros que interferem na
fermentacdo e a aplicacdo de um modelo de aprendizado de maquina na detecgao
de contaminagdo em processos fermentativos. Para isso, foram realizados
experimentos variando a fonte de carbono, a concentracdo de substrato e a
auséncia ou presenca de contaminagao bacteriana. Verificou-se uma reducdo na
conversdo de substrato em etanol nos casos com contaminagdo. Entdo, foram
realizadas simulagbes de um modelo cinético a fim de gerar um grande numero de
dados para a aplicacdo de modelos de aprendizado de maquina. Também foi
proposta uma modificacdo nesse modelo para simular a contaminagado no processo
fermentativo. Por fim, o modelo de redes neurais do tipo perceptron multicamadas foi
utilizado para o problema de classificagcao binaria, com ou sem contaminagao, dos
dados provenientes das simulagdes. Observou-se uma alta acuracia do modelo.
Aplicou-se a metodologia de validag&o cruzada e a sintonizag&o de hiperparametros,
obtendo resultados ainda melhores, os quais foram comparados com a performance
de outros modelos de classificagdo. Com isso, foi possivel perceber o grande
potencial da aplicagdo de modelos de aprendizado de maquina em processos

industriais.

Palavras-chave: aprendizado de maquina; cinética; contaminacio; fermentacao

alcodlica; simulacao.



ABSTRACT

One of the industrial routes for producing fuel ethanol consists of the alcoholic
fermentation of sugarcane juice. Unfortunately, microbial contamination of the broth
by fungi and bacteria can interfere in this process, resulting in a decrease in ethanol
production and loss of efficiency. Therefore, strategies to identify and avoid
contamination are widely used in this type of industry. In this context, machine
learning emerges as an important tool, which is one of the principles of Industry 4.0.
The present work aims to study different parameters that affect fermentation and the
application of a machine learning model to detect contamination in fermentation
processes. Hence, experiments were carried out varying the carbon source,
substrate concentration and in absence or presence of bacterial contamination.
There was a reduction in the conversion of substrate to ethanol in cases with
contamination. Then, simulations of a kinetic model were carried out in order to
generate a large number of data for the application of machine learning models. A
modification of such model was also proposed to simulate contamination in the
fermentation process. Finally, a multilayer perceptron neural network model was
used for a binary classification problem, with or without contamination, of data from
simulations. A high accuracy of the model was observed. The cross-validation
methodology and hyperparameter tuning were applied, obtaining even better results,
which were compared with the performance of other classification models. In this
regard, it is clear the great potential of applying machine learning models in industrial

processes.

Keywords: alcoholic fermentation; contamination; Kkinetics; machine learning;

simulation.
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1 INTRODUGAO

A fermentacdo é um processo amplamente utilizado na industria, por
exemplo, na area de alimentos temos a produgao de vinhos, cervejas e paes, e na
industria de combustiveis, a geragcéao de bioetanol. Referente a esse ultimo processo,
o Brasil é responsavel por 27,5% da produgdo mundial de etanol, cuja matéria-prima
principal é a cana-de-agucar (Vidal, 2022).

Varios fatores podem interferir no rendimento de producao do etanol, como as
concentragdes de agucares, a temperatura, o pH e a salinidade do meio (Americano
da Costa et al., 2014). Além disso, a conversdo de substrato em etanol pode ser
comprometida, caso haja contaminag&o por outros microrganismos, gerando baixa
produtividade. Ademais, para resolver esse ultimo problema, havera a necessidade
de esterilizagdo dos equipamentos, resultando em parada na producgao (Seo et al.,
2020). Sendo assim, estratégias de controle e identificagdo de interferéncias estao
sendo cada vez mais utilizadas nesse tipo de industria.

Aliada a eficiéncia produtiva, a simulacdo de processos industriais permite a
otimizacao das condi¢cdes de operagao, maximizando a capacidade de producdo. O
uso dessa ferramenta implica no desenvolvimento de um modelo matematico que
represente a dindmica da operagdo. Varios modelos foram propostos para a
fermentacao alcodlica, utilizando diferentes fontes de carbono e em temperaturas
distintas (Liu et al., 2014; Oliveira; Oliveira; Tacin; Gattas, 2016).

Um conceito inovador surgiu em 2011, com a definicdo da industria 4.0.
Segundo Canas, Mula, Diaz-Madrofiero e Campuzano-Bolarin (2021), ele se baseia
na flexibilidade dos sistemas de producao, na sua capacidade de tomar decisdes de
maneira inteligente, de se auto configurar, manter e projetar de maneira sustentavel,
com ou sem auxilio humano, por meio de modelos, algoritmos e heuristicas.

Nesse cenario, a inteligéncia artificial surge como uma importante ferramenta.
O aprendizado de maquina, uma das técnicas de inteligéncia artificial, vem sendo
aplicado no desenvolvimento de sensores virtuais, no monitoramento de processos e
na predicdo de parametros (Zhu; Rehman; Wang; Shahzad, 2020; Barchi et al.,
2016; Roell et al., 2022). Ainda, a detecgéo de falhas no processo produtivo ja € uma
realidade (Lo; Flaus; Adrot, 2019).

Redes neurais artificiais consistem em um modelo de aprendizado de

maquina que pode ser aplicado tanto em problemas de classificagcdo quanto de
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clusterizacdo. Esse método pode ser utilizado na identificacdo de falhas em um
processo industrial (Heo; Lee, 2018).

No entanto, muito ainda pode ser desenvolvido nessa area, tanto a nivel dos
modelos e da capacidade de processamento quanto a nivel de aplicagdo na
industria. Dessa forma, esse trabalho de conclusédo de curso apresenta os seguintes

objetivos geral e especificos:

1.1 OBJETIVO GERAL

Desenvolver modelo de aprendizado de maquina a partir de amostras obtidas
através de experimentos e de modelo para identificacdo de problemas no processo
de fermentacao alcodlica industrial.

1.2 OBJETIVOS ESPECIFICOS

Dentre os objetivos especificos propostos neste trabalho podemos destacar:

e Realizar cinco fermentagdes alcodlicas em diferentes condigdes, variando a
fonte de carbono e a existéncia de contaminagao bacteriana;

e Determinar os parametros da fermentagdo alcodlica em diferentes
concentragdes de glicose;

e Simular um modelo cinético em diferentes condigbes para gerar varios perfis
de consumo de substrato, formacgao de produto e crescimento microbiano;

e Propor um modelo de aprendizado de maquina para identificar possiveis
problemas no processo industrial de fermentacéo alcodlica.
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2 REVISAO DA LITERATURA

2.1 FERMENTAGAO

A fermentacdo consiste em reacbes catabdlicas realizadas por
microrganismos, ou seja, reagdes quimicas catalisadas por enzimas que resultam
em produgcado energética (Tortora; Funke; Case, 2017). A decomposi¢cdo de
carboidratos € a mais comum dessas reacdes, as quais envolvem a movimentagao
de elétrons ao longo de uma cadeia. Diferentemente da respiragéo celular, em que o
oxigénio é a molécula receptora final desses elétrons, moléculas organicas como o
piruvato e a acetilcoenzima A sdo os receptores finais durante a fermentacao
(Voidarou et al., 2020). Além disso, a respiragao ocorre em condi¢cdes aerobias e a
fermentacdo em condigbes anaerobias.

A depender do substrato e da espécie de microrganismo, o processo de
oxidagdo dos acucares pode seguir diferentes vias. Para microrganismos
homofermentativos, a via de Embden—Meyerhof—Parnas (EMP) é a mais comum. Ja
0s microrganismos heterofermentativos utilizam a via da fosfocetolase (Voidarou et
al., 2020).

A via EMP, também conhecida como glicdlise, é a primeira etapa tanto da
respiracao celular quanto da fermentacgéo. A partir dela, uma molécula de glicose é
convertida em duas moléculas de piruvato. Sdo duas as etapas que compdem essa
via (Figura 1). A primeira consiste em uma fase preparatoria, que ocorre com
consumo de duas moléculas de ATP para produgao de gliceraldeido-3-fosfato (Lee;
Cho; Choi; Woo, 2021). Ja a segunda compreende as reagdes redox com produgao
de piruvato e formacao de quatro moléculas de ATP e duas de NADH. Dessa forma,
a glicdlise resulta em um saldo positivo de duas moléculas de ATP, geradas por
meio da fosforilag&o a nivel de substrato (Madigan et al., 2016).

Para que o processo de glicélise ocorra novamente, as duas moléculas de
NADH produzidas devem ser novamente convertidas a NAD+. Em microrganismos
fermentativos, isso ocorre em uma terceira etapa, que corresponde a conversao do
piruvato em diferentes produtos a depender do microrganismo em questdo (Madigan
et al., 2016).
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Figura 1 — Via de Embden-Meyerhof-Parnas: descri¢gao das etapas, intermediarios e reag¢ao global
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Fonte: Madigan et al. (2016).

Os principais microrganismos fermentadores sdo as bactérias produtoras de
acido latico, as leveduras e os bolores (Sharma et al., 2020). Para as bactérias
lacticas, o produto final da fermentacdo é o lactato, obtido através da redugao do
piruvato. Ja as leveduras produzem etanol e gas carbdnico (Madigan et al., 2016). O
Quadro 1 traz os produtos finais da fermentagao por diferentes microrganismos.

Quadro 1 — Microrganismos e seus produtos finais da fermentacéo

Microrganismos Produtos finais da fermentacgao
Leveduras Alcool
Bactérias laticas (Lactobacillus spp. etc.) Acido latico (homo e
heterofermentacao)
Clostridium spp., Butyrivibrio spp., Acido butirico
Bacillus spp. e outros anaerobios
Propionebacterium spp., Veilonella spp., Acido propidnico
Bacteroides spp., algumas Clostridia spp
Acetobacter spp., Gluconobacter spp., Acido acético
Bacillus subtilis
Enterobacteriaceae (Escherichia spp., Acidos mistos (acido acético, férmico,
Enterobacter spp., Salmonella spp.) lactico, succinico)

Adaptado de: Voidarou et al. (2021).
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Esses produtos sao bastante explorados industrialmente. Na industria
alimenticia, estdo envolvidos na producédo de iogurtes, paes, salames e bebidas
alcoolicas, entre outros (Sharma et al., 2020). Além disso, a industria de
combustiveis também utiliza a fermentagao alcoodlica para produgdo de bioetanol.
Nesse aspecto, o Brasil encontra-se como o segundo maior produtor mundial de

bioetanol, correspondendo a 27,5% do cenario global (Vidal, 2022).

2.1.1 Produc¢ao industrial de bioetanol

A obtencdo de bioetanol pode ser dividida em trés processos: o pré-
tratamento da matéria-prima, a hidrolise dos agucares e a fermentacéo (Tse; Wiens;
Reaney, 2021). A depender do tipo da matéria-prima utilizada, o pré-tratamento é
necessario para gerar agucares que podem ser utilizados na fermentacgao,
aumentando a velocidade do processo.

No Brasil, o etanol &€ majoritariamente produzido a partir da cana-de-agucar.
Através da aplicacdo de pressao ou do processo de difusdo, o suco da cana €
extraido e segue para a etapa de clarificagdo. Entdo, a formagado dos cristais de
sacarose ocorre através da evaporagéo desse suco clarificado. Apds centrifugacéo,
os cristais de sacarose sao coletados e 0 melago € formado, o qual possui uma alta
concentragdo de sacarose, glicose e frutose (Basso; Basso; Rocha, 2011). Dessa
forma, a etapa de hidrdlise ndo é requerida. No processo de produgcao de etanol,
podem ser utilizados o suco, o melago ou uma combinacéo dos dois.

A fermentacao industrial ocorre em equipamentos chamados de biorreatores.
Esse processo pode ocorrer de forma continua ou em bateladas, com ou sem
alimentagao. Ainda, o meio no qual os microrganismos crescem pode ser liquido,
solido ou um mosto com alta concentracdo de acgucar. A escolha do modo de
operacao e da caracteristica do meio deve ser feita de acordo com as caracteristicas
da matéria-prima e do microrganismo utilizado, além de uma andlise financeira
apropriada (Tse; Wiens; Reaney, 2021). Na maior parte das destilarias brasileiras, a
produgdo ocorre em batelada alimentada e em meio liquido, caracterizando uma

fermentacdo submersa (Varize et al., 2022).
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2.1.1.1 Microrganismos envolvidos na produgéao industrial de bioetanol

Grande parte das leveduras pode realizar a fermentacéo alcodlica, sendo a
Saccharomyces cerevisiae a mais utilizada industrialmente. Isso ocorre devido a sua
capacidade de se desenvolver na presenga ou nao de oxigénio e a sua alta
tolerancia ao etanol (Tse; Wiens; Reaney, 2021).

Ao longo desse processo, 0s microrganismos estdo sujeitos a inumeros
fatores que podem levar a uma redugao na producido de etanol, a produgdo de
subprodutos indesejaveis, a contaminagdo microbiana, entre outros (Tse; Wiens;
Reaney, 2021). Dentre os principais fatores, pode-se ressaltar as concentragdes de
agucares, a temperatura, o pH e a salinidade do meio (Americano da Costa et al.,
2014; Devos; Colla, 2022). As leveduras da espécie Saccharomyces cerevisiae, por
exemplo, apresentam uma melhor eficiéncia na presenga de glicose em comparagao

a frutose (Tse; Wiens; Reaney, 2021).

2.1.1.2 Contaminacéo microbiana na producgao industrial de bioetanol

Segundo Seo et al. (2020), a falta ou a baixa eficiéncia da esterilizagado do
meio contendo a fonte de carbono utilizada na fermentacéo industrial e a reutilizagao
das leveduras ap6s centrifugacao tornam tais processos sujeitos a contaminagao por
outros microrganismos. Sabe-se que esses microrganismos podem ser leveduras,
como as dos géneros Dekkera, Schizosaccharomyces e Candida, ou bactérias,
especialmente as produtoras de acido latico.

A contaminagdo por bactérias produtoras de acido latico gera uma
competicdo por nutrientes com a levedura, além da produgcdo de metabdlitos que
podem reprimir a fermentagdo (Tse; Wiens; Reaney, 2021). Essa repressdo é
observada na forma de redugao da producido de etanol, formacdo de espuma no
meio, floculacdo e diminuicdo na viabilidade das células de levedura. Esses
microrganismos contaminantes suportam condi¢bes adversas como concentragdes
altas de etanol, agucar e a acidez do meio. Dentre os microrganismos, as bactérias
produtoras de acido latico sdo as mais encontradas em casos de contaminagcdo do
processo de fermentacgao alcodlica (Branco; Diniz; Albergaria, 2022).

Vérias estratégias foram desenvolvidas para minimizar os riscos de

contaminagao bacteriana no processo fermentativo. A lavagem das células a serem
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reutilizadas com uma solugao de acido sulfurico é bastante empregada para esse
fim. No entanto, a viabilidade das leveduras pode ser bastante reduzida apds varios
ciclos. Antibidticos também sao comumente utilizados, mas a questao da resisténcia
a partir de mutagdes torna-se um problema recorrente. Uma alternativa € o uso de
produtos naturais com acdo antimicrobiana, como materiais lignoceluldsicos
provenientes de biomassa vegetal, acidos extraidos de lupulo e quitosana obtida da

casca de camardes e caranguejos (Seo et al., 2020).

2.1.2 Cinética de um processo fermentativo

Um modelo cinético do processo de fermentagcdo alcodlica constitui uma
descricdo matematica do crescimento celular das leveduras, do consumo dos
agucares e da producgédo de etanol ao longo do tempo. Esses modelos podem ser
fenomenolégicos, sendo obtidos a partir das equagdes diferenciais que descrevem o
processo, ou empiricos, obtido por meio do ajuste de dados experimentais (Du et al.,
2022).

Primeiramente, € necessaria a descricdo dos balancos materiais para cada
componente. Em um processo de fermentacdo em batelada, tem-se que a taxa de
acumulo é igual a taxa de consumo ou de formagao, uma vez que n&o ha entrada e
saida de material. Considerando o volume constante ao longo da fermentagao, os
balancos materiais para as células, o substrato e o produto equivalem as equacodes
1, 2 e 3, respectivamente (Zanardi; Carvalho; Costa Junior, 2016). Nelas, a
concentracdo de biomassa corresponde a variavel X, a concentracdo de substrato a
variavel S e a concentracido de produto a variavel P. Ainda, as constantes Yxis € Ypis

equivalem as conversdes de substrato em células e em biomassa, respectivamente.

ax (1)
ar ~H

ds 1 dX (2)
dt Yy dt

dP 1 dX (3)

I T dt
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O modelo de Monod é bastante utilizado para descrever o crescimento
microbiano (Monod, 1949). Segundo ele, a velocidade especifica de crescimento ()

€ uma fungao da concentragédo do substrato limitante, a qual pode ser expressa pela

equacao 4.
— P‘maxS (4)
K=k +s

S&o duas as constantes presentes nesse modelo. A primeira consiste na
velocidade especifica maxima de crescimento microbiano (u,,.,) € a segunda
corresponde a concentragdo de substrato na qual a velocidade é igual a metade da
velocidade maxima (K,,). Graficamente, essas constantes podem ser determinadas
a partir da linearizacao de Lineweaver-Burk (Lineweaver; Burk, 1934).

Apesar do crescimento microbiano depender da ocorréncia de diversos
processos enzimaticos simultaneamente, é bastante comum simplifica-lo como um
processo enzimatico descrito pelo modelo de Michaelis-Menten e com um Unico
substrato (Amirian; Irwin; Finkel, 2022). Ainda, tem-se que, em condigbes de
saturagcao de substrato, o crescimento microbiano apresenta uma cinética de ordem
zero e que, em condicées de escassez de substrato, esse processo consiste em
uma cinética de primeira ordem (Xu, 2020).

Desde que foi desenvolvido, foram propostas diversas modificagcdes para o
modelo de Monod. Zentou et al. (2021) propuseram uma modificagdo a fim de levar
em consideragdo a inibicdo por subprodutos da fermentagcdo. A limitacdo de
substrato e a inibicdo por substrato e produto foram incorporadas ao modelo de
Monod por Oliveira, Oliveira, Tacin e Gattas (2016), sendo validado com dados de
fermentacdo alcodlica em batelada do caldo de cana-de-agucar utilizando a
Saccharomyces cerevisiae.

Também, outros modelos mais robustos foram desenvolvidos a fim de
adequar melhor diferentes condicdes. Liu et al. (2014) propuseram um modelo para
a producao de etanol por leveduras da espécie Saccharomyces cerevisiae, que leva
em consideracdo o efeito da temperatura no processo de sacarificacédo e
fermentacao simultanea.

Sonego et al. (2016) estudaram o uso do modelo hibrido Andrews-Levenspiel

para representar o processo de fermentacao extrativo, operando em batelada
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alimentada com extracdo de dioxido de carbono. Ainda, Rivera et al. (2013)
propuseram um procedimento para otimizagdo dos parametros cinéticos do
processo fermentativo baseados em algoritmos genéticos, os quais podem ser
considerados métodos de inteligéncia artificial.

A modelagem da cinética da reacdo é necessaria para possibilitar a
simulagcdo desses processos, a qual permite uma analise de efeito das varias
variaveis envolvidas. Sendo assim, é uma ferramenta bastante utilizada na

otimizacdo das condigbes de operagao (Borges, 2008).

2.2 INTELIGENCIA ARTIFICIAL

Métodos de inteligéncia artificial consistem em algoritmos computacionais
que, a partir da interpretacdo de um conjunto de dados complexos, e nao
necessariamente correlacionados, podem se adaptar de forma a realizar tarefas
especificas ou atingir metas (Haenlein; Kaplan, 2019). Nesse ramo, o aprendizado
de maquina, ou machine learning, € um dos métodos mais utilizados. A partir de
modelos matematicos construidos com base em dados de treinamento, algoritmos
de aprendizado de maquina podem fazer predicbes ou ainda tomar decisdes
(Khanzode; Sarode, 2020).

O uso dessa técnica, se bem ajustada para o problema, traz inumeros
beneficios, como uma maior velocidade em realizar tarefas quando comparado a
humanos, uma maior taxa de sucesso com menores erros € a possibilidade de
resolver problemas complexos e de descobrir novas correlagdes (Khanzode; Sarode,
2020).

2.2.1 Algoritmos de inteligéncia artificial

Os algoritmos de aprendizado de maquina podem ser divididos em quatro
categorias: aprendizagem supervisionada, n&o supervisionada, semi-supervisionada
e por reforco. A aprendizagem supervisionada consiste na comparagado entre o
resultado esperado e o obtido através do modelo (Das; Dey; Pal; Roy, 2015). Sendo
assim, o conjunto de dados de treinamento utilizado possui um rétulo, e a
determinagdo desse rétulo € o objetivo do modelo (Sarker, 2021). Esse tipo de

metodologia é bastante utilizado para problemas de classificagdo, nos quais se quer
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separar os dados em diferentes classes, e de regressdo, cujo rotulo a ser
determinado € um valor real (Nasteski, 2017).

Ja a aprendizagem nao supervisionada se baseia na exploragdo de dados
nao rotulados, a fim de identificar padrdes, separar em grupos e explorar o conjunto
de dados. Dessa forma, esses modelos sdo empregados em problemas de
clusterizagdo, em que se quer agrupar dados com caracteristicas semelhantes.
Ainda, a aprendizagem semi-supervionada se trata de uma combinagédo entre os
dois tipos anteriores, sendo utilizada em problemas de classificagao e clusterizacao
em que existem poucos dados rotulados (Sarker, 2021).

Por fim, a aprendizagem por reforco consiste na avaliagdo automatica da
acao que melhora a eficiéncia com base em um determinado contexto ou ambiente.
A decisao é tomada de forma a aumentar uma fungdo recompensa ou minimizar o
risco. Além de problemas de classificacdo, pode ser utilizada no controle de
variaveis, no ambito da automacéao e otimizagao de processos (Sarker, 2021).

A validagcédo desses modelos deve ocorrer com um conjunto de dados novos,
ou seja, que nao foram utilizados para treinar o modelo. No entanto, a
indisponibilidade de conjuntos de dados muito grandes pode dificultar essa tarefa.
Uma solucdo bastante utilizada consiste na validagdo cruzada, em que o
treinamento ocorre iterativamente e, em cada iteragdo, uma parte diferente dos
dados é utilizada para o treino e outra para validagdo. Dessa forma, todo o conjunto
de dados € utilizado para ambas as tarefas (Vabalas; Gowen; Poliakoff; Casson,
2019).

Muitos modelos ja foram desenvolvidos e encontram-se disponiveis em
diversas bibliotecas, como a scikit-learn da linguagem Python (Pedregosa et al.,
2011). Para problemas de classificagdo, exemplos de modelos bastante utilizados
sdo o classificador k-vizinhos mais proximos, a regresséo logistica, o classificador
Gradient Boosting, o classificador arvore de decisdo e o classificador florestas
aleatérias (Khan et al.,, 2022; Phillips; Cripps; Lau; Hodkiewicz, 2015; Safari;
Parvinnia; Haddad, 2021). Outro modelo muito comum consiste nas redes neurais

artificiais.
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2.2.1.1 Redes neurais artificiais

Redes neurais artificiais constituem um modelo de aprendizado de maquina
que tenta mimetizar o comportamento do sistema nervoso biologico. Ele pode ser
aplicado a problemas de classificagdo, regressdo e clusterizagdo. Nele, cada
unidade de processamento local recebe uma entrada, a qual € multiplicada por um
valor ou peso. Entdo, a soma ponderada das entradas recebidas passa por uma
funcdo de ativacdo que gera uma saida (Mohamed, 2017). A partir da combinagéo
de varias dessas unidades de processamento, obtém-se uma rede conectada em
qgue o aprendizado ocorre pelo ajuste desses pesos (Lo; Flaus; Adrot, 2019).

A partir desse principio, foram desenvolvidos outros modelos mais robustos
com a implementacdo de varias camadas de unidades de processamento. Um
bastante popular é o perceptron multicamadas (MLP), formado por uma camada de
entrada, uma ou mais camadas ocultas e uma camada de saida (Sarker, 2021).
Nesse caso, a camada de saida pode ser entendida como a probabilidade de
determinada entrada pertencer a cada uma das classes disponiveis, sendo
selecionada a maior (Heo; Lee, 2018). A Figura 2 traz um esquema do
funcionamento desse método, sendo cada um dos nds equivalente a uma unidade

de processamento.

Figura 2 — Esquema de um modelo de redes neurais artificiais com varias camadas de
unidades de processamento
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Esse modelo pertence a uma nova categoria de algoritmos de aprendizado de
maquina, conhecido com aprendizado profundo ou deep learning. Os métodos de
aprendizado profundo apresentam um 6timo desempenho no contexto de dados
cada vez mais numerosos, e um melhor detalhamento deste ponto pode ser
encontrado no trabalho de Torres et al. (2021).

Um problema para o qual podemos aplicar os algoritmos descritos é o de
classificagdo, comumente encontrado na industria, na deteccdo de falhas de um
processo produtivo. Nesse viés, Heo e Lee (2018) propuseram um modelo para o
diagnodstico de falhas em um processo industrial, utilizando redes neurais artificiais,
que obteve uma acuracia de 97,26%, demonstrando o poder dessa ferramenta para
auxiliar no controle de falhas e na automatizacéo para corregao de processos.

A aplicagdo desse modelo de inteligéncia artificial na industria € vantajosa
devido a sua habilidade de se adaptar a novos cenarios e de lidar com dados cujo
ruido é alto. No entanto, a demora no tempo de treino desses algoritmos e a
necessidade de grande numero de dados podem ser empecilhos para certos casos
(Ray, 2019). Dessa forma, pesquisas estdo sendo elaboradas para facilitar a

implementacédo de métodos de inteligéncia artificial na industria.

2.3 INDUSTRIA 4.0

A producéao industrial evoluiu de acordo com o desenvolvimento de novas
tecnologias. A Primeira Revolugéo Industrial permitiu 0 aumento produtivo a partir do
uso de maquina movidas a agua ou vapor. A Segunda Revolugao Industrial consistiu
na utilizagdo de energia elétrica, permitindo a produgdo em massa. Ja a automagao
da producao levou a Terceira Revolugao Industrial (Xu; Xu; Li, 2018). No entanto, as
mudangas promovidas pela integragdo entre producdo e conectividade em rede
configuram o inicio de uma nova revolugao industrial.

Nesse cenario, o conceito de industria 4.0 surgiu em 2011 e pode ser definido
como um sistema de producgéo flexivel, capaz de utilizar modelos, algoritmos e
heuristica para tomar decisées, com ou sem ajuda humana, de maneira inteligente,
e de se auto manter, projetar e configurar de forma sustentavel (Canas; Mula; Diaz-
Madronero; Campuzano-Bolarin, 2021). Sendo assim, métodos de inteligéncia
artificial e aprendizado de maquina podem ser considerados imprescindiveis para a

revolug&o das industrias inteligentes (Cioffi et al., 2020).
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As aplicacbes desses métodos sido bastante variadas na industria. Um
excelente exemplo é o desenvolvimento de sensores virtuais, que permitem a
determinacdo indireta, em tempo real, de variaveis de dificil medi¢cdo. Isso é
realizado pela aplicacdo de modelos matematicos a dados de variaveis facilmente
detectadas (Zhu; Rehman; Wang; Shahzad, 2020). Ainda, algoritmos de
aprendizado de maquina podem ser utilizados na predigao de variaveis de processo,
como a velocidade de produgédo de determinada substancia, quando a modelagem
matematica do processo em si € um desafio (Roell et al., 2022).

Outra area em que o aprendizado de maquina traz inumeros beneficios é a
deteccao de anomalias em processos industriais. A partir de dados obtidos através
de sensores, modelos podem ser desenvolvidos para reconhecer comportamentos
anormais, os quais podem ser causados por falhas nos equipamentos e nos
sistemas de controle, problemas na matéria-prima, entre outros (Lo; Flaus; Adrot,
2019). Sendo assim, a rapida localizagao e identificagdo da causa dessas falhas

permite uma resposta mais eficaz.



32

3 METODOLOGIA

Os experimentos de fermentacdo foram realizados no Laboratério de
Microbiologia (DEQ-UFPE), as analises de etanol e agucares foram realizadas no
Laboratério de Cromatografia Instrumental (DEQ-UFPE) e a metodologia tedrica foi
desenvolvida no Laboratério de Modelagem Molecular e Métodos Computacionais
avancgados (DQF-UFPE).

Para melhor compreensao deste trabalho, foram realizados quatro estudos.
No primeiro (Etapa 1), foram realizadas fermentagbes com diferentes fontes e
concentracdo de carbono, bem como fermentacdo com levedura isolada e com
cultura mista de levedura e bactéria. A adicdo da bactéria tem o propdsito de simular
uma fermentacdo com contaminagdo bacteriana. No segundo estudo (Etapa 2),
foram realizadas fermentagdes variando a concentragao de glicose, usando métodos
de analises diferentes dos usados na Etapa 1 para determinar a biomassa e as
concentragdes de glicose e etanol. Aliado a essa variagdo de glicose, foram
calculados os paréametros da fermentacéo.

Ja a Etapa 3 consistiu na simulacdo de um modelo cinético de fermentacao
alcodlica para obtencdo de diversas curvas de crescimento microbiano, consumo de
substrato e formacdo de produto, as quais foram utilizadas como dados para o
modelo de aprendizado de maquina. Por ultimo, a Etapa 4 correspondeu a aplicagcao
de modelos de aprendizado de maquina na identificagdo de contaminacao
bacteriana em processos fermentativos. A Figura 3 traz um fluxograma da

metodologia utilizada.
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Figura 3 — Fluxograma da metodologia utilizada neste trabalho
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3.1 MATERIAIS

Para os experimentos de fermentagéo alcodlica, foram utilizados os seguintes
equipamentos e vidrarias: 5 erlenmeyers de 2 L, 5 balées volumétricos de 1 L, 5
erlenmeyers de 250 mL, 5 erlenmeyers de 125 mL, 80 béqueres de 5 mL, 40 pipetas
graduadas de 5 mL, um cromatdgrafo liquido de alta eficiéncia com detector de
indice de refracdo e coluna HPX-87H, uma balancga analitica de 4 casas decimais,
uma autoclave, uma estufa e uma balanca de 1 casa decimal. A composicdo do
meio de cultura foi a seguinte: 100 g/L de glicose, sacarose ou melago equivalente a
100 g/L de agucar, 2 g/L de extrato de levedura, 1 g/L de ureia, 1 g/L de KH2PO4, 0,5
g/L de MgS04.7H20 e agua destilada.

3.2 MICRORGANISMOS
Os microrganismos utilizados foram a levedura Saccharomyces cerevisiae e a

bactéria Bacillus clausii, presente no probidtico comercial Enterogermina®. Essa

ultima foi usada para simular contaminag¢ao nos biorreatores.
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3.3 ETAPA 1: PROCEDIMENTO EXPERIMENTAL PARA AVALIACAO DE
DIFERENTES CONDIGOES DE FERMENTAGAO

Nessa etapa do trabalho foram feitas cinco fermentagdes, variando as fontes
de carbono e inoculando a suspensdo de bactéria comercial (Enterogermina®) para
propor dois sistemas de fermentacdo alcodlica com contaminagdo. Assim, foram
preparados 10 L de meio de cultura contendo 10 L de agua destilada, 5,0039 g de
MgS0O4.7H20 (0,5 g/L), 10,0099 g de KH2PO4 (1 g/L), 10,0018 g de ureia (1 g/L) e
19,9916 g de extrato de levedura (2 g/L). Esse meio foi dividido em cinco amostras
de 2 L cada, e foram adicionadas 200 g de glicose (100 g/L) em trés, 200 g de
sacarose (100 g/L) em um e 240,9 g de melago cujo Brix era de 83% no ultimo. Essa
quantidade de melago foi adicionada para que houvesse equivaléncia em
quantidade de acgucar, mesmo que parte dos acucares do melaco ndo fossem

fermentaveis. Os cinco experimentos encontram-se descritos na Tabela 1.

Tabela 1 — Descrigao dos cinco experimentos realizados

Experimento Fonte de carbono Percentual em massa Percentual em
de levedura massa de bactéria
A Melaco 100% 0%
B Sacarose 100% 0%
C Glicose 100% 0%
D Glicose 75% 25%
E Glicose 50% 50%

Fonte: A autora (2023).

Dos 2 L de cada solugédo, 1350 mL foram adicionados aos erlenmeyers de 2
L, 450 mL foram adicionados aos bal6es de 1 L, 150 mL foram adicionados aos
erlenmeyers de 250 mL e 50 mL foram adicionados aos erlenmeyers de 125 mL. Por
fim, os meios foram esterilizados em autoclave a 121 °C e 1 atm por 15 minutos.

Entéo, foi realizada a preparagédo dos pré-indculos nos erlenmeyers de 250 e
125 mL. Para isso, foi feita uma suspensao de levedura com turbidez equivalente a
turbidez da suspensdo de bactéria comercial (Enterogermina®). Visto que a
embalagem da suspensao bacteriana indicava a presencga de 4.109 células, utilizou-
se 0 numero 4 da escala McFarland para a suspenséao de levedura, o qual equivale
a 12.108 células. Apo6s a inoculagdo, os erlenmeyers foram colocados na mesa

agitadora por 20 horas e meia.
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Passado esse tempo, foi realizada a transferéncia dos pré-indculos para os
erlenmeyers de 2 L e para os bal6es volumétricos de 1 L, nos quais foram realizados
os experimentos de cinética microbiana (Figura 4). Trés amostras de 5 mL cada
foram coletadas de duas em duas horas nas primeiras 12 horas e apo6s 24 horas do
inicio da fermentagdo. A cada amostragem, foi medida a variagdo da massa dos
baldes apds agitagdo para desprendimento do COz2, a qual foi considerada igual a

massa de CO2 formada.

Figura 4 — Cinco sistemas referentes aos cinco experimentos realizados
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Fonte: A autora (2023).

Para a medicdo do peso seco em cada amostra, oitenta béqueres foram
previamente tarados apés aquecimento em estufa a 100 °C por 24 horas. Entéo, as
amostras de 5 mL foram colocadas nos béqueres, sendo posteriormente colocados
na estufa a 100 °C até peso constante e a massa medida novamente.

Ja as quantidades de agucares e de etanol foram medidas através um
cromatégrafo liquido de alta eficiéncia com detector de indice de refragdo e coluna
HPX-87H. Também, foram feitas curvas de calibragdo com solu¢des padrdes de
sacarose, glicose, frutose e etanol para relacionar a area dos picos obtida através do
cromatograma e a concentragdo de cada substancia, as quais se encontram nos
apéndices A, B, C e D. A fase mdvel consistiu em uma solugédo de H2SO4 a 0,05 M e

a vazao da fase movel foi igual a 0,6 mL/min.
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3.4 ETAPA 2: PROCEDIMENTO EXPERIMENTAL PARA DETERMINAGCAO DOS
PARAMETROS DA FERMENTACAO VARIANDO A CONCENTRACAO DE
GLICOSE

Para esta etapa, foram utilizadas a mesma composi¢do do meio de cultura
descrita anteriormente e a mesma espécie de levedura. Os trés experimentos
realizados encontram-se descritos na Tabela 2, os quais variaram em relacdo a

concentragao de glicose do meio.

Tabela 2 — Descrigao dos trés experimentos realizados

Experimento Concentragao de glicose
F 50 g/L
G 100 g/L
H 150 g/L

Fonte: A autora (2023).

Os biorreatores consistiram em trés baldes volumétricos de 3 L, os quais
receberam 2 L de meio e 200 mL do pré-indculo preparado nas mesmas condigoes.
As amostras foram retiradas a cada 3 horas nas primeiras 12 horas e uma ultima
amostra apds 24 horas de fermentagéao.

A analise de glicose foi realizada por meio do método do DNSA. Para isso,
0,5 mL da amostra foram transferidos para um tubo de Folin Wu, assim como 1 mL
do reagente DNS. Entado, o tubo foi aquecido em banho maria a 100 °C por cinco
minutos e, posteriormente, resfriados em banho de gelo por dois minutos.
Acrescentou-se agua destilada até a marca de 12,5 mL no tubo, homogeneizou-se a
solucao final e mediu-se a absorbancia em um espectrofotdmetro, com comprimento
de onda igual a 540 nm. Foram realizadas diluigdes quando necessario para que a
transmiténcia se mantivesse na faixa de confiabilidade do equipamento. Por fim, a

concentragao de glicose foi obtida a partir da equagéao 5.
ABS = 0,2983x — 0,027 (5)
Ja a concentracido de etanol foi medida através do método da ebuliometria.

Primeiramente, um ebulidmetro foi calibrado com agua destilada para marcagéao do
teor 0 °GL na régua. Em seguida, 50 mL das amostras apos centrifugagdo foram
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adicionados ao equipamento e o teor alcodlico foi medido por meio da régua uma
vez que a solucao entrou em ebulicio.

Por fim, a concentragdo de biomassa foi determinada por turbidimetria. Para
isso, foi realizada uma curva de calibracdo relacionando a concentragcdo de

biomassa com a absorbancia em um espectrofotdmetro (Equacéo 6).

ABS =1,9519x — 0,0358 (6)

Entdo, cada amostra foi centrifugada e lavada com agua destilada. Transferiu-
se a amostra para um baldo volumétrico, o qual teve seu volume completado com
agua destilada. Mediu-se a absorbéncia da solugao final no espectrofotdmetro.
Dessa forma, a concentracdo de biomassa foi determinada, levando em
consideracgao a diluicao realizada.

Também, os fatores de conversao foram calculados segundo as equagdes 7 e
8. As produtividades em célula e em produto foram obtidas por meio das equacdes 9
e 10 e a eficiéncia foi determinada pela razdo entre o fator de conversdao de

substrato em produto pelo rendimento tedrico (51,11%).

YP ¢ = PFinal - Plnicial (7)
/ SInicial - SFinal
Y — XFinal - XInicial (8)
XIS Slnicial - SFinal
Pr, = XFinal - XInicial (9)
X AtTotal
Pr, = PFinal - Plnicial (1 0)
F AtTotal

3.5 ETAPA 3: METODOLOGIA PARA SIMULACAO DE UM PROCESSO
FERMENTATIVO EM BATELADA

Para aplicagdo do modelo de aprendizado de maquina para deteccido de
problemas em um processo, € necessario um grande numero de dados de forma a
garantir a robustez do modelo proposto. Sendo assim, foi utilizado o modelo cinético
descrito por Oliveira, Oliveira, Tacin e Gattas (2016) para simular o processo de

fermentacado alcoolica em batelada em diferentes condigdes. As equagdes 11, 12 e
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13 descrevem os balangos de massa referente as células, ao produto e ao substrato,

respectivamente.
dX  hmasS (1_ p )"X (11)
dat S2 P
K¢+ S+ /Ki max
dP S P \" 12
i .umaxSZ (1_P )X (12)
K¢+ S+ /Ki max
as__ «a HmaxS (1_ P )"X (13)
dt Ypss K +S+SZ/K, Prnax
L

Os valores utilizados para as constantes foram os propostos por Oliveira,
Oliveira, Tacin e Gattas (2016). A Tabela 3 traz esses valores.

Tabela 3 — Valores das constantes do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016)
para simulagao de um processo em batelada de fermentagao alcodlica

Constante Valor
Minax 0,25 h!
K 0,0061 g/L
K; 139,7 g/L
Poax 94,2 g/L
n 4,12
a 4,87
YP/S 0,4

Fonte: A autora (2023).

Para simular a contaminacéo bacteriana no processo, foi adicionado um novo
termo de consumo de substrato. A alteragdo proposta encontra-se na equacgéo 14,
sendo o valor utilizado para a constante g igual a 1,2. Foi escolhido um valor acima
de uma unidade de forma a simular a competicao de substrato entre as leveduras e
as bactérias, visto que ha um maior consumo de substrato sem formagéo do produto

desejado na mesma propor¢cao em casos de contaminagéo.

ds a UmaxS (1 P )"X (14)
— T — > —
dt Yoiskg+S+95 /k. Brax

Para a simulagédo, foi escrito um codigo na linguagem de programacgao
Fortran 90 de forma a resolver numericamente as equagdes de balango, obtendo os
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perfis de concentragao de biomassa, de produto e de substrato em funcédo do tempo.
O cddigo pode ser encontrado no apéndice E.

Os processos simulados distinguiram-se quanto as concentragdes iniciais de
substrato e de biomassa e quanto a presenga ou nado de contaminagdo. A
concentragao de substrato variou de 70 a 120 g/L. Ja a concentragcao de biomassa
variou de 15 a 35 g/L. A concentragao inicial de produto foi igual a zero em todas as

simulagoes.

3.6 ETAPA 4. METODOLOGIA PARA DETECCAO DE CONTAMINACAO POR
INTELIGENCIA ARTIFICIAL

O conjunto de dados consistiu em 87822 pontos de 2142 simulagdes, sendo
metade com contaminacéo, cada um deles contendo 8 variaveis (Quadro 2). Esses
dados foram provenientes da simulagdo do processo fermentativo em batelada,
como descrito no tépico anterior, e correspondem aos diferentes ensaios simulados.
Entdo, ele foi dividido aleatoriamente em dois subconjuntos, sendo 80% reservado

para o treinamento do modelo e o restante para validagao.

Quadro 2 — Varidveis do banco de dados, seus significados e intervalos de valores possiveis

Variaveis Significado Intervalo de valores
possiveis
Roétulo Classificagao da simulacido quanto a 0 (n&o contaminado) e 1
contaminacgao (contaminado)
X0 Concentragao inicial de biomassa (g/L) 15-35
SO Concentracgao inicial de substrato (g/L) 70-120
PO Concentracgao inicial de produto (g/L) 0
t Instante de tempo da simulacéao (h) 0,2-8
X Concentragao de biomassa (g/L) Variavel
S Concentragao de substrato (g/L) Variavel
P Concentragao de produto (g/L) Variavel

Fonte: A autora (2023).

Para aplicacdo de um método supervisionado de aprendizado de maquina, &
necessario determinar qual a variavel que se quer predizer. Nesse caso, o objetivo é
classificar quanto a contaminagdo. Entdo, foi realizado o treinamento de um modelo
de redes neurais do tipo MLP, por meio da biblioteca scikit-learn (Pedregosa et al.,
2011). A performance do modelo foi avaliada através da acuracia e da matriz de

confus&o da predigdo do conjunto de validagdo. Uma vez que o conjunto de dados é
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relativamente pequeno, no contexto da inteligéncia artificial, utilizou-se a validagao
cruzada para potencialmente melhorar o modelo proposto. Também foi realizado um
estudo da melhor combinagdo de valores para trés hiperparametros do modelo, o
numero de camadas ocultas, a taxa de aprendizagem e o tamanho dos mini lotes
para otimizadores estocasticos.

Ainda, foi realizada uma comparagao entre o modelo de redes neurais MLP e
outros cinco modelos de classificagcdo com validagao cruzada, verificando qual deles
apresentou melhor desempenho frente ao problema proposto. Os modelos foram a
regressao logistica, o classificador arvore de decisdo, o classificador florestas
aleatdrias, o classificador Gradient Boosting e o classificador k-vizinhos mais
proximos, todos presentes da biblioteca scikit-learn (Pedregosa et al., 2011). Os
codigos utilizados para treinamento, validagdo e avaliagdo da performance dos
modelos foram implementados na linguagem de programacgao Python, na plataforma

Kaggle, e encontram-se no apéndice F.
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4 RESULTADOS E DISCUSSAO

4.1 ETAPA 1: AVALIACAO DA FERMENTACAO ALCOOLICA EM DIFERENTES
CONDICOES

As Figuras 5, 6 e 7 trazem a variagao das concentragdes dos diferentes tipos
de agucares em funcdo do tempo de fermentagdo para os cinco experimentos
realizados.

Figura 5 — Concentracdo de sacarose em fungéo do tempo para os experimentos realizados com
melaco (A) e sacarose (B) como fontes de carbono
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Fonte: A autora (2023).

Figura 6 — Concentragéo de glicose em fun¢do do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).
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Figura 7 — Concentracao de frutose em fungéo do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).

Através da Figura 5, € possivel perceber que a concentragdo de sacarose é
desprezivel nos experimentos A e B, cujos meios foram preparados com melaco e
sacarose, respectivamente. Dessa forma, esperava-se uma maior concentragao de
sacarose. Uma hipotese para explicar esse resultado seria a hidrdlise desses
agucares durante o processo de autoclavagem, visto que os meios foram
preparados e esterilizados uma semana antes da realizagao dos experimentos.

Para testar essa hipétese, foi medida a concentragdo de sacarose, glicose e
frutose em duas solugdes, uma contendo sacarose e outra melaco, antes e apos

passarem pelo processo de autoclavagem. Os resultados encontram-se na Tabela 4.

Tabela 4 — Concentracao de sacarose, glicose e frutose em solugbes preparadas com sacarose e
melago antes e apds o processo de autoclavagem

Concentracao (g/L) Solucao de sacarose Solucao de Melago
Sacarose antes 107,23 47,59
Sacarose apoés 117,75 52,44

Glicose antes 0 11,72
Glicose apo6s 0,63 14,59
Frutose antes 0 10,31
Frutose apods 1,96 10,91

Fonte: A autora (2023).

A partir da Tabela 4, observa-se que parte da sacarose foi convertida em
glicose e frutose na solugdo de sacarose, sendo desprezivel para a solugédo de

melaco. Contudo, a conversdo observada nao foi significativa para justificar a
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auséncia de sacarose nos experimentos. Outra hipotese é que, uma vez que as
amostras foram refrigeradas e nao congeladas, o processo fermentativo tenha
continuado. Entdo, foi realizada uma analise cromatografica da amostra
correspondente ao tempo t = 0 apds 40 dias da realizagdo dos experimentos, a qual
apresentava produgao de bolhas e presenga de leveduras sedimentadas. Verificou-
se entdo que a concentragcao de agucares era proxima de zero, indicando que o
processo fermentativo continuou nas amostras refrigeradas.

As analises cromatograficas foram realizadas em ordem inversa do tempo de
amostragem e levaram duas semanas para serem finalizadas, devido a problemas
nos equipamentos. Dessa forma, € possivel que a quantificacdo das substancias das
amostras equivalentes aos tempos iniciais ndo seja representativa do inicio da
fermentacao.

A partir da analise das Figuras 6 e 7, observa-se que houve o consumo da
glicose e da frutose ao longo do processo fermentativo. No entanto, percebe-se
novamente uma concentragao baixa no inicio do processo.

Além da quantificagdo dos substratos em cada amostra, foi verificada a
producao de etanol em funcdo do tempo para os cinco experimentos realizados
(Figura 8).

Figura 8 — Concentragéo de etanol em funcédo do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).

Pode-se observar que a concentragao final de etanol para os experimentos
realizados com contaminacdo (D e E) sdo menores quando comparados com 0s
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sem contaminacéo (A, B e C), o que esta em concordancia com o reportado por
Carvalho-Netto et al. (2015). Esse resultado pode ser explicado pela competi¢cao
entre a levedura e a bactéria pela fonte de carbono, assim como a inibicdo do
metabolismo da levedura pelos subprodutos da fermentagdo bacteriana (Tse; Wiens;
Reaney, 2021).

Também, pode-se calcular a reducéo percentual da producado de etanol. Para
0s experimentos acima, tem-se que essa reducgao foi equivalente a 63,36% para
50% de contaminacgao e 29,67% para 25% de contaminagcdo, ambos em relagado ao
experimento A, que utilizou a mesma fonte de carbono (Glicose). Esses valores séo
bem maiores do que o reportado por Silva et al. (2023), o qual foi igual a 18% de
reducdo da producdo de etanol devido a contaminagdo bacteriana por lactobacilos
em um processo de fermentacao alcodlica.

Também foi analisada a producao de diéxido de carbono em funcéo do tempo

para os cinco experimentos. Os resultados encontram-se na Figura 9.

Figura 9 — Massa de CO2 produzida em fun¢do do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).

Novamente, observa-se que houve a uma menor producdo de didéxido de
carbono ao longo do tempo nos experimentos realizados com contaminacéo (D e E).
Esse resultado pode ser explicado ao analisar o metabolismo da espécie Bacillus
clausii, utilizada como contaminante. Segundo Bhatawadekar et al. (2020), ela é

capaz de fermentar glicose, mas sem produgéo de gas.
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A Figura 10 traz a variagdo da concentragdo de biomassa em fungao do
tempo para os cinco experimentos realizados. E importante ressaltar que, como
essa analise foi realizada através do peso seco, ndo € possivel diferenciar entre a

massa de leveduras e a de bactérias.

Figura 10 — Concentragdo de biomassa em fungédo do tempo para cada um dos experimentos
realizados
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Fonte: A autora (2023).

Uma vez que os perfis de concentragdo de biomassa indicam a fase
estacionaria seguida da fase de declinio ou morte celular ao invés do crescimento
microbiano, pode-se inferir que a metodologia da medigdo do peso seco das
amostras nao foi adequada para quantificagao real da concentracdo de biomassa.
Visto que a concentragédo de agucar inicial do meio era de 100 g/L, tem-se que essa
metodologia proporcionou a quantificacdo dos sodlidos totais, ndo apenas da

biomassa.

42 ETAPA 2: DETERMINAGAO DOS PARAMETROS DA FERMENTAGAO
VARIANDO A CONCENTRAGAO DE GLICOSE

A Figura 11 traz a variagdo da concentragéo de glicose em fungédo do tempo

para os trés experimentos realizados.
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Figura 11 — Concentracao de glicose em fungéo do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).

A partir da Figura 11, observa-se o decaimento da concentragdo de glicose
em todos os experimentos devido ao consumo pela levedura dessa fonte de
carbono. Também foi analisada a variagao da concentracdo de biomassa a partir do
método da turbidimetria (Figura 12).

Figura 12 — Concentragdo de biomassa em fung¢édo do tempo para cada um dos experimentos
realizados
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Fonte: A autora (2023).

E possivel notar pela Figura 12 que os perfis de concentracdo de biomassa
ao longo do tempo estdo coerentes com o perfil esperado para a fase exponencial

de crescimento microbiano. Dessa forma, verifica-se uma melhor adequacao desse
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método em relagdo a medicdo do peso seco. Ainda, foi verificada a producado de
etanol ao longo do tempo para cada experimento, a qual foi quantificada pelo
método da ebuliometria (Figura 13).

Figura 13 — Concentracao de etanol em funcdo do tempo para cada um dos experimentos realizados
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Fonte: A autora (2023).

Por meio da analise da Figura 13, pode-se perceber que o experimento
realizado com a maior concentragdo inicial de substrato (H) levou a uma maior
producado de etanol. Assim como o experimento com menor concentragao inicial de
glicose (F) apresentou a menor producédo de etanol. Isso pode ser explicado pelo
efeito Crabtree, segundo o qual altas concentragcdes de glicose favorecem o
processo fermentativo com producdo de etanol por S. cerevisiae, mesmo na
presencga de oxigénio (Zhang et al., 2022).

A Saccharomyces é uma levedura que apresenta seu metabolismo em
condigdes aerobio facultativo, podendo sobreviver na auséncia ou presenca de Oa.
Os produtos finais da metabolizagdo da glicose vao depender das condi¢des
ambientais a que estas leveduras estardo submetidas. De uma forma geral, a
levedura metaboliza anaerobicamente o agucar para produzir energia na forma de
ATP para manutengdo de sua vida, crescimento e multiplicagdo. Neste processo
fermentativo, o CO2 e etanol sdo apenas produtos de excregédo (Otterstedt et al.,
2004; Parapouli; Vasileiadis; Afendra; Hatziloukas, 2020). Assim, adequando as
condicdes de processo € possivel obter melhores fatores de conversao de substrato

em produto e acompanhar quanto de substrato é convertido em biomassa celular.
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Entdo, a partir dos dados experimentais acima, foram calculados os
parametros da fermentacdo alcodlica. Primeiramente, foi determinada a fase
exponencial de crescimento para cada experimento por meio do melhor coeficiente
de ajuste da reta para diferentes intervalos do grafico InX vs t. As Figuras 14, 15 e
16 trazem o melhor ajuste determinado para os experimentos F, G e H,

respectivamente.

Figura 14 — Grafico da linearizagéo de InX pelo tempo para o experimento F
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Fonte: A autora (2023).

Figura 15 — Grafico da linearizagdo de InX pelo tempo para o experimento G
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Figura 16 — Grafico da linearizagéo de InX pelo tempo para o experimento H
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A partir dessas equacoes, é possivel obter o valor da velocidade maxima de
crescimento celular, a qual é equivalente a inclinacdo da reta. Dessa forma, tem-se
que essa constante é igual a 0,4054, 0,2515 e 0,2946 h™' para os experimentos F, G
e H, com concentragdes iniciais de glicose de 50, 100 e 150 g/L, respectivamente.

Para processos fermentativos em batelada, utilizando Saccharomyces
cerevisiae e cana-de-aglcar, foram reportados valores iguais a 0,5 h™' para u,,.,
(Oliveira; Oliveira; Tacin; Gattas, 2016). Ja para o mesmo processo utilizando glicose
como substrato, Zentou et al. (2019) reportaram valores iguais a 0,179, 0,133, 0,65 e
0,084 h' para essa constante. Pode-se atribuir as variagdes observadas do valor de
Umax @ diferengas nos meios de cultura, variagbes nas condicbes de operagéo,
concentragao e cepa do microrganismo utilizado.

Também foram calculados os fatores de conversdo, os quais se encontram na
Tabela 5.

Tabela 5 — Valores dos fatores de conversao de substrato em produto e de substrato em células para
trés ensaios realizados

Experimento Yepis Yxis
F 0,3974 0,0432
G 0,4642 0,0379
H 0,5060 0,0331

Fonte: A autora (2023).

Os valores do fator de conversdo de substrato em produto encontram-se

proximos 0,40, o qual foi reportado por Oliveira, Oliveira, Tacin e Gattas (2016).
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Ainda, avaliou-se as produtividades em célula e em produto, assim como a

eficiéncia. Os resultados encontram-se na Tabela 6.

Tabela 6 — Valores das produtividades em célula e em produto e do rendimento experimental em
relacdo ao tedrico para os trés ensaios realizados

Experimento Prx (g/L.h) Pre (g/L.h) Eficiéncia
F 0,0876 0,8054 77,75%
G 0,0952 1,1671 90,82%
H 0,0925 1,4136 99,00%

Fonte: A autora (2023).

Observa-se que o rendimento experimental foi muito alto, indicando que
quase todo o substrato foi utilizado para producao de etanol. Segundo Silva et al.

(2023), um rendimento de 90 a 92% pode ser considerado excepcional.

4.3 ETAPA 3: SIMULAGCAO DE UM PROCESSO FERMENTATIVO EM BATELADA

A Figura 17 traz os perfis de concentragao de substrato, produto e biomassa
obtidos através do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016),
utilizando os mesmos valores iniciais que eles utilizaram, de forma a reproduzir o
perfil encontrado por eles (Figura 18). Sendo assim, utilizou-se uma concentragao
inicial de biomassa igual a 25 g/L, uma concentragéo inicial de substrato igual a
111,5 g/L e uma concentracdo inicial de produto igual a zero. Também, o valor

utilizado para a velocidade maxima de crescimento celular foi de 0,5 h-'.
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Figura 17 — Concentragdes de biomassa, substrato e produto em fungéo do tempo obtidas através da
simulacdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016), com So = 111,5 g/L, Xo =
25 g/L, Po=0 g/L € Mmax = 0,5 h-1
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Figura 18 — Concentracdes de biomassa, substrato e produto em fungédo do tempo obtidas por
Oliveira, Oliveira, Tacin e Gattas (2016), com So = 111,5 g/L, Xo = 25 g/L, Po = 0 g/L € Pmax = 0,5 h""
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Fonte: Oliveira, Oliveira, Tacin e Gattas (2016, p. 3).

Observa-se que o codigo foi capaz de reproduzir os dados obtidos por
Oliveira, Oliveira, Tacin e Gattas (2016). Sendo assim, foi possivel extrapolar o
modelo para diferentes concentracdes iniciais de substrato e de biomassa, assim
como a presenga ou auséncia de contaminagado. As Figuras 19, 20 e 21 traz a

comparagao entre os perfis de concentracdo de substrato, produto e biomassa,
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respectivamente, para diferentes valores de concentragéo inicial de substrato, com

concentracgao inicial de biomassa fixa em 25 g/L.

Figura 19 — Concentracao de substrato em fungao do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de substrato
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Figura 20 — Concentragao de produto em fungéo do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de substrato
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Fonte: A autora (2023).



53

Figura 21 — Concentragdo de biomassa em fungédo do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de substrato
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Fonte: A autora (2023).

Pode-se observar por meio das Figuras acima que o aumento da
concentragdo inicial de substrato causa aumentos no tempo necessario para se
consumir todo o substrato, na producdo de etanol e no crescimento celular. Esses
resultados encontram-se de acordo com o observado experimentalmente neste
trabalho.

Também foi analisada a influéncia da concentracéo inicial de biomassa nos
perfis de concentracdo de substrato, produto e biomassa em funcdo do tempo,
mantendo-se a concentragao inicial de substrato fixa em 90 g/L (Figuras 22, 23 e
24).
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Figura 22 — Concentragao de substrato em fungao do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de biomassa
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Figura 23 — Concentracao de produto em fungéo do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de biomassa
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Fonte: A autora (2023).
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Figura 24 — Concentracdo de biomassa em fungédo do tempo obtida através da simulagdo do modelo
proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para diferentes valores de concentragao inicial
de biomassa
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Fonte: A autora (2023).

Observa-se que a reducdo na concentracdo de biomassa resulta em uma
diminuicdo na velocidade de consumo de substrato e de formagao de produto, o que
era esperado visto que ha menos células para metabolizar os acgucares. Ainda,
verificou-se a influéncia da contaminagdo nos perfis de substrato, produto e

biomassa em fungéo do tempo, com Xo = 25 g/L e So =90 g/L (Figuras 25, 26 e 27).

Figura 25 — Concentragcéo de substrato em fun¢ao do tempo obtida através da simulagcéo da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) com e sem
contaminagao
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Fonte: A autora (2023).
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Figura 26 — Concentragédo de produto em fungdo do tempo obtida através da simulagéo da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) com e sem
contaminagao
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Figura 27 — Concentragdo de biomassa em fungéo do tempo obtida através da simulagéo da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) com e sem
contaminagao
-»-Sem contaminagdo -®-Com contaminagéo

35

L)

© 30
©
S 29

o
i
N
w

4 5 6 7
Tempo (h)

Fonte: A autora (2023).

[o0]

Assim como o observado experimentalmente neste trabalho, a contaminagao
causa uma reducao na producao de etanol para uma mesma concentracao inicial de
substrato, visto que parte do substrato € metabolizada pela espécie contaminante de
modo a formar outros produtos.

A reducgao da concentracio de leveduras em casos de contaminagao também
€ esperada, uma vez que as substancias produzidas pelas bactérias contaminantes

podem inibir o crescimento da S. cerevisiae, como reportado por Seo et al. (2020).
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Para o modelo em questdo, a concentracdo de biomassa diz respeito somente a
levedura. Experimentalmente, nao foi possivel reproduzir esse resultado, uma vez
que a metodologia da variagdo do peso seco n&do permite a diferenciagdo entre os
microrganismos.

Por fim, foi verificado o impacto do valor da constante  nos perfis de

substrato, produto e biomassa ao longo do tempo (Figuras 28, 29 e 30).

Figura 28 — Concentragéo de substrato em fungdo do tempo obtida através da simulagéo da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para representar a
contaminagéao para diferentes valores da constante 8
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Figura 29 — Concentragédo de produto em fun¢céo do tempo obtida através da simulagao da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para representar a
contaminagao para diferentes valores da constante 8
+12 14 =16 -+18
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Fonte: A autora (2023).
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Figura 30 — Concentragédo de biomassa em fungéo do tempo obtida através da simulagao da
modificagdo do modelo proposto por Oliveira, Oliveira, Tacin e Gattas (2016) para representar a
contaminagédo para diferentes valores da constante 3
+12 +14 =16 18
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Fonte: A autora (2023).

E possivel observar a mesma tendéncia independentemente do valor da
constante, uma menor producido de etanol e uma inibicdo do crescimento da
levedura. Sendo assim, poderia ter sido escolhido qualquer valor acima de 1 para (.

Isso porque o intuito da simulagdo é gerar dados para validar o uso de aprendizado
de maquina na identificacdo dessas alteragoes.

4.4 ETAPA 4: IDENTIFICACAO DE CONTAMINACAO EM PROCESSOS
FERMENTATIVOS POR INTELIGENCIA ARTIFICIAL

As Figuras 31 e 32 trazem as proporgbes de dados provenientes de
simulagdes sem contaminagdo e com contaminagdo para os conjuntos de treino e
validacgéo, respectivamente. O rétulo O refere-se a simulagbes sem contaminagéo e
o rotulo 1 indica existéncia de contaminagao.
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Figura 31 — Quantidade de pontos provenientes de simula¢des com (1) e sem (0) contaminagao no
conjunto de treino
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Fonte: A autora (2023).

Figura 32 — Quantidade de pontos provenientes de simulagdes com (1) e sem (0) contaminag&o no
conjunto de validagéo
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Fonte: A autora (2023).

Observa-se que ambos os conjuntos apresentam proporgdes entre as duas
classificagdes muito semelhantes, o que era de se esperar visto que a escolha dos
pontos foi feita aleatoriamente. Entdo, utilizou-se o conjunto de treino para o
treinamento de um modelo de redes neurais MLP com o valor default da biblioteca
para todos os hiperparametros (Apéndice G). As acuracias obtidas para os conjuntos

de treino e validacdo encontram-se na Tabela 7.
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Tabela 7 — Acuracias obtidas para os conjuntos de teste e de validagédo com o modelo de redes

neurais MLP
Conjuntos Acuracia
Treino 0,9980
Validagéo 0,9978

Fonte: A autora (2023).

Para ambos os conjuntos, a acuracia do modelo foi muito préxima de 1,
indicando que o modelo possui uma excelente capacidade preditiva. Também foi

avaliada a matriz de confusao para o conjunto de validagao (Figura 33).

Figura 33 — Matriz de confus&o para o conjunto de validagdo com modelo de redes neurais MLP
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Fonte: A autora (2023).

A partir da Figura 33, € possivel verificar que as predigdes incorretas do
modelo (em roxo) corresponderam majoritariamente a classificagdo como sem
contaminagao em situacdo com contaminacdo. A fim de melhorar o resultado obtido,
foi utilizada a validagéo cruzada para ajuste de um novo modelo de redes neurais do
tipo MLP. A acuracia de cada iteragao encontra-se na Tabela 8, assim como a média

das cinco itera¢des e o desvio padrao.
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Tabela 8 — Acuracias obtidas para cada uma das iteracbes da metodologia de validagao cruzada com
o0 modelo de redes neurais MLP, a média e o desvio padrao desses valores

Iteragao

1

0,9982

Iteragcao Iteracao Iteragdao Iteragao Média Desvio
2 3 4 5 padrao
0,9989 0,9978 0,9971 0,9984 0,9981 0,0006

Fonte: A autora (2023).

Comparando com o valor obtido sem validagao cruzada (0,9978), observa-se

gue soO nao foi observado melhora em uma das iteragdes. No geral, obteve-se uma

melhor acuracia aplicando esse método. Também, utilizou-se outros cinco modelos

de classificagdo com o intuito de comparar a performance de cada um deles. A

Figura 34 traz a comparagao entre a acuracia obtida em cada caso.

Figura 34 — Comparagéao entre a acuracia obtida ao utilizar diferentes modelos de classificagao
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E possivel perceber que o modelo que apresentou a melhor performance foi o
de regresséo logistica, seguido pelas redes neurais MLP. Por fim, foi realizada uma
sintonizagdo dos hiperparametros do modelo MLP, sendo eles o numero de
camadas ocultas, a taxa de aprendizagem e o tamanho dos mini lotes para
otimizadores estocasticos. A combinacdo que apresentou melhor desempenho

encontra-se na Tabela 9.

Tabela 9 — Combinagao dos hiperpardmetros do modelo MLP que apresentou melhor desempenho e
a acuracia da validacao cruzada

Numero de Taxa de Tamanho dos Acuracia
camadas ocultas aprendizagem mini lotes
47 0,00101 187 0,99895

Fonte: A autora (ano).

Observa-se uma pequena melhora na acuracia, apesar de que o modelo ja
apresentava um otimo desempenho. Dessa forma, foi verificado que é possivel
aplicar modelos de aprendizado de maquina na deteccdo de problemas em
processos industriais. No entanto, para que o modelo proposto possa ser aplicado
diretamente a processos reais, € necessario um banco de dados maior e,
principalmente, mais diversificado para treina-lo. Esse banco de dados deve ser
representativo da realidade, de forma a garantir uma maior aplicabilidade do modelo

em diferentes circunstancias.
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5 CONCLUSAO

O presente trabalho teve como objetivo principal estudar o processo
fermentativo de produgédo do etanol em diferentes condigdes e aplicar modelos de
aprendizado de maquina na identificagcdo de problemas nesse processo industrial.
Dessa forma, foram realizados cinco experimentos utilizando a levedura
Saccharomyces cerevisiae com diferentes fontes de carbono e sem ou com
contaminacgao, simulada através da bactéria Bacillus clausii. No entanto, verificou-se
gue a metodologia de medi¢gao da biomassa por peso seco nao foi adequada. Ainda,
foi observado que a fermentagao continuou nas amostras refrigeradas, ao longo das
duas semanas em que as analises cromatograficas foram realizadas. Sendo assim,
sugere-se um ajuste da metodologia com congelamento das amostras, garantindo a
parada do processo fermentativo. Também foi observado que a presenga de
contaminagao bacteriana levou a uma menor produgao de etanol, o que pode ser
explicado pela competicdo entre a levedura e a bactéria pelo substrato, o qual é
metabolizado de maneiras diferentes por cada uma delas.

Outros experimentos foram realizados com a mesma espécie de levedura e
diferentes concentragbes de glicose no meio, utilizando novas metodologias para
determinagcdo da concentragdo de biomassa, de glicose e de etanol. A partir dos
resultados, foram determinadas as velocidades especificas maximas para cada
experimento, as quais foram iguais a 0,4054, 0,2515 e 0,2946 h' para os
experimentos com concentragéo inicial de glicose iguais a 50, 100 e 150 g/L,
respectivamente. Ainda, foram calculados os fatores de conversao de substrato em
produto e células, as produtividades em produto e células e o rendimento. Os dois
experimentos com maiores concentragdes iniciais de glicose apresentaram
excelentes resultados, com rendimentos acima de 90%.

Também foi desenvolvido um codigo na linguagem de programagao Fortran
90 para simular o processo fermentativo a partir do modelo cinético proposto por
Oliveira, Oliveira, Tacin e Gattas (2016). Verificou-se que o programa foi capaz de
reproduzir os dados obtidos por ele, permitindo assim a extrapolagéo para diferentes
valores de concentragédo inicial de biomassa e de substrato. Ainda, foi implementada
uma modificagcdo no modelo para simular a contaminagdo no processo, a partir da
adicao de um termo que leve a um maior consumo de substrato sem correspondente

conversdo em produto.
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Com os dados simulados, utilizou-se um modelo de aprendizado de maquina
por redes neurais do tipo MLP para o seguinte problema de classificacdo, a
presenga ou nao de contaminagao no sistema, obtendo uma acuracia igual a 0,9978.
Entdo, aplicou-se a metodologia da validagao cruzada para melhorar esse resultado,
uma vez que o banco de dados utilizado n&do foi muito grande. Verificou-se uma
melhora, com acuracia igual a 0,9981. Também se avaliou a aplicagao de diferentes
modelos com validagdo cruzada, sendo a regressdo logistica o que apresentou
melhor desempenho, seguida do MLP. Por fim, foi realizada uma sintonizagdo de
trés hiperparametros do modelo MLP, levando a uma acuracia final igual a 0,99895.
Sendo assim, observa-se o0 grande potencial dessa ferramenta na detecgdo de
problemas em processos industriais, ressaltando a importdncia de um grande
numero de dados diversificados para treinamento.
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APENDICE A — CURVA DE CALIBRAGAO DE SOLUGAO DE SACAROSE EM
CROMATOGRAFO LiQUIDO DE ALTA EFICIENCIA
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APENDICE B — CURVA DE CALIBRAGAO DE SOLUGAO DE GLICOSE EM
CROMATOGRAFO LiQUIDO DE ALTA EFICIENCIA
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APENDICE C — CURVA DE CALIBRAGAO DE SOLUGAO DE FRUTOSE EM
CROMATOGRAFO LiQUIDO DE ALTA EFICIENCIA
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APENDICE D — CURVA DE CALIBRAGAO DE SOLUGAO DE ETANOL EM
CROMATOGRAFO LiQUIDO DE ALTA EFICIENCIA
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APENDICE E — CODIGO EM FORTRAN 90 PARA SIMULAGAO DO PROCESSO
FERMENTATIVO EM DIFERENTES CONDIGCOES

program reator
integer :: 1, j
open(1, file="simul.xvg', status='new', iostat=ierr)
do i=70, 120! SO
do j=15,35!X0
call normal(i/1.0, 0/1.0, j/1.0)
end do
end do
do i=70, 120! SO
do j=15,35!X0
call contaminado(i/1.0, 0/1.0, j/1.0)
end do
end do
close(1)
end program reator

subroutine normal(S0, PO, XO0)

real :: SO, X0, PO, S, P, X



real :: Yps, alfa, mimax, ks, ki, pmax, n
real :: gP, mi, pi, sigma

real :: t, dt

integer :: label

label = 0

Yps =04

alfa = 4.87
mimax = 0.25

ks = 0.0061 ! g/L
ki=139.7 I g/L
pmax =94.2 1 g/L
n=412

dt=0.2

t=0.0

X =X0

S=80

P=PO

do while(t < 8)

t=t+dt

gP = (1 - P/[pmax)**n

mi = mimax*S*gP/(ks + S + S*S/ki)
pi = alfa*mi

sigma = pi/Yps

S =S - sigma*X*dt
if (S<0)S=0

P =P + pi*X*dt

X = X*exp(mi*dt)

write(1,"(i1,7f8.3)") label, X0, SO, PO, t, X, S, P

75



end do

end subroutine normal

subroutine contaminado(SO0, PO, XO0)

real :: SO, X0, PO, S, P, X

real :: Yps, alfa, mimax, ks, ki, pmax, n
real :: gP, mi, pi, sigma, beta

real :: t, dt

integer :: label

label = 1

Yps =04

alfa = 4.87
mimax = 0.25

ks = 0.0061 ! g/L
ki=139.7 !g/L
pmax =94.2 1 g/L
n=4.12

dt=0.2
beta=1.2
t=0.0

X =X0

S=80

P=PO

do while(t < 8)

t=t+dt

gP = (1 - P/[pmax)**n

mi = mimax*S*gP/(ks + S + S*S/ki)
pi = alfa*mi

sigma = pi/Yps
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S =S - beta*sigma*X*dt

if (S<0)S =0

P =P + pi*X*dt

X = X*exp(mi*dt)

write(1,"(i1,7f8.3)") label, X0, SO, PO, t, X, S, P

end do

end subroutine contaminado
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APENDICE F — CODIGO EM PYTHON PARA TREINO E VALIDAGAO DE
MODELO DE APRENDIZADO DE MAQUINA

import pandas as pd

import matplotlib.pyplot as plt

import sklearn.model_selection
import sklearn.metrics

import sklearn.ensemble

from sklearn.model_selection import train_test_split
from sklearn.neighbors import KNeighborsClassifier

from sklearn.neural_network import MLPClassifier

import sklearn.linear_model
import sklearn.tree
import sklearn.neural_network

import sklearn.neighbors

import optuna

new = open("/kaggle/input/dados-tcc-2/dados.xvg")

teste = new.read()
opa =]

opa = teste.split('], [')
aux = opa[0][2:]

opal0] = aux

dados = dict()
| label, |_XO0,1_SO,1 PO, t,I X, LS, P=0,00,0,0,0, 1, 1 .01

size = len(opa)/42

for i in range(int(size)):

78



for j in range(42):

aux = opa[(i*42)+j][1:62]
aux2 = (aux.split(", "))
|_label.append(float(aux2[0]))
|_XO0.append(float(aux2[1]))
|_S0.append(float(aux2[2]))
|_PO.append(float(aux2[3]))
|_t.append(float(aux2[4]))
|_X.append(float(aux2[5])
|_S.append(float(aux2[6])
|_P.append(float(aux2[7]))

)
)

dados["label"] = |_label
dados["X0"] = 1_X0
dados["S0"] =1_S0
dados["P0"] = I_PO

dados["t"] = I_t

dados["X"] = 1_X
dados["'S"] =1I_S
dados['P"] =1 _P

df = pd.DataFrame(data=dados)

X,y = df.iloc[:,1:].values, df.iloc[:,0].values

X_treino, X valid, y_treino, y_valid = sklearn.model_selection.train_test_split(X, y,
test_size=0.2,
random_state=0)

count 0=0

count 1=0

foriiny_valid:
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if (i>0):
count_1=count_1 + 1
else:
count_0 = count_0 + 1

count_1, count_0

count 1=0

count 0=0
foriiny_treino:
if (i>0):
count_1=count_1 + 1
else:
count_ 0 =count 0 + 1
count_1, count_0
m = sklearn.neural_network.MLPClassifier(random_state=0)
Y%time m.fit(X_treino, y_treino)

y_pred = m.predict(X_valid)

acc_tr = sklearn.metrics.accuracy_score(y_treino, m.predict(X_treino))

acc_val = sklearn.metrics.accuracy_score(y_valid, y_pred)

print(f'Acuracia do treino: {acc_tr}")
print(f'Acuracia da validac&o: {acc_val}')

confusao = sklearn.metrics.confusion_matrix(y_valid, y_pred)

confusao
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disp = sklearn.metrics.ConfusionMatrixDisplay(confusion_matrix=confusao)

disp.plot()

plt.savefig("confusion-matrix.png")

resultado = sklearn.model_selection.cross_val_score(m, X treino, y_treino,
scoring="'accuracy')
resultado

resultado.mean(), resultado.std()

# especificando modelos

modelos = |

sklearn.neural_network.MLPClassifier(random_state=0),
sklearn.linear_model.LogisticRegression(max_iter = 200),
sklearn.tree.DecisionTreeClassifier(),
sklearn.ensemble.RandomForestClassifier(),
sklearn.ensemble.GradientBoostingClassifier(),

sklearn.neighbors.KNeighborsClassifier(),

#lista para guardar resultados

results = [0]*len(modelos)

print('Modelo: média, desvio-padréo\n "

for i in range(len(modelos)):

# efetuando a validagao cruzada!
results[i] = sklearn.model_selection.cross_val_score(modelosi],
X_treino, y_treino,

cv=10,
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scoring='accuracy"',

n_jobs=-1)

# imprimindo resultados

print(f{modelos[i].__class__. name__}: {results[i].mean():.3}, {results[i].std():.3}")

# plotando resultados
fig, ax = plt.subplots()

ax.boxplot(results)

# formatando grafico

ax.set_xticklabels([modelos[i].__class__.  name__ foriin range(len(modelos))],
rotation = 45, ha="right")

ax.set_ylabel("Acuracia")

plt.savefig("comp.png")

# funcao objetivo para otimizagao de hiperparametros

def objetivo(trial):

# colocaremos dois modelos pra brigar: MLP e RF

classifier_name = trial.suggest_categorical("classifier", ["MLP"])

if classifier_name == "'MLP":

# hiperparametros de busca para o MLP
mlp_hidden_size = trial.suggest_int("mlp_hidden_size", 2,400)
mlp_Ir = trial.suggest_float("mlp_Ir", 1e-3, 2e-1, log = True)

mlp_batch_size = trial.suggest_int("mlp_batch_size", 8, 200)

# modelo MLP

m = sklearn.neural_network.MLPClassifier(hidden_layer_sizes

mlp_hidden_size,
learning_rate_init = mlp_lIr,

batch_size = mlp_batch_size,



random_state=0)

# retornando acuracia

acuracias = sklearn.model_selection.cross_val_score(m, X treino,
n_jobs = -1, cv = 5)

acuracia = acuracias.mean()

return acuracia

study = optuna.create_study(direction="maximize")
study.optimize(objetivo, n_trials = 100)

study.best_params
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APENDICE G — VALORES DEFAULT DOS HIPERPARAMETROS DO MODELO
DE REDES NEURAIS MLP DA BIBLIOTECA SCIKIT-LEARN

Hiperparametro
Hidden layer sizes
Activation
Solver
Alpha
Batch size
Learning rate
Learning rate init
Power t
Max iter
Shuffle
Random state
Tol
Verbose
Warm start
Momentum
Nesterovs momentum
Early stopping
Validation fraction
Beta 1
Beta 2
Epsilon
N iter no change
Max fun

Valor default
100
‘relu’
‘adam’
0,0001

min(200, n_samples)

‘constant’
0,001
0,5
200
True
None
1e4
False
False
0,9
True
False
0,1
0,9
0,999
1e-8
10
15000



