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RESUMO

Nas aplicagoes tradicionais de aprendizagem de maquina, os classificadores utilizam ape-
nas dados rotulados em seu treinamento. Os dados rotulados, por sua vez, sao dificeis,
caros, consomem tempo e requerem especialistas humanos para serem obtidos em algu-
mas aplicacOes reais. Entretanto, dados nao rotulados sao abundantes e faceis de serem
obtidos mas ha poucas abordagens que os utilizam no treinamento. Para contornar esse
problema existe a aprendizagem semissupervisionada. A aprendizagem semissupervisio-
nada utiliza dados nao rotulados, juntamente com dados rotulados, com a finalidade de
melhorar o desempenho dos algoritmos. A abordagem semissupervisionada, geralmente,
obtém resultados melhores do que se utilizassem apenas poucos padroes rotulados em
uma abordagem supervisionada ou se utilizassem apenas padroes nao rotulados numa
abordagem nao supervisionada. Um algoritmo semissupervisionado pode se basear em
algoritmos de agrupamento nao supervisionado, geralmente, adicionando-se um termo ou
estratégia que faz uso de informagoes rotuladas para guiar o processo de aprendizagem
deste algoritmo. Os algoritmos de agrupamento sao bastante influenciados pelo calculo
da similaridade entre dois items, ou seja, a distdncia entre dois itens. Quando o algoritmo
semissupervisionado ¢ um extensao de um algoritmo de agrupamento, este também é
bastante influenciado por esta distancia. Desse modo, distancias adaptativas sao utiliza-
das para que o algoritmo tenha capacidade de se adequar a diferentes distribui¢oes dos
dados, geralmente, melhorando o desempenho em relagdo aos algoritmos que nao utili-
zam uma distancia adaptativa. Este trabalho apresenta novos algoritmos de agrupamento
semissupervisionado baseados no algoritmo Fuzzy C-Means que utilizam distancias adap-
tativas com ponderacao automatica de variaveis. Estudos experimentais no contexto da
aprendizagem a partir de dados parcialmente rotulados sdo apresentados. Além disso, o
comportamento dos algoritmos ¢ discutido e os resultados examinados através de testes
estatisticos de Friedman. Desse modo, foi possivel certificar que os novos algoritmos de
agrupamento semissupervisionado com distancias adaptativas apresentam desempenho

melhor que algoritmos ja consolidados na literatura.

Palavras-chave: Aprendizagem semissupervisionada. Agrupamento semissupervisionado.

Agrupamento Fuzzy. Funcao Objetivo. Distancia Adaptativa. Distancia Ponderada



ABSTRACT

In traditional machine learning applications, one uses only labeled data to train the al-
gorithm. Labeled data are difficult, expensive, time consuming and require human ex-
perts to be obtained in some real applications. However, unlabeled data are abundant
and easy to be obtained but there has been few approaches to use them in training.
Semi-supervised learning addresses this problem. The semi-supervised learning uses large
amount of unlabeled data, together with the labeled data, to build better algorithms.
The semi-supervised approach, usually, obtains better results than if using a few labeled
patterns in a supervised approach or using only standard not supervised approach. The
semi-supervised algorithm can be an extension of an unsupervised algorithm. Such algo-
rithm can be based on unsupervised clustering algorithms, adding a term or strategy, that
makes use of labeled information to guide the learning process of the algorithm. Unsuper-
vised algorithms are greatly influenced by calculating the similarity between two items,
ie, the distance between two items. When the semi-supervised algorithm is an extension
of an unsupervised algorithm, it is also quite influenced by this distance. Thus, adaptive
distances are utilized, so the algorithm is able to adapt to different data distributions, gen-
erally improving performance compared to algorithms that use the standard Euclidean
distance. This work presents new algorithms for semi-supervised clustering based on Fuzzy
C-Means algorithm using adaptive distances with automatic variable weighting. Exper-
imental studies in the context of learning from partially labeled data are presented. In
addition, the behavior of the algorithm is discussed and the results are investigated using
the Friedman Test. Thus, it was possible to certify that the performance of the new semi-

supervised clustering algorithms are better than other consolidated algorithms.

Keywords: Semi-Supervised Learning. Semi-Supervised Clustering. Fuzzy Clustering.

Objective Function. Adaptive Distance. Weighted Distance
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12

1 INTRODUCAO

Na medida em que a tecnologia evolui e que mais pessoas tém acesso a mesma,
altera-se continuamente a forma de interagdo, busca e disponibilizacao da informagao.
Assim, torna-se evidente a necessidade de se construir ferramentas e técnicas capazes
de ajudar as pessoas a extrairem conhecimento de forma automatica e inteligente dessa

enorme quantidade de informagao armazenada.

Uma das técnicas amplamente empregadas na tarefa de extragao do conhecimento
é a aprendizagem de maquina (MITCHELL, 1997). A aprendizagem de méquina constréi
modelos computacionais que aprendem a extrair conhecimento a partir da andlise de
dados. Dois paradigmas classicos de aprendizagem sao a aprendizagem supervisionada e

a aprendizagem nao supervisionada.

Na aprendizagem supervisionada, um conjunto de exemplos cujas classes sao co-
nhecidas é apresentado ao algoritmo de classificagao. O objetivo é aprender uma funcgao
que mapeia o exemplo e; ao rétulo h; a partir do conjunto de treinamento que contém
pares (e;, h;), onde o h; € H é o rétulo associado ao exemplo e;. O objetivo é predizer o
rotulo h; dos exemplos que ndo possuem seus rotulos conhecidos. Existem duas familias
de algoritmos supervisionados (CHAPELLE; ZIEN; SCHOLKOPF, 2006): (i) algoritmos
generativos, que tentam modelar uma densidade condicional por algum procedimento de
aprendizagem nao supervisionado e (ii) algoritmos discriminativos que determinam o va-
lor da probabilidade de se encontrar e; numa determinada classe e nao em saber como a

distribuicao da classe foi gerada, como no método anterior.

Na aprendizagem nao supervisionada, os dados apresentados ao algoritmo sao nao
rotulados. O objetivo é aprender a estrutura dos dados apresentados. Esses algoritmos
procuram aprender a distribuicao dos dados de acordo com alguma medida de similari-
dade. Portanto, os padroes mais similares entre si sao dispostos num mesmo grupo. Pela
distribuicao dos dados em grupos, esse tipo de aprendizagem é usualmente associada aos
algoritmos de agrupamento. Um algoritmo de agrupamento distribui os dados de modo
que os exemplos mais similares sao colocados num mesmo grupo e os exemplos nao simila-
res sao colocados em grupos diferentes com uma boa separabilidade dos dados para refletir
a distribuigao inerente dos dados mais fielmente possivel (JAIN; MURTY; FLYNN, 1999;
DUDA; HART; STORK, 2001; XU e WUNSCH II, 2005; JAIN, 2010).

Além dos paradigmas de aprendizagem ja citados, existe outro paradigma cha-
mado aprendizagem semissupervisionada. Nele, os exemplos utilizados podem ter rétulos
conhecidos, como na aprendizagem supervisionada e também exemplos com rétulos des-

conhecidos, como na aprendizagem nao supervisionada. Esses algoritmos podem ser uma
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adaptacao de um algoritmo supervisionado, que vai levar em conta exemplos nao rotula-
dos na aprendizagem. E também podem ser uma adaptacao de um algoritmo de agrupa-
mento nao supervisionado, que vai levar em conta exemplos rotulados em sua aprendiza-
gem. Neste trabalho é dada énfase aos algoritmos de agrupamento semissupervisionados
(CHAPELLE; ZIEN; SCHOLKOPF, 2006).

Nos tltimos anos, um nimero significativo de métodos para agrupamentos, assim
como varias aplicacoes de sucesso tém sido desenvolvidas (JAIN, 2010). Métodos de agru-
pamento podem ser divididos em duas categorias principais: hierarquicos e particionais.
Métodos hierdrquicos produzem uma hierarquia completa, ou seja, uma sequéncia ani-
nhada de partigoes dos dados de entrada, enquanto que os métodos de particionamento
procuram obter uma tnica particao dos dados de entrada em um ntumero fixo de grupos,

geralmente por meio da otimizacao de uma fungao objetivo.

Os métodos particionais podem ser divididos em agrupamento hard e fuzzy. No
agrupamento hard, cada objeto é atribuido a apenas um grupo. No agrupamento fuzzy,
a fungdo objetivo fornece um aprimoramento conceitual, permitindo que um objeto seja
associado a todos os grupos de acordo com um grau de pertinéncia. Isto pode ser 1util

quando existe uma sobreposi¢do entre os grupos.

Em geral, os algoritmos de agrupamento fuzzy baseados em funcao objetivo, par-
ticionam um conjunto de dados em grupos, minimizando a funcao objetivo derivada da
distancia entre os protétipos do grupo e os exemplos (ou objetos) representadas pela ma-
triz de caracteristicas dos dados. Dessa forma, a maneira como a distancia é calculada
tem grande influéncia nos resultados dos agrupamentos, uma vez que o tipo de distancia
implementada determina o formato dos grupos. Como consequéncia, ha uma quantidade
significativa de literatura em agrupamento fuzzy, que tem por objetivo investigar o uso de
diferentes fungoes de distancia em agrupamentos capazes de lidar com dados cuja estru-
tura é complexa. Dentre estes, encontram-se os algoritmos de agrupamento baseados em
distancias adaptativas (GUSTAFSON e KESSEL, 1979). Esta tese estd inserida no con-

texto de algoritmos de agrupamento semissupervisionados com distancias adaptativas.

1.1 MOTIVACAO

A escolha das abordagens classicas entre as aprendizagens supervisionadas e nao su-
pervisionadas se baseia principalmente no aspecto da quantidade de informagao existente
sobre o problema em questao. Escolhe-se a primeira se houver informacoes descritivas
acerca dos dados, ou seja, rétulos que indiquem a classe de um padrao pertencente a
base de dados. Assim, os dados rotulados, que serdo parte do conjunto de treinamento,
sao utilizados para treinar o algoritmo. A aprendizagem nao supervisionada é escolhida
quando nao ha informagoes de rotulo dos dados. Os dados sao agrupados de acordo com

algum critério que aumente a homogeneidade dos exemplos num mesmo grupo e aumente
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a heterogeneidade entre exemplos de grupos diferentes. Existem diversas técnicas de agru-
pamento (JAIN, 2010). Algumas dessas técnicas realizam a otimizagdo de uma funcado

objetivo. O processo de agrupamento ¢é definido pela otimizagao dessa func¢ao objetivo.

A aprendizagem nao supervisionada sofre com algumas limitacoes significativas.
Diferente do que acontece no processo supervisionado, os resultados de um aprendizado
nao supervisionado sdo apenas os grupos ou parti¢oes, sem informagoes descritivas acerca
dessas parti¢oes geradas. Porém, algumas vezes, os usuarios nao estao interessados apenas
nessas parti¢coes, mas também em alguma explicacao do que essas particoes representam.

Para superar essa limitagao é necessaria uma interpretagao das parti¢oes encontradas.

Pode-se entao pensar na alternativa de realizar uma marcacao manual dos dados
para utilizacao de algoritmos supervisionados. Entretanto, essa tarefa pode ser extrema-
mente complexa, cara, demorada e requerer especialistas humanos em algumas aplicagoes
reais. Pode-se citar, como exemplo de aplicacao, a extracao de processos em diarios oficiais.
Essa tarefa requer que cada linha de um diario oficial seja rotulada, sendo que a publicacao
de apenas um dia desse documento pode conter mais de 100000 linhas (MACARIO et al.,
2008). Também, ha os casos de Spam, onde o classificador é obrigado a aprender os e-mails
nao desejados a partir de uma porcentagem pequena de e-mails marcados (CHENG e LI,
2006). Ainda podemos citar aplicagdes na mineracao de textos (NIGAM et al., 2000) ou
ainda aplica¢oes em processamento de imagens (BENSAID et al., 1996). Desse modo, a
utilizagao de algoritmos supervisionados ¢ inviavel, pois existem poucos dados rotulados
disponiveis para o treinamento desse tipo de algoritmo. Tais fatores sugerem uma técnica

que utilize exemplos nao rotulados para aumentar a precisao de um algoritmo.

A aprendizagem semissupervisionada (CHAPELLE; ZIEN; SCHOLKOPF, 2006;
ZHU, 2008) é uma abordagem intermedidria entre a aprendizagem supervisionada e a
aprendizagem nao supervisionada. Na aprendizagem semissupervisionada sao utilizados
exemplos rotulados e nao rotulados para guiar a aprendizagem de um algoritmo com
a finalidade de construir algoritmos com melhor desempenho. Os algoritmos de agrupa-
mento nao supervisionados podem ser modificados para que seu aprendizado também
considere dados rotulados, se transformando em um algoritmo semissupervisionado. A
melhoria no processo de agrupamento pode ser conseguida acrescentando qualquer infor-
macao externa suplementar disponivel para orientar o processo de agrupamento (JAIN,
2010). Assim, a abordagem de agrupamento semissupervisionado visa utilizar alguns dados
rotulados (PEDRYCZ e WALETZKY, 1997; MACARIO e DE CARVALHO, 2010) ou al-
gumas restrigoes (GRIRA; CRUCIANU; BOUJEMAA, 2008) (must-link e cannot-link)
para melhorar o desempenho de algoritmos de agrupamento nao supervisionado. No caso
de dados rotulados, um especialista faz a rotulacao de alguns exemplos da base de dados.
Nas restrigoes, o especialista seleciona exemplos que devem ser colocados no mesmo grupo

(must-link) e exemplos que nao devem ser colocados no mesmo grupo (cannot-link).
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Outra modificagdo que pode ser realizada para melhorar o desempenho de algorit-
mos de agrupamento leva em conta a natureza desses algoritmos, pois os resultados deste
tipo de algoritmo sao largamente influenciados pela forma como a similaridade entre dois
exemplos é calculada através da medida de dissimilaridade (ou de similaridade). Medidas
de distancia sao exemplos basicos de medidas de dissimilaridade e a distancia Euclidi-
ana ¢ a mais comumente utilizada em métodos de agrupamento particionais. Métodos
de agrupamento baseados na distancia Euclidiana apresentam bom desempenho quando
aplicados a conjuntos de dados nos quais os grupos sao esféricos. Contudo, quando a es-
trutura dos dados é complexa, i.e., grupos com formas nao hiperesféricas e/ou problemas
nao-linearmente separaveis, essa distancia pode nao apresentar desempenho satisfatorio.
Por causa dessa limitacao, diversos métodos baseados em distancias adaptativas tém sido
propostos (GUSTAFSON e KESSEL, 1979; FRIGUI e HWANG, 2008). Estes algoritmos
sao capazes de construir diferentes formas de agrupamentos com o objetivo de refletir de

forma mais fiel a real distribuicdo do conjunto de dados.

Em analise de agrupamentos, os padroes a serem agrupados sao geralmente repre-
sentados como vetores nos quais cada componente é uma medigao referente a uma variavel.
Os algoritmos de agrupamento convencionais (e.g. Fuzzy C-Means, etc.) consideram que
todas as variaveis sao igualmente importantes, no sentido de que todas possuem o mesmo
peso para a definicao dos grupos. Nao obstante, na maioria das areas do conhecimento, e,
especialmente se estiver lidando com conjuntos de dados de alta dimensionalidade, algu-
mas variaveis podem ser irrelevantes. Além disso, dentre aquelas que sao relevantes, algu-
mas podem ter uma importancia maior do que outras na construgao dos grupos. Ainda, a
contribuicao de cada variavel para cada grupo pode ser diferente, i.e., cada grupo pode ter
um conjunto diferente de variaveis importantes. Diversas modificagoes do algoritmo Fuzzy
C-Means tém sido propostas na literatura para aprender automaticamente os pesos das
variaveis e melhorar seu desempenho. Na abordagem em que todas as varidveis possuem
0 mesmo peso para todos os grupos, esta realiza ponderacao global de variaveis. Para

a abordagem onde cada grupo pode ter um conjunto diferente de variaveis importantes,
esta realiza ponderagao local de varidveis (GUSTAFSON e KESSEL, 1979).

Em ambas as abordagens, a derivacao das expressoes matemdticas para a ob-
tencao dos pesos das variaveis pode ser feita considerando dois tipos de restrigoes: na
primeira, assume-se que a soma dos pesos das variaveis deve ser igual a um, enquanto
que na segunda, assume-se que o produto dos pesos das variaveis deve ser igual a um
(GUSTAFSON e KESSEL, 1979; DE CARVALHO; TENORIO; CAVALCANTI JUNIOR,
2006).
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1.2 OBJETIVOS

Esta tese de doutorado propoe novos métodos de agrupamento semissupervisi-
onado com ponderacao automatica das varidveis através de distancias adaptativas. As
principais vantagens das abordagens propostas sobre os métodos de agrupamento nao
supervisionados convencionais ¢ a utilizacao de dados parcialmente rotulados para guiar
o processo de agrupamento e também a possibilidade do uso de distancias adaptativas,
as quais mudam a cada iteracdo do algoritmo e podem ser a mesma para todos os gru-
pos (distdncias adaptativas globais) ou diferentes de um grupo para outro (distdncias
adaptativas locais). Este tipo de medida de dissimilaridade é adequado ao aprendizado
dos pesos das variaveis dinamicamente durante o processo de agrupamento, muitas ve-
zes, levando a uma melhora no desempenho dos algoritmos. Ademais, todos os métodos
propostos nesta tese, a derivacao das expressoes matematicas utilizando o multiplicador
de lagrange para a obtencao dos pesos das variaveis foi realizada considerando dois ti-
pos de restrigoes. A primeira restricio determina que o produto do peso das variaveis
deve ser igual a um e a segunda restricao determina que a soma dos pesos das variaveis
deve ser igual a um. Os algoritmos propostos nesta tese adicionam um termo supervisi-
onado na funcao objetivo original do algoritmo de agrupamento proposto por Gustafson
e Kessel (GK) (GUSTAFSON e KESSEL, 1979). Foram modificados cinco algoritmos de
agrupamento semissupervisionado para trabalhar com distancias adaptativas. O primeiro
algoritmo foi proposto por Pedrycz e Walesky (Isodata-PS) (PEDRYCZ e WALETZKY,
1997), o segundo (sSSC) e terceiro (ESSC) algoritmos foram propostos no trabalho de
Endo et al. (ENDO et al., 2009), o quarto algoritmo foi proposto pelo autor desta tese
e De Carvalho (Nebfuzz) (MACARIO e DE CARVALHO, 2010) e o tultimo algoritmo foi
proposto por Bouchachia e Pedrycz (BSSC) (BOUCHACHIA e PEDRYCZ, 2006a). A
Tabela 1 faz um resumo dos algoritmos propostos neste trabalho; todos os algoritmos
marcados com (v') foram propostos neste trabalho. Contudo, apenas dois algoritmos nao
foram propostos neste trabalho, o primeiro algoritmo marcado com (z;), foi proposto
nos trabalhos de Marcelloni (MARCELLONI, 2003) e de Kong et al. (KONG e WANG,
2009); o segundo marcado com (x3) foi proposto no trabalho de Bouchachia e Pedrycz
(BOUCHACHIA e PEDRYCZ, 2006b). Além disso, foi utilizada uma abordagem para es-
colher exemplos de fronteira para serem rotulados, seguindo a abordagem realizada por
Frigui em (FRIGUI e HWANG, 2008). Os exemplos de fronteira sdo mais dificeis de serem
rotulados por algoritmos, entao um especialista realiza este trabalho para que os algorit-
mos de agrupamento semissupervisionado se beneficiem desse conhecimento, melhorando

seus desempenhos.
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Tabela 1 — Resumo dos algoritmos de agrupamento semissupervisionado.

Tipo de Distancia Adaptativa
Algoritmo Local Global
Soma | Produto | Soma | Produto
(L) | @P) | (@P) | (GS)
Isodata-PS T v v v
BSSC v To v v
sSSC v v v v
ESSC v v v v
NebFuzz v v v v

1.3 ESTRUTURA DA TESE

Esta tese esta dividida em 7 capitulos no total. Além deste capitulo de Introducao,

essa tese possui 6 capitulos organizados como segue:

Capitulo 2 - Agrupamento e distancias adaptativas: este capitulo apresenta
o conceito de algoritmos de agrupamento nao supervisionado e descreve o algoritmo clas-
sico Fuzzy C-Means. Depois, é descrito o conceito de distancias adaptativas como medida
de similaridade entre dois itens e logo apds sao apresentados dois algoritmos de agrupa-

mento nao supervisionado que utilizam distancia adaptativa.

Capitulo 3 - Agrupamento semissupervisionado: o conceito de agrupamento
semissupervisionado é apresentado neste capitulo. Depois alguns algoritmos de agrupa-
mento semissupervisionado sao descritos detalhadamente. Um estudo das propriedades

de convergéncia e complexidade desses algoritmos é realizada no final do capitulo.

Capitulo 4 - Novos algoritmos de agrupamento semissupervisionado com
distancias adaptativas: os algoritmos propostos nesse trabalho sdo apresentados nesse
capitulo. No final do capitulo, é realizado um estudo das propriedades de convergéncia e

complexidade dos algoritmos propostos.

Capitulo 5 - Validagao experimental: este capitulo descreve a metodologia dos
experimentos. O ambiente, as técnicas utilizadas, bem como as configuracoes dos experi-
mentos sao explicadas. Além disso, sdo apresentadas todas as bases de dados utilizadas

na validacao deste trabalho.

Capitulo 6 - Resultados e discussao: Os resultados dos experimentos realiza-
dos neste trabalho que realizam a comparacao dos algoritmos propostos com outros ja
descritos na literatura sao apresentados neste capitulo. As andlises dos experimentos sao

realizadas no final de cada Sec¢ao.

Capitulo 7 - Conclusées e trabalhos futuros: As conclusoes deste trabalho,
assim como perspectivas de pesquisas futuras a partir das ideias apresentadas nesta tese

estao presentes neste capitulo.
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Resultados adicionais do Capitulo 6 podem ser encontrados nos Apéndices A e B
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2 AGRUPAMENTO E DISTANCIAS ADAPTATIVAS

Este capitulo abrange questoes relevantes na abordagem de agrupamento. Uma
pequena introducao a tarefa de agrupamento é apresentada na Secao 2.1. Na Secao 2.2
é descrito o algoritmo de agrupamento classico Fuzzy C-Means (FCM). O calculo de
agrupamentos com distancias adaptativas é detalhado na Secao 2.3. Por fim, na Secao 2.4,

algoritmos de agrupamento com distancia adaptativa classicos sao apresentados.

2.1 AGRUPAMENTO

Agrupamento é uma tarefa nao supervisionada que retine um conjunto de dados
num grupo onde esses dados sao mais similares entre si do que entre dados reunidos em
diferentes grupos (JAIN e DUBES, 1988). Os dados apresentados aos algoritmos nao su-
pervisionados nao possuem a informagao dos rétulos da classe (categoria). Levam em conta
apenas as descrigoes dos exemplos para realizar a tarefa de agrupamento. As descrigoes

dos exemplos sao vetores contendo caracteristicas descritivas de cada exemplo.

Agrupamento também pode ser categorizado como generativo e discriminativo. O
modelo generativo assume uma distribuicao paramétrica de dados. Assim, é realizada a
maximizacao da verossimilhanga que possui como objetivo encontrar os parametros que
maximizem a probabilidade dos dados terem sidos gerados pelo modelo avaliado. Por
exemplo, numa distribui¢do gaussiana, temos que escolher a média e a covariancia que
gerou a distribuicao dos dados. Na formulagao mais geral, o niimero de grupos k também
¢é considerado um parametro desconhecido. O valor de k ¢é escolhido tal que o modelo de
agrupamento melhor se ajuste aos dados. No modelo de agrupamento discriminativo, o
algoritmo tenta agrupar os dados de forma a maximizar a similaridade dentro de cada
grupo e minimizar a similaridade entre os grupos, com base numa matriz de similari-
dade definida sobre os dados do conjunto de entrada. Neste paradigma, nao é necessario
considerar um modelo de geracao de base de dados paramétricos. Em ambos, modelos ge-
nerativos e discriminativo, os algoritmos de agrupamento sao geralmente colocados como

problemas de otimizagao e resolvidos por métodos como Ezpectation Mazimization (EM)

(DEMPSTER; LAIRD; RUBIN, 1977) e o Fuzzy C-Means (BEZDEK, 1981).

Agrupamento tem sido utilizado para resolver diversos problemas. Para citar al-
guns, temos a mineracao de textos, expressoes génicas, processamento de imagens, entre
outras. O agrupamento é a aglomeragao de objetos (ou exemplos) em grupos, de modo
que os objetos pertencentes ao mesmo grupo sejam mais similares entre si de acordo com
alguma medida de similaridade, enquanto os objetos pertencentes a grupos diferentes te-

nham uma similaridade menor. O objetivo do processo de agrupamento é maximizar a
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homogeneidade dos objetos de um mesmo grupo enquanto maximiza a heterogeneidade
entre objetos de grupos diferentes (STEPP e MICHALSKI, 1986). Segundo Jain e Dubes
(JAIN e DUBES, 1988), agrupamento é o estudo formal de algoritmos e métodos para

agrupar exemplos que nao estao rotulados com uma classe correspondente.

De modo intuitivo, agrupamento é a criacao de grupos que aglomeram objetos simi-
lares num mesmo grupo e objetos ndo similares em grupos diferentes. Everitt (EVERITT,
1980) diz que a definigao formal de um grupo é inoportuna e resume a definigbes de grupos

como segue:

Definicao 1: um grupo é um conjunto de entidades que sao similares, e entidades

de diferentes grupos nao sao similares.

Definicao 2: Um grupo ¢ uma aglomeragao de pontos no espago de tal forma que
a distancia entre quaisquer dois pontos num mesmo grupo é menor que a distancia entre

qualquer ponto desse grupo a outro ponto nao pertencente a ele.

Definicao 3: Grupos podem ser descritos como regides conectadas de um espago
multidimensional contendo uma alta densidade relativa de pontos, separadas de outras

regides por uma regiao contendo baixa densidade relativa de pontos.

Na Figura 1, retirada de Jain e Dubes (JAIN e DUBES, 1988), sao ilustrados
alguns exemplos de agrupamentos, onde cada exemplo é definido por dois atributos e
estd representado por cada ponto no espago bidimensional. Nessa figura, percebe-se a

existéncia de sete grupos.

Y Y

Figura 1 — Agrupamentos em duas dimensoes

2.1.1 Representacao de objetos do mundo real

Na maioria dos algoritmos de aprendizagem de maquina, a representacao de um
objeto do mundo real é feita por um vetor de atributos. Os objetos podem estar rotulados
ou nao com o atributo da classe. Uma das maneiras mais utilizadas para representar os

exemplos é uma tabela no formato atributo-valor. A Tabela 2 representa o formato geral
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de uma tabela atributo-valor de um conjunto com n exemplos E = e,, ..., e, e p atributos
X = Xj,...,X,. Nessa tabela, a linha 7 refere-se ao i-ésimo exemplo e;, a coluna j refere-se
ao j-ésimo j = (1,2,...,p) atributo, e o valor z;; refere-se ao valor do j-ésimo atributo
do exemplo e;. J& o valor h; representa a classe do exemplo e;. Essa classe pertence ao
conjunto dos H possiveis valores de classes prévias | = 1, ..., H. Para a aprendizagem nao
supervisionada, a ultima coluna que contém os valores de classe nao é considerada pelo

algoritmo.

Tabela 2 — Exemplos no formato atributo-valor

X Xy ... X, | H
€1 | T11  Ti2 : T1p hi
€2 | T21 Ta22 : Top ho
€n | Tn1 Tn2 : Lnp hn

2.1.2 Distancias e similaridades

O objetivo do agrupamento é justamente agrupar exemplos de acordo com a simi-
laridade entre eles. Desse modo, a similaridade é um conceito importante no processo de
agrupamento. Na literatura, medidas de similaridade, coeficientes de similaridade ou dis-
tancias sao utilizadas para descrever quantitativamente a similaridade e a dissimilaridade

entre dois exemplos, dois grupos ou entre um exemplo e um grupo.

Em geral, similaridade e distdncia sao conceitos reciprocos. A similaridade e os
coeficientes de similaridade sao utilizados para descrever quantitativamente o quanto dois
exemplos, dois grupos ou um exemplo e um grupo sao similares entre si. Ou seja, quanto
maior a similaridade entre eles, maior o valor da medida de similaridade. A medida de
dissimilaridade e a distancia sao utilizadas para medir quantitativamente o quanto dois
exemplos, dois grupos ou um exemplo e um grupo nao sao similares. Ou seja, quanto menor
a similaridade entre eles, maior o valor da medida de dissimilaridade. Para exemplificar,
considere dois pontos x; = (X1, Ti2, - - -, Tip) € Ty = (Tt Tm2, - - - s Tmyp), sSendo p o nimero

de atributos. A distancia Euclidiana entre os pontos x; e x,, é calculada como segue:

p

Ay = (3, ) = | D (i — Tnj)? (2.1)

j=1

O trabalho de Hathaway et al. (HATHAWAY; BEZDEK; HU, 2000) descreve mais
detalhes sobre tipos de distancias. Na Secao 2.3, sao apresentadas alguns tipos de distan-

cias adaptativas.
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2.1.3 Centrdide, particao, classe e grupo

Os grupos sao aglomerados de exemplos similares entre si. A representacao desse
grupo de exemplos similares é usualmente realizada por um vetor da mesma dimensao dos
exemplos contidos nesse grupo, o centréide. O célculo do centréide depende do algoritmo

utilizado para o agrupamento.

Um outro fator importante a ser observado é que um ou mais grupos podem con-
ter exemplos que representem a mesma classe de um determinado conceito. A Figura 2(a)
apresenta a formagcao original dos dados, onde cada classe é representada pelos simbolos
(+) e (-). A Figura 2(b) apresenta quatro grupos distintos, sendo que cada classe é repre-
sentada por dois desses grupos. Nas duas figuras, a e b sdo caracteristicas que descrevem
cada um dos exemplos. A formacao de grupos é o resultado do algoritmo de agrupamento.
Essa formagcao é chamada de particao. A particao é o conjunto de grupos resultado do

algoritmo de agrupamento.

> <
> <

+++ - ==
++ + - -
5 T A b +

-=- ++ +

- +++
f > X 1 » X
a a

(a) Distribuicao original dos dados (b) Grupos diferentes representando a mesma
classe

Figura 2 — Grupos versus classes

2.1.4 Agrupamento hard e agrupamento fuzzy

No agrupamento classico (DUDA; HART; STORK, 2001), um exemplo da base de
dados pode ser associado ou pertencer a apenas um grupo (agrupamento hard). O nimero
de grupos formados pelo algoritmo de agrupamento é dado pelo nimero K e o nimero
de exemplos da base de dados é dado por n. No agrupamento fuzzy, um exemplo e; sera
associado a todos os grupos Cx(k =1, ..., K) de acordo com um grau de pertinéncia fuzzy
(u;x). O valor do grau de pertinéncia esta no intervalo [0, 1], onde 1 representa pertinéncia

total do padrao e; no grupo C}, enquanto 0 indica que este padrao nao pertence ao grupo
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C. Caso o valor esteja no intervalo (0 < wuy < 1), significa que o padrao e; pertence

parcialmente ao grupo Cj. O grau de pertinéncia obedece as seguintes condicoes:

0 < up < 1,§:uik:1Vi,0<zn:uik<nd (2.2)

k=1 i=1
Uma ilustracao desses dois paradigmas é apresentada na Figura 3. Para o conjunto
fuzzy, o padrao x, pertence parcialmente as trés classes. Podemos quantificar isso a partir
do grau de pertinéncia, que para o grupo 1 é uy; = 0,22, enquanto para o grupo 2 é
u1p = 0,63 e para o grupo 3 é uy;3 = 0,15, sendo a soma deles igual a um. No conjunto

hard, o padrao x; estd apenas associado a um grupo.

Figura 3 — Fuzzy Versus Hard

2.1.5 Processo de agrupamento

A tarefa de agrupamento nao supervisionado é composta por 3 etapas como des-

crito a seguir (JAIN; MURTY; FLYNN, 1999):

1. Representacao dos dados: nessa etapa, objetos reais sao transformados em al-
guma representagao (ver Secao 2.1.1). Na representagdo, os pardmetros escolhidos
nesta etapa sao o nimero de classes, o nimero de padroes disponiveis, bem como
o numero, tipo, e a escala das caracteristicas disponiveis para representacao da in-
formacao. A representacao dos dados determina o tipo de estrutura de grupos que

serao encontrados nos dados e sera a entrada do algoritmo de agrupamento;

2. Agrupamento: Nessa etapa, o algoritmo de agrupamento é executado com as in-
formagoes disponiveis. Esta etapa envolve o treinamento do algoritmo e a formacao
de grupos com base na similaridade entre os padroes da base de dados. O proces-
samento consiste de diversas iteragoes até que seja satisfeito um critério de parada.

O resultado do processo de agrupamento pode ser um agrupamento hard, exemplos
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contidos em apenas um dos grupos formados, ou fuzzy, onde um exemplo pertence

a cada um dos grupos formados baseado num grau de pertinéncia;

3. Entendendo os grupos: quando o algoritmo termina sua execugdo, os grupos
estao formados. Os grupos formados sao entao associados a uma classe pré-definida

utilizando alguma estratégia que possa indicar a real distribuicao desses dados.

2.2 ALGORITMO DE AGRUPAMENTO FUZZY C-MEANS

O algoritmo Fuzzy C-Means (FCM) (BEZDEK, 1981) é um dos algoritmos de
agrupamento mais conhecidos da literatura. A fungao objetivo desse algoritmo ¢é geral-
mente modificada com o objetivo de criar outros algoritmos de agrupamento. O algoritmo
FCM ¢ a base dos algoritmos de agrupamento semissupervisionados que descrevemos no

préximo capitulo.

O algoritmo FCM otimiza uma funcao objetivo através das iteracoes para calcular

seus parametros desconhecidos, tornando o valor dessa fung¢dao menor a cada iteracao.

Com respeito a notagao que é utilizada neste trabalho, temos que E = {ey,...,e,}
¢ o conjunto de n objetos. Cada objeto e; é descrito por um vetor de caracteristica x; =
(wi1,...,2p) onde z;; € R(j =1,...,p). X = [z;;] é uma matriz de caracteristicas de
dados n x p. Cada grupo C (k = 1,..., K) possui um representante (ou protétipo) vy =
(Ukty .-, Ukp), onde vg; € R(j = 1,...,p). V = (v1,...,Vk) é a matriz de protétipos.
A particao fuzzy é representada por U = (uy,...,u,), onde u; = (w;1,...,Uix), € W €
[0,1] : Zszl u;x = 1 é o grau de pertinéncia do objeto e; no grupo C}. Assume-se que 0s
objetos pertencem & classe h das classes possiveis P, (h = 1,..., H). A dissimilaridade
d*(x;,vy) entre os vetores do padrdo x; e do protétipo vy é representada pela distancia
Euclidiana entre eles. O fuzificador m(> 1) atua como parametro para a otimizacao da

fungao objetivo. A fun¢do objetivo do algoritmo FCM é:

Z Zu %(xi, Vi) (2.3)

k=1i=1
onde U, respeita as condi¢oes da Equacao 2.2.

A distancia é calculada pela Equacgao 2.4:

p
P(xi,vi) = &, = [xi =il = (xi = i) T —vio) = Sy — ) (24)
7j=1

Diferentes valores de m na Equacgao 2.3 podem ter como consequéncia mudangas

no resultado do algoritmo.
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Para encontrar as equagoes dos parametros desconhecidos é realizada a minimiza-

cao da Equacao 2.3 utilizando o multiplicador de lagrange.

n

n K
J(U,‘/,)q,...,/\n)zzz de XZ,Vk Z)\Z Zuzk—l (25)
=1 k=1 =1

Por exemplo, para encontrar a equacao que calcula os graus de pertinéncia u;; de
cada exemplo aos grupos, é realizada a minimizacao com relagdo a matriz U, tendo como

resultado a seguinte Equacao:

1
2.6)
d2(x;,vi)\ —— (
{il( d2((xi7v];))) -1

Uik, =

A dissimilaridade é uma distancia entre dois pontos. No caso do algoritmo FCM,
essa distancia é dada pela Equacao 2.4. Minimizando a fung¢ao objetivo em relacao a V,

temos a férmula que calcula o protétipo:

S (i) %
i (uig)?

Em geral, o critério da fungao objetivo é otimizado quando o protétipo dos grupos

Vi =

(2.7)

estao proximos daquele ponto que possui a maior probabilidade de ser o representante
do grupo vyi. A caracteristica desse algoritmo, é que apds o passo de inicializacdo do
algoritmo, o calculo da matriz de graus de pertinéncia U e da matriz de protétipos se

alternam até que seja alcancado algum critério de parada.

2.3 AGRUPAMENTO COM DISTANCIAS ADAPTATIVAS

Em geral, os algoritmos de agrupamento fuzzy com fun¢do objetivo particionam
um conjunto de dados em grupos, em que um exemplo é associado a todos os grupos,
minimizando uma fung¢ao objetivo derivada da distancia entre os prototipos do grupo e
os objetos representadas pela matriz de caracteristicas dos dados. Como consequéncia, os
resultados do agrupamento sao bastante influenciados pela forma como essa distancia é
calculada. A distancia determina o formato dos grupos produzidos pelo algoritmo, e por
isso, é influenciada pela natureza dos dados. Como resultado, existe uma quantidade sig-
nificativa de algoritmos de agrupamentos fuzzy na literatura. O objetivo desses algoritmos
¢é investigar o uso de diferentes fungoes de distancia nos agrupamentos fuzzy, resultando
em grupos que capturam diferentes distribui¢oes e formatos dos dados com a finalidade

de melhorar o desempenho dos algoritmos de agrupamentos.

No trabalho de Gustafson e Kessel (GUSTAFSON e KESSEL, 1979), os autores
propuseram o algoritmo de agrupamento nao supervisionado GK, que utiliza a distan-

cia de Mahalanobis que é definida por uma matriz fuzzy de covariancia. Eles relataram
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que o algoritmo GK é melhor do que algoritmos baseados distancia Euclidiana, quando
o formato dos dados é considerado. Frigui e Nasraoui (FRIGUI e NASRAOUI, 2004) in-
troduziram uma abordagem onde a particdo final do algoritmo minimiza a soma das
distancias ponderadas interna dos grupos e os pesos sao otimizados para cada grupo. De
Carvalho et al. (DE CARVALHO; TENORIO; CAVALCANTI JUNIOR, 2006) propuse-
ram métodos adaptativos onde a distancia adaptativa quadratica de cada grupo é definida
por uma matriz fuzzy de covariancia diagonal que sao facilmente invertidas. Tang et al.
(TANG; WANG; XU, 2010) propuseram um fator exponencial que pondera a distancia
Euclidiana no algoritmo FCM. Hung et al. (HUNG; KULKARNI; KUO, 2011) propuse-
ram uma abordagem adaptativa hibrida em que adiciona a uma abordagem adaptativa, o
centroide de cada grupo para aumentar a estabilidade no processo de agrupamento do algo-
ritmo. Wu et al. (WU et al., 2012) generalizam vérios tipos de distancias para o algoritmo
FCM. Eles apresentam experimentos extensivos para demonstrar que as mudancas de dis-
tancias levam a convergéncia global do FCM em que o desempenho do agrupamento sao
significativamente afetados pelas opgoes de funcoes de distancia. Ferreira e De Carvalho
(FERREIRA e DE CARVALHO, 2014) propuseram métodos de agrupamento baseados
em fungoes kernel com ponderacao automatica das variaveis através de distancias adapta-
tivas onde medidas de dissimilaridade sdo obtidas como somas de distancias Euclidianas
entre padroes e prototipos calculadas individualmente para cada variavel através de fun-
¢oOes kernel. Nos préximos paragrafos, sao analisados brevemente algumas categorias de
distancia, que ajuda a contrastar as diferencas e enfatizar o nivel de flexibilidade que essas

trazem para o processo de agrupamento.

Os algoritmos discutidos neste trabalho baseiam-se na distancia Euclidiana des-

crita na forma padrao:

p
P (xi,vi) = diy = (xi — Vi) (x5 — Vi) = (245 — vgy)? (2.8)
J=1

A distancia Euclidiana produz bons resultados apenas quando todos os grupos sao
esferdides, ou quando todos os grupos sao bem separados. Isso é verdade mesmo quando
todos os grupos tém o mesmo nimero de objetos (KRISHNAPURAM e KIM, 1999). As
distancias adaptativas permitem a construcao de parti¢coes em varios formatos, além da
forma esférica gerada pela distancia Euclidiana, deste modo, pode aprender estruturas
de distribuicao de dados mais complexas. Basicamente, nesta se¢do sao investigadas a
distancia adaptativa local e a distancia adaptativa global. Essas distancias permitem o
algoritmo construir agrupamentos hiperesféricos (por exemplo, circulares, elipticos, etc)

no formato:

dQAk (Xi, Vk) = (SE — Uk)TAk — ’Uk Z )\k] Xij — ij)2 (29)
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Essa distancia adaptativa pode resultar em diferentes formas geométricas e orien-
tagao diferente nos grupos dependendo dos valores e formato da matriz de covariancia Ay.
Estes grupos sao representados por hiper-elipsdides planas, que podem ser considerados
como hiperplanos. Por exemplo, se A, é uma matriz identidade I, entdao essa distancia
possui o formado da Euclidiana padrao. Além disso, se A, é uma matriz diagonal definida
positiva, pode ser vista como um mecanismo de ponderacao das caracteristicas individuais.
A matriz A, é definida positiva se for simétrica e obedecer a restricio 7 Ayz > 0 Va # 0.
Neste caso, Ay, = [M\y;](7 = 1,...,p) é uma matriz diagonal, onde cada valor de \;; esta as-
sociado com o valor correspondente do atributo j(j = 1...p). A matriz Ax = g1, ..., Akp
corresponde ao conjunto de matrizes de ponderacao de caracteristicas. A matriz Ay onde
(k=1,...,K) caracteriza a forma geral da medida de distancia adaptativa local. Desse
modo, a contribuicao de cada variavel para cada grupo pode ser diferente, i.e., cada grupo

pode ter um conjunto diferente de variaveis relevantes.

Air 0 0
0 Ay
A= &
0
0 0 - Ay

Ao considerar a medida de distancia adaptativa global, todos os grupos sao pon-
derados apenas por uma matriz A. Igualmente, temos as mesmas propriedades descritas
anteriormente, com a diferenca que a matriz de pesos é tnica para todos os grupos. Assim,

as variaveis possuem o mesmo peso para todos os grupos.

A O 0
A0 N

: 0

0 0 A

A medida de distancia adaptativa é utilizada para calculo de similaridade entre
objetos num algoritmo de agrupamento que otimiza uma funcao objetivo. A otimizagao
da funcgao objetivo é obtida com derivac¢oes utilizando o multiplicador de lagrange. Desse
modo, devido as restricoes do multiplicador de lagrange, € preciso restringir o determinante

da matriz Aj. Assim, o determinante da matriz A, assume a forma

det(Ax) = pr ; pr >0 Vk (2.10)

onde pi é um pardmetro de restricao para o determinante e geralmente pp = 1. A restricao

pode ser descrita por dois métodos. O primeiro método restringe a soma dos valores da
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diagonal da matriz Ay, chamado de traco da matriz, na seguinte maneira

p
Z)\k’j = Pk; )\kj >0 Vk (2.11)
j=1

O outro método restringe os valores da diagonal da matriz A utilizando produto

de seus componentes da seguinte maneira

p
H /\kj = Pk, )‘kj >0 Vk (212)

=1

No primeiro método assume-se que a soma dos pesos das variaveis deve ser igual
a pr, enquanto que no segundo, assume-se que o produto dos pesos das variaveis deve ser

igual a pg. Sendo que geralmente p, = 1 Vk.

Ao considerar as equagoes da distancia adaptativa com ponderacao global de va-
riaveis, é preciso apenas uma tnica matriz de pesos A para todos os grupos. Do mesmo
modo, essa distancia pode ter seus valores da diagonal restritos pela soma ou pelo produto
de seus componentes igual a p. Como consequéncia, teremos dois tipos de distancias adap-
tativas com ponderacao local e com ponderagao global de variaveis com restrigoes em que
a soma ou o produto dos pesos das variaveis deve ser igual a um. Sao entdo criadas pelo
menos quatro novas versoes de algoritmos de agrupamento. Nesta tese, esses algoritmos

sao apresentados como:

1. Algoritmos com distdncia adaptativa global com restrigdo de produto (GP).
2. Algoritmos com distancia adaptativa global com restri¢cao de soma (GS);
3. Algoritmos com distancia adaptativa local com restrigdo de produto (LP);

4. Algoritmos com distancia adaptativa local com restrigao de soma (LS);

Nas proximas segoes, apresentamos alguns algoritmos com distancias adaptativas.

2.4 ALGORITMOS DE AGRUPAMENTO COM DISTANCIA ADAPTATIVA

Esta secao apresenta alguns algoritmos de agrupamento relacionados com distan-

cias adaptativas.

2.4.1 Algoritmo GK

A primeira e mais geral versao adaptativa do algoritmo FCM, é baseada numa
distancia quadratica para cada grupo definida por uma matriz fuzzy de covariancia in-
troduzida por Gustagson e Kessel (GUSTAFSON e KESSEL, 1979). Para este método, o
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critério que avalia a otimizagao apropriada entre os grupos e seus representantes é definido

cOomo

J(U,Ay,... AL V) =

Nk
M=

(uir)*d, (%4, Vi) (2.13)

i
—
©
I
—

onde

- U é a matriz de graus de pertinéncia;
- A;... Ak é a matriz de vetores de pesos
- V é a matriz de protétipos;

- dj, (x;,vy) calcula a distancia quadrada Euclidiana entre um protétipo v e um
objeto x;:

dik (x5, Vi) = (25 — vi) T Ap (2 — vp) (2.14)

O algoritmo comeca a partir de um grau de pertinéncia inicial para cada objeto
e; em cada grupo C} e alterna um passo de representagdo e um passo a alocacao até a
convergéncia do algoritmo, quando o critério J atinge um valor estaciondario que representa
um minimo local. A etapa de representacao tem duas fases: na primeira fase, o grau de
pertinéncia de cada padrdao de e; em cada grupo C} e as matrizes Ay sao fixados. Os
prototipos vy dos grupos Ci(k =1,..., K), que minimizam o critério de agrupamento J,

sao atualizados de acordo com
n 2
Z¢:1 (Uzk) X5

S (o ? (2.15)

Vi =

Na segunda etapa, o grau de pertinéncia de cada objeto e; no grupo Cy, e os
protétipos vy dos grupos correspondentes Ci(k = 1,..., K) sdo fixados. A matriz simé-
trica definida positiva Ax(k = 1,..., K), que minimiza o critério de agrupamento J em

det(Ay) = 1, é atualizada de acordo com a seguinte expressao:

A = det(A)YPALY ) Ay = D ugt(xi — i) (x; — vi)T. (2.16)
i=1
Na etapa de alocagao, os protétipos vy correspondente aos grupos Cy(k =1,..., K)
e as matrizes Ag(k = 1,..., K) sao fixados. O grau de pertinéncia u;(i = 1,...,n) de
cada objeto e; em cada grupo Cy(k = 1,..., K), que minimizam o critério de agrupamento

J sob as restricoes 2.2, sao atualizados de acordo com a seguinte Equacao:
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1 XZ7VZ)

_ Z( Vk)TAk(Xivk)>(m11>]1

~

wy = ;( A<X“V’“))(m_1)] (2.17)

=\ (xi = vi)TAy(x; — Vi)

~

24.2 FCM-DFCV

De Carvalho et al. (DE CARVALHO; TENORIO; CAVALCANTI JUNIOR, 2006)
introduziram um caso especial do algoritmo GK. A matriz simétrica definida positiva Ay
do algoritmo GK deve ser invertida, a fim de atualizar as distancias na segunda fase
da etapa de representacao do algoritmo. No entanto, nos casos em que essas matrizes
sao singulares, problemas numéricos podem ocorrer e as matrizes podem ser inversiveis.
No algoritmo FCM-DFCV, a distancia Euclidiana adaptativa é definida por matrizes
diagonais definidas positivas que sdo facilmente invertidas, como mostrado na Secao 2.3.

Assim, a funcao objetivo é definida como

K n
J(U,Aq,..., Ak, V) = Z Z(uik)Qdik (x4, VE) (2.18)
k=11i=1
onde
- UA;..., Ak, V sdo como descritas anteriormente;

- A matriz Ay é uma matriz diagonal como a descrita na Secao 2.3

da, (Xi, Vie) = 201 A (Xi5 — Vig)®

Esse algoritmo inicia como o algoritmo GK, com trés etapas. A primeira etapa é

igual a etapa do algoritmo GK, com os protétipos calculados pela Equacao 2.15.

Na segunda etapa, os elementos \g; da matriz diagonal definida positiva Ag(k =
1

det(Ay) = 1, sdo atualizados de acordo com

, ..., K), conforme Se¢ao 2.3, que minimiza o critério de agrupamento J com a restrigao

Aej = (2.19)
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Na etapa de alocagdo, o grau de pertinéncia u;, (¢ = 1,...,n) de cada objeto e; em
cada grupo Cx(k = 1,..., K) , que minimiza o critério de agrupamento J sob as restrigoes

(2.2), sao atualizados como o algoritmo GK de acordo com a Equagao 2.17.

2.5 MEDIDAS DE AVALIACAO DE ALGORITMOS DE AGRUPAMENTO

Nesta se¢ao, a metodologia de validacao para comparar o desempenho dos algorit-
mos semissupervisionados é descrita. A precisao dos resultados obtidos pode ser medida
comparando-se a particdo de teste com uma particao classificada previamente utilizando
o indice de Rand Corrigido (CR) (HUBBERT e ARABIE, 1985), o indice Informacao
Miutua Normalizada (NMI) (COVER e THOMAS, 2006) e uma taxa de acerto de classi-
ficagdo (ACC) (BREIMAN et al., 1984).

E importante ressaltar que os algoritmos de agrupamento fuzzy sao utilizados com
o objetivo de obter uma partigdo fuzzy, Z = (Zi,...,Zk) de E em K grupos fuzzy
representados por U = (uy,...,u,), com Wy = (w1, ...,ux) (i =1,...,n). Depois, uma
parti¢do hard Q = (Q1,...,Qk) é obtida a partir dessa particdo fuzzy pela definicao de
uma particao hard Qi(k =1,..., K) com Q) = {e; : uy > uy vVl € {1,..., K}}. A seguir,

apresentamos trés indices para avaliacdo de algoritmos de agrupamento.

2.5.1 Indice de Rand corrigido

Um indice externo de adequacao de particoes avalia o grau em que duas par-
ticoes de n objetos se correspondem. Uma particao € proveniente do resultado de um
algoritmo de agrupamento. Ha4 uma série de indices externos definidos na literatura, tais
como Hubbert, Jaccard, Rand e Rand Corrigido (JAIN e DUBES, 1988). Uma caracte-
ristica da maioria destes indices é que eles podem ser sensiveis ao niimero de classes nas
particoes ou a distribui¢oes de elementos nos agrupamentos. Por exemplo, alguns indices
possuem uma tendéncia a apresentar valores mais elevados para as partigoes com mais
classes (Hubbert e Rand), outros para as partiges com um menor nimero de classes (Jac-
card) (DUBES, 1987). O indice de Rand Corrigido (CR), possui seus valores corrigidos de
acordo com acertos nas comparacoes das partigoes, por isso nao possui nenhuma destas
caracteristicas indesejaveis (MILLIGAN e COOPER, 1986). Esse indice pode ser obtido
a partir da tabela de contingéncia e construido a partir de duas partigoes mostradas na
Tabela 3. Seja Q@ = {Q1,...,Qk, ..., @k} a particdo dada pelo algoritmo de agrupamento,
e R ={Ry,...,Rp, ..., Ry} a parti¢do definida pela classificagdo prévia. O CR pode ser

definido pela Equacao 2.20 como segue:
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Tabela 3 — Tabela de contingéncia para duas particoes

Q1 | Q2 | ... | Qk
Ry ni Ni2 i ny.
Ry n21 Nag Nok na.
Ry | ng1 | ng2 | ... | Nk NR.
na n.2 Ng | N.=N

SESE () = () S8 () K ()

TR () ()] () () ()

(2.20)

onde (g) = @ e npr ¢ o numero de objetos que estdo em ambas particoes Qi e Ry.
O termo n.; representa o nimero de objetos no grupo Qi e ny. é o nimero de objetos na

classe Ry, e n é o nimero total de objetos.

Esse indice possui um valor no intervalo [-1, 1], onde o valor 1 indica uma coesao
perfeita entre as particoes e -1 indica que nao existe coesao entre as parti¢goes. Os valores
proximos a 1 indicam boa coesdo. Milligan e Cooper (MILLIGAN e COOPER, 1986)

indicam que valores abaixo de 0.05 sao parti¢coes geradas por acaso.

2.5.2 Indice de informacio miutua normalizado

O indice externo de informagao mutua (/) tem origem nos principios da teoria
da informagdo e na nogao de entropia (COVER e THOMAS, 2006). Quando a entropia
¢é aplicada ao processo de agrupamento, ¢ uma medida que mede a incerteza de que um
elemento e; estard associado a um determinado grupo Cj. Para o caso de um elemento
estar associado a um grupo por acaso, a entropia é 0. A nocdo de entropia pode ser
estendida para informacdo mutua, que mede o quanto podemos, em média, reduzir a
incerteza sobre a escolha aleatéria de que um elemento e; seja associado a um grupo CY,
levando em conta que seu grupo é conhecido de outro agrupamento prévio. A informacgao

mutua ¢é calculada através da Equagao 2.21.

[ = f: f: e log <””h’“> (2.21)

A informacao mutua I, é uma medida sobre o espago de todos os agrupamentos.
No entanto, nao é limitada por um valor constante, que faz com que seja dificil de in-
terpretar. No trabalho de Strehl e Ghosh (STREHL e GHOSH, 2002), foi proposta uma
normalizacao pela média geométrica. Para este fim, eles determinam o agrupamento que

tem a média maxima da informagao mitua normalizada de todos os agrupamentos em
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consideracao, onde a informacdo muitua normalizada (NMI) entre dois agrupamentos é

definida como como segue

I(R,Q)
VEN(R)En(Q)
onde I(R, Q) é a informagao mutua entre R e Q. EN(R) e EN(Q) sdo entropias de R

e () respectivamente. Assim, a informacao mutua normalizada pode ser calculada pela

NMI = (2.22)

Equacao 2.23.

K H NNhk
D k=1 2he1 Nhk lOg (m)

NMI =
\/(ZkKl n., log ”—n’“) (Zthl np. log %‘)

(2.23)

onde npy, Ny e ny. sdo como ja descritos. NMI possui valores entre [0,1]. A informagao mu-
tua normalizada foi utilizada para validacao de algoritmos de agrupamentos semissupervi-
sionados nos trabalhos (MARAZIOTIS, 2012; ZHANG et al., 2012; YIN; SHU; HUANG,
2012).

2.5.3 Taxa de acerto de classificagao

A taxa de acerto ou acuracia (ACC) procura uma regra de decisdo que minimiza
a probabilidade de erro (BREIMAN et al., 1984). O valor méximo de ACC indica melhor

desempenho do algoritmo de agrupamento.

ACCz(

K
Zkzl maxi<p<H Nhk
n

(2.24)

onde ny; € como ja descrito.

2.6 PROPRIEDADES INERENTE A INICIALIZACAO E PARADA DE ALGORITMOS DE
AGRUPAMENTO

Os algoritmos de agrupamento particionais sdo sensiveis a normalizacao da base
de dados, as inicializagoes das matrizes de protétipo, de grau de pertinéncia e ao momento
de parada do algoritmo. Nessa secao sao apresentadas algumas abordagens para execugao

dos algoritmos de agrupamento particionais.

2.6.1 Normalizagao da base de dados

E indicado que a normalizacao dos dados seja utilizada. A normalizagdo possui
como objetivo evitar discrepancia entre a relevancia dos atributos de uma base de dados.

Por exemplo, no mundo real, pode-se facilmente encontrar atributos como idade e peso
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de uma pessoa. Diferencas de escala entre esses atributos podem levar a uma distor¢ao no

calculo da distancia Euclidiana. Existem algumas opcoes para se fazer a normalizacao.

A primeira pode transformar os valores em escala decimal, dividindo os valores

dos atributos pela mesma poténcia de 10 de acordo com a Equacao 2.25.

novo _ Lij
) 10d
¢ o valor normalizado e d é o menor inteiro de forma que Mazx(|z7*°[) < 1.

x (2.25)

onde x;7
Também existe a normalizacdo Min-Max, onde os valores sao substituidos por
valores entre um intervalo pré-definido, geralmente na escala entre 0 e 1. Esses valores sao
encontrados a partir do célculo de onde se utiliza o valor minimo e o valor méaximo da
base de dados conforme a Equacao 2.26:

novo __ Tij — MZTL(X)

“ Maz(X) — Min(X)

(2.26)

onde Maz(X) é o valor mais alto do atributo e Min(X) é o menor valor do atributo.

Ainda hé o Z-score onde os valores sao padronizados através da diferenca da média
do atributo. Os novos valores estardao na escala entre 0 e 1.
Tij — Ux
ape = L —— (2.27)
oXx

onde uyx é a média dos atributos e ox é o desvio padrao dos atributos.

2.6.2 Inicializacao da matriz de protdétipos

A matriz de protétipos é inicializada geralmente escolhendo aleatoriamente um
exemplo da base de dados. Para que essa abordagem consiga algum efeito, é importante
repetir a execucao do algoritmo diversas vezes com diferentes exemplos escolhidos alea-
toriamente da base de dados para compor a matriz inicial de protétipos. Algumas ou-
tras abordagens também podem ser realizadas. No trabalho de Bouchachia e Pedrycz
(BOUCHACHIA e PEDRYCZ, 2006a), por exemplo, a matriz de prot6tipos é inicializada

a partir dos resultados do algoritmo Fuzzy C-Means original.

2.6.3 Inicializacao da matriz de grau de pertinéncia

A inicializacdo da matriz de grau de pertinéncia pode ser feita de diversas maneiras.
Essa matriz é caracteristica de algoritmos que obtém particao fuzzy como resultado. Nesta

secao abordamos trés abordagens para iniciar essa matriz.

A primeira, é chamada neste trabalho de inicializacao fuzzy. Nessa abordagem, o
grau de pertinéncia u;; de um exemplo e; a cada um dos grupos C} ¢ atribuido aleatori-
amente e possui valor no intervalo [0,1]. A soma dos graus de pertinéncia de um padrao

aos grupos deve ser 1.
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A segunda abordagem, é chamada de inicializacao hard. O grau de pertinéncia w;
de um exemplo e; a um grupo C} ¢ atribuido aleatoriamente a apenas um dos grupos.
O valor desse grau de pertinéncia é um. Para manter a condigao da soma dos graus de
pertinéncia de um padrao igual a um, os graus de pertinéncia desse padrao e; aos outros

grupos é zero.

A terceira abordagem é um pouco mais elaborada. Nessa abordagem, chamada de
inicializacao por agrupamento, ¢ calculada a similaridade do exemplo e; ao grupo C}, pela

Equacao 2.28.

[ (i, Vi) -
Uik, = [Elfil dz(Xi,Vl)] (2.28)

obedecendo as condi¢oes da Equacao 2.2. No entanto, ha uma excecao para o caso de
um protétipo de um grupo Cy ser igual a um determinado exemplo e;. Nesse caso, a
similaridade € igual a 1 dividido pelo nimero de grupos iguais ao exemplo e 0 para todos

0s grupos que nao possui valor igual ao exemplo e;.

2.6.4 Critério de parada

Ainda relativo aos parametros inerentes aos algoritmos de agrupamento, existe o
critério de parada. Esse parametro diz respeito a maneira de como os algoritmos param
seu processamento. Sao apresentadas trés opcoes para critério de parada. Para todos eles,
utiliza-se um limiar € positivo com um valor baixo. O primeiro critério, é a estabilizacao
da norma da diferenga das matrizes de graus de pertinéncia formadas da iteracao anterior
U e da iteracao atual U®, sendo ¢ o contador de iteracdes. O valor dessa diferenca
deve ser menor que o limiar € para que o algoritmo pare. Este limiar deve ser positivo

maior que 0 e muito menor que 1. Este critério é expresso na Equagao (2.29).

K n
J0 = 0Ol = 323 = wii))? (2.20)

O segundo critério segue o mesmo principio do primeiro, porém a matriz conside-
rada é a do protétipo. A norma da diferenca entre as matrizes de protétipos da iteracao
anterior V1 e atual V) deve ser menor que o limiar e. O critério é apresentado na

Equacao (2.30).

K p
[VED O = 33 (Y — o) (2.30)

k=1 j=1
onde t é o contador de iteragoes.
O terceiro critério é mais direto. Esse critério interrompe o processamento do

algoritmo quando os valores da diferenca do valor da funcao de otimizagao da iteracao

anterior J¢~1) e da atual J® for menor que o limiar e. Apds aplicar o critério de parada,
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o algoritmo de agrupamento cessa o processamento formando as partigoes (grupos) e seus
respectivos prototipos e a matriz final de graus de pertinéncia dos padroes a cada um dos

grupos formados.

2.7 SINTESE DO CAPITULO

Este capitulo apresentou os conceitos basicos de aprendizagem de maquina nao
supervisionada. Descrevemos o algoritmo Fuzzy C-Means, que é um dos algoritmos mais
importantes deste tipo. Em seguida, foi descrito o conceito de distancias adaptativas, que
procuram adequar o agrupamento a distribui¢coes mais complexas dos dados, utilizando
uma matriz diagonal definida positiva para ponderar o conjunto de variaveis. Depois,
foram apresentados alguns algoritmos de agrupamento que utilizam distancia adaptativa.
Pra finalizar, foram descritos métodos de avaliacao desses algoritmos e alguns parametros

importantes para os algoritmos de agrupamento.
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3 AGRUPAMENTO SEMISSUPERVISIONADO

Este capitulo apresenta os principais conceitos de agrupamento semissupervisio-
nado na Sec¢ao 3.1. Depois, descreve e analisa alguns algoritmos de agrupamento semissu-

pervisionado na Se¢ao 3.2.

3.1 APRENDIZAGEM SEMISSUPERVISIONADA

Os algoritmos semissupervisionados sdo uma abordagem intermediaria entre os
algoritmos de aprendizagem supervisionada e nao supervisionada. O detalhe crucial de
um algoritmo semissupervisionado é que o mesmo seja capaz de aprender a partir de
dados rotulados junto com dados nao rotulados para realizar uma tarefa de classificacao

ou de agrupamento.

Para ilustrar a aprendizagem semissupervisionada, a Figura 4 apresenta as dife-
rengas entre os conjuntos de treinamento dos diferentes paradigmas de aprendizagem. A
Figura 4(a) apresenta os dados nao rotulados, ou seja, dados que nao possuem informagao
acerca do rétulo. A Figura 4(b) representa o conjunto de treinamento de dados rotulados,
ou seja, sabe-se previamente a classe, ou rétulo, de cada item desse conjunto. O conjunto
de treinamento é formado por duas classes, uma delas representada por estrelas e a outra
por sinais positivos. Dessa forma, a aprendizagem supervisionada ¢é guiada pelo conjunto
de treinamento totalmente rotulado. Por tltimo, temos a Figura 4(c) que representa a
aprendizagem semissupervisionada. Note que no conjunto de treinamento existe dados
nao rotulados, representados pelos tridngulos e dados rotulados, representados pela es-
trela e pelo sinal positivo. Dessa forma, o treinamento semissupervisionado ¢é guiado pelas
informagoes disponiveis da descricdo dos dados nao rotulados e também pelo rétulo dos

dados rotulados.

Um exemplo de como a informacao rotulada pode ser 1til é apresentado na Figura 5.
Nela ha dois grupos representando duas classes. Se nao houvesse informacao nenhuma
acerca de alguns exemplos do conjunto de dados os grupos seriam colocados em classes
erradas, pois o algoritmo poderia agrupar os grupos verticalmente como mostrado na
Figura 5(a). Mas na Figura 5(b) existe informagao de rétulos de alguns exemplos da base
de dados, desse modo o algoritmo agrupa corretamente os exemplos, colocando-os dentro

da representacao correta.

3.1.1 Agrupamento semissupervisionado baseados em funcao objetivo

Os algoritmos de agrupamento semissupervisionados realizam alguma estratégia

para levar em conta dados rotulados em seu treinamento. Os algoritmos de agrupamento
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Figura 4 — Aprendizagem semissupervisionada
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(a) Dados Nao Rotulados (b) Dados Parcialmente Rotulados

Figura 5 — Aprendizagem semissupervisionada

semissupervisionados baseados em funcao objetivo, geralmente, sao compostos por, pelo
menos, uma expressao herdada de algum algoritmo de agrupamento nao supervisionado
e, pelo menos, mais uma expressao supervisionada desenvolvida para utilizar informacoes

conhecidas previamente para guiar o aprendizado do algoritmo.

Agrupamento é uma tarefa muito dificil por se tratar de uma tarefa guiada apenas
pela natureza intrinseca dos dados baseada apenas no vetor de caracteristicas desses da-
dos (ou na matriz relacional). Por conseguinte, qualquer informacao externa suplementar

disponivel pode ser muito 1til na tarefa de encontrar grupos nesses dados (JAIN, 2010).
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Como informacao prévia, os algoritmos de agrupamento semissupervisionado po-
dem utilizar alguns dados rotulados, ou restricbes em alguns exemplos, para melho-
rar o desempenho de algoritmos de agrupamento nao supervisionados classicos. Méto-
dos de agrupamento semissupervisionado foram desenvolvidos ao longo da ultima dé-
cada (CHAPELLE; ZIEN; SCHOLKOPF, 2006; ZENG et al., 2012; ZHU, 2008). Eles
podem ser basicamente em dois tipos: baseados em similaridade e baseados em busca
(BASU; BILENKO; MOONEY, 2003).

Nas abordagens baseadas na similaridade, sao utilizados algoritmos de agrupa-
mento existentes com alguma medida de similaridade, porém a medida de similaridade ¢é
adaptada para satisfazer as restricoes ou rétulos disponiveis para guiar o agrupamento.
Varias abordagens semissupervisionadas baseadas em similaridade foram propostas. Wu et
al. (WU et al., 2012) propuseram uma abordagem nao-paramétrica para aprender fungoes
de distancia Bregman para o agrupamento semissupervisionado, que é capaz de lidar com
dados de alta dimensao de forma eficiente. Wang et al. (WANG; YUEN; FENG, 2013)
propoem um novo método de aprendizagem semissupervisionada com uma medida de

distancia regularizada de acordo com a topologia local dos dados.

Em abordagens baseadas em busca, o algoritmo de agrupamento é modificado
para que algum especialista forneca rétulos ou restrigbes que sao usadas para guiar a
busca por um melhor agrupamento. As estratégias para realizar as modifica¢oes podem ser
categorizadas de acordo com a maneira que a informagao externa ou prévia é caracterizada

para orientar o processo de agrupamento: sementes, restrigoes e rétulos.

A abordagem baseada em “sementes” utiliza exemplos rotulados para inicializar
a configuracao dos grupos. Estas sementes sao utilizadas como prototipos iniciais para
orientar o processo de agrupamento. Basu et al. (BASU; BANERJEE; MOONEY, 2002)
apresentou duas versoes modificadas do algoritmo k-means classico que utilizam dados

rotulados iniciais como sementes.

As outras duas abordagens, restrigoes e rotulos, geralmente modificam a fungao ob-
jetivo existente de um algoritmo de agrupamento, adicionando pelo menos uma expressao
que leva em conta um tipo especifico de informacao para orientar o processo de agrupa-
mento. O principal desafio do projeto destes algoritmos reside na criacao de uma funcao
objetivo que seja capaz de refletir a natureza do problema, de modo que sua otimizagao

revele uma estrutura significativa no conjunto de dados.

A abordagem que utiliza “restri¢gdes” faz uso de informacgoes na forma de restrigoes
de pares. Restricao pareada é um termo usado para especificar as relagoes entre pares de
exemplos nos dados. Os métodos de agrupamento com restriges de pares incorporam e
impoem tais restrigoes. Wagstaff et al. (WAGSTAFF et al., 2001) introduziu as restrigdes
must-link e cannot-link. Restrigdes must-link especificam os pares de itens que devem ser

atribuidos ao mesmo grupo. Por outro lado, as restrigoes cannot-link especificam os pares



3.1. Aprendizagem semissupervisionada 40

de items que devem ser atribuidos a grupos diferentes. Alguns exemplos de algoritmos de
agrupamento semissupervisionado que utilizam este tipo de restricdo podem ser encontra-
dos em (GRIRA; CRUCIANU; BOUJEMAA, 2008; BASU et al., 2006; MEI e CHENVC,
2013). O trabalho de Maraziotis (MARAZIOTIS, 2012) quantifica as restrigdes must-link
e/ou restrigdes cannot-link para aplicar em dados de expressao de genes. Outros tipos
de restrigoes tém sido desenvolvidas, como a restricao tripla, utilizada por Wang et al.
(WANG; YUEN; FENG, 2013). A restrigao em Tripla (e;, €;, €,,,), € tal que (e;, e;) devem
estar mais préximos que (e;, e,,). Assim, se (e;,e;) é uma restrigdo positiva e (e;, €,,) €

uma restricdo negativa, (e;,e;, €,,) é uma restricao tripla.

Finalmente, a abordagem que utiliza “rétulos” é baseada no uso de exemplos rotula-
dos para orientar o processo de agrupamento a partir de exemplos parcialmente rotulados.
Exemplos rotulados, que muitas vezes sao um pequeno subconjunto dos dados, sao uti-
lizados para orientar o processo de agrupamento e, a0 mesmo tempo, para aumentar a

precisao do algoritmo de agrupamento nao supervisionado.

O trabalho de Pedrycz e Waletzky (PEDRYCZ, 1985; PEDRYCZ e WALETZKY,
1997) foi um dos primeiros a adaptar a fungdo objetivo do algoritmo Fuzzy C-Means,
mostrando que os dados nao rotulados utilizados em conjunto com dados rotulados me-
lhoraram a qualidade dos grupos formados pelo algoritmo. Este algoritmo restringe o grau
de pertinéncia de um objeto a um grupo a ter um valor préximo de um, se este grupo esta
em uma correspondéncia de um-para-um com uma determinada classe prévia. Seguindo
essa linha, Bouchachia e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006a) adicionaram um
termo com duas otimizagoes na fungao objetivo do algoritmo Fuzzy C-Means. Os auto-
res testaram ainda esse algoritmo como sendo um classificador supervisionado, utilizando
apenas dados rotulados no treinamento e obtiveram resultados melhores do que os algo-
ritmos cldssicos como a rede neural SVM (VAPNIK, 1998). Endo et al. (ENDO et al.,
2009) propoem dois algoritmos de agrupamento semissupervisionados. O primeiro ele
chama de algoritmo semissupervisionado padrao, pois ele modifica o algoritmo classico de
agrupamento FCM para utilizar diretamente rétulos em sua funcao objetivo. O segundo
algoritmo adiciona um termo supervisionado baseado em entropia ao termo classico do
algoritmo FCM. Kanzawa et al. (KANZAWA; ENDO; MIYAMOTOE, 2011) impulsiona
o processo de agrupamento com um termo que utiliza regularizagao da entropia entre o
grau de pertinéncia e seu valor da classe, otimizando a fun¢do objetivo com o objetivo de
minimizar valores de entropia. Zeng et al. (ZENG et al., 2012) atribuem pesos arbitraria-
mente maiores para as exemplos rotulados no caso de falta de algum conhecimento prévio

sobre os exemplos.

Pode-se perceber que existem diferentes abordagens para utilizar a informacao su-
pervisionada nos algoritmos de agrupamento. Neste trabalho é dada atenc¢ao particular a

informagao dos rétulos de exemplos previamente rotulados na otimizacao de uma funcao
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objetivo baseada na funcao original do algoritmo classico Fuzzy C-Means. Na Secao 3.2,
esta abordagem ¢ apresentada detalhadamente através de alguns algoritmos de agrupa-
mento semissupervisionado. Além disso, é apresentado um estudo das propriedades de

convergéncia e complexidade desses algoritmos.

3.2 ALGORITMOS DE AGRUPAMENTO SEMISSUPERVISIONADO

Na classificacao de padroes, as duas abordagens cldssicas mais utilizadas sao a
aprendizagem nao supervisionada e a supervisionada. Porém, existem algumas limitacoes
inerentes a cada uma dessas abordagens. A classificacdo nao supervisionada nao possui
informagoes descritivas acerca dos padroes, desse modo, muitas vezes a tarefa de associar
grupos a uma categoria pré-definida é uma tarefa complexa. Quando se possui informagoes
sobre os padroes, a abordagem supervisionada ¢é geralmente utilizada. Mas existem bases
de dados onde essas informagoes sdo custosas e as vezes até impossiveis de se obter. Por
exemplo, imagine rotular uma base contendo 10000 textos ou imagens, ou ainda, rotular
cadeias genéticas contendo milhares de genes. A classificacdo semissupervisionada surgiu

como uma op¢ao para atenuar algumas das limitagoes das duas abordagens acima.

O algoritmo semissupervisionado é importante justamente por precisar de pouca
informacao prévia (rétulos ou restrigdes) sobre a base de dados que queremos realizar o
agrupamento. A abordagem semissupervisionada, geralmente, obtém um resultado melhor
do que se utilizassem apenas padroes nao rotulados numa abordagem nao supervisionada

ou se utilizasse os poucos padroes rotulados em uma abordagem supervisionada.

Nesta secao sao descritos os algoritmos de agrupamento semi supervisionados ex-
plorados nesta tese para efeito de analise comparativa. A diferenca entre esses algoritmos
estdo em algumas caracteristicas inerentes a fungao objetivo de cada um dos algoritmos.
Os algoritmos sao:

1. Algoritmo Isodata-PS

2. Algoritmo BSSC

3. Algoritmo semissupervisionado Padrao (sSSC)

4. Algoritmo semissupervisionado com Entropia (ESSC)

5. Algoritmo NebFuzz

3.2.1 Algoritmo Isodata-PS

O método proposto por Pedrycz e Waletzky (PEDRYCZ e WALETZKY, 1997)
¢ um dos primeiros algoritmos a utilizar a abordagem de agrupamento para algoritmos

semissupervisionados. Este algoritmo, assim como outros desse paradigma, foi concebido
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para atenuar os defeitos dos paradigmas mais utilizados, supervisionado e nao supervi-
sionado. De posse de bases de sinais biolégicos (eletrocardiogramas) onde havia poucos
elementos rotulados, eles formularam um novo algoritmo modificando a fungao objetivo
(2.3) do algoritmo FCM. O termo adicionado a fung¢ao objetivo do algoritmo FCM utiliza
os rétulos disponiveis dos exemplos da base de dados para aumentar os graus de perti-
néncia atribuidos pelo algoritmo para os grupos que representam a classe que o exemplo
pertence. A fungao objetivo desse algoritmo depois de modificada do original Fuzzy C-
Means (FCM) (BEZDEK, 1981) se torna:

K n K n
- Z Z ulk Xi7vk) +a Z Z Uik — b fzk (Xi,Vk) (3.1)

k=11i=1 k=11i=1

onde

U ¢ a matriz de grau de pertinéncia;

V é a matriz de protétipos;

dados rotulados e dados nao rotulados sao identificados pelo vetor booleano b; =

(b1,...,b,), onde b; = 1, se o exemplo ¢; (i = 1,...,n) é rotulado, e b; = 0 caso
contrario;
- a matriz booleana F = [fix] (n x H) da a classificagdo prévia dos objetos, onde

fie=10G=1,....,n;k =1,...,H), se o objeto e; pertence a classe P, e fi. = 0
caso contrario. Note que as classes e os grupos sao indexados por k. Além disso, se o
numero de classes H é inferior ao nimero de grupos K, fir = Oparak = H+1,..., K.
Se o numero de grupos K é inferior ao niimero de classes H, as classes com indices

maiores que K nao terao grupos associados;

- O parametro o é um fator de escala para equilibrar os termos supervisionados e nao
supervisionados da fungido objetivo. Se a = 0, a fungdo objetivo fica reduzida ao
algoritmo FCM;

- d*(x;, vi) calcula a distancia Euclidiana entre o protétipo do grupo vy e o objeto

x; de acordo com a Equacao 2.4

Note que o termo supervisionado deste algoritmo é otimizado de tal forma que,
se uma classe a priori de um objeto e; é Py (f; = 1), seu grau de pertinéncia ao grupo

correspondente Ck é induzido a ser proximo de 1.

Observe o exemplo da Tabela 4 em que antes da otimizacao, os graus de pertinéncia
de um exemplo aos grupos sao muito proximos. Apds a otimizagao do termo supervisio-
nado, o grau de pertinéncia desse exemplo ao grupo um ¢ forcado a ter o valor um pelo

termo supervisionado da fung¢ao objetivo (3.1) conforme apresentado na Tabela 5.
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Tabela 4 — Grau de pertinéncia Tabela 5 — Grau de pertinéncia
antes da otimizacao ap6s otimizagao
k=1 k=2 k=1 k=2
u; | U = 0, 6 U2 = 0, 4 u; | U = 0, 87 U2 = O, 13

[sodata-PS é um algoritmo iterativo que comega a partir de uma solugao inicial e
alterna dois passos (de representagdo e de alocagao). Na etapa de representacao, a matriz
U de graus de pertinéncia é mantida fixa. A fungdo objetivo é minimizada em relacao a
matriz de protdtipos V. Os protétipos dos grupos vi (K = 1,..., K) sao calculados de

acordo com a Equagao 3.2.

>t [(uzk)Q + o X (ug — bz‘fikﬂ X;
>y [(Uzk>2 +a X (up — bz‘fikﬂ

Na etapa de alocacgao, a matriz de protétipos V é mantida fixa. A funcao objetivo é
minimizada no que diz respeito a matriz U de graus de pertinéncia. O grau de pertinéncia
do objeto e; (i = 1,...,n) num grupo fuzzy Cy (k =1,..., K) é calculado de acordo com
(PEDRYCZ e WALETZKY, 1997; PEDRYCZ, 1985).

Uik =

1 {1+a< — b 2L fa)
d2(x;,v
I ta Zl 1 (dZ(x“v};))>

Essas duas etapas sao calculadas iterativamente até que um critério de parada seja

satisfeito.

3.2.2 Algoritmo BSSC

O algoritmo proposto por Bouchachia e Pedrycz (BOUCHACHIA e PEDRYCZ,
2006a) basicamente estende a fungao objetivo (2.3) do algoritmo Fuzzy C-Means. O obje-
tivo dessa mudanca é realizar duas otimizac¢oes em relacao aos graus de pertinéncias entre
diferentes grupos que podem representar uma mesma classe utilizando informacao dos
rotulos para guiar essas otimizagoes. O algoritmo BSSC busca uma particao fuzzy com
K grupos e seus prototipos correspondentes de tal forma que é otimizado pela funcao

objetivo:

K n
J(U, V) = Z Z uzk Xz; Vk + « Z Z Uik — uzk (Xi7 Vk> (34)
k=1

=1 k=11i=1
onde U, V, a e d?(x;,v},) sdo como descritos anteriormente.

BSSC é um algoritmo iterativo que comeca a partir de uma solucgao inicial e alterna,

até que um critério de parada é satisfeito. O calculo da matriz U é mais um passo que
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alterna o cdlculo da matriz V de protétipos (passo representagao) e o célculo da matriz

U de graus de pertinéncia (etapa de alocagao).

O termo 1, da matriz U é obtido resolvendo (BOUCHACHIA e PEDRYCZ, 2006a)

IQ(F,U)

~(t) _ ~(t=1)
3.5

Uy, =Ty, — B

onde

- ﬂzk € [O, 1],

QEF.U) =3 v b (fih = D kem, sz‘k)?

b; é como ja descrito;

- F é como ja descrito. Supoe-se que uma classe pode ser dividida entre varios grupos
e se H é o nimero de classes e K o nimero de grupos, entdao K > H. Sendo, cada

classe P, contém um nimero de grupos C; e Zfil C,=K;

£ > 0 é a taxa de aprendizagem;

t ¢ o contador de iteragoes.

O objetivo é minimizar a diferenca entre o grau de pertinéncia de um objeto
e; € uma classe h, e a soma dos graus de pertinéncia do objeto e; para todos os gru-
pos pertencentes a classe h. Eles sao calculados de forma iterativa da seguinte forma
(BOUCHACHIA e PEDRYCZ, 2006a)

ah = g4 (3.6)
H _ 1 Cp €
+ 266> (fin— . ﬂgt 1))* ek 7~rh
h=1 Cieny, 0 senao

O termo mj, é importante na Equacao (3.6), pois contém o conjunto de grupos que

representam a classe h. O processo para se calcular a soma 1, é descrito logo abaixo:

Yn =Y Ui (3.7)
kemy,
Duas matrizes tem que ser calculadas para se computar ), uma matriz de mapea-
mento My € uma matriz correspondente Py . A primeira especifica o relacionamento
entre as classes e os grupos enquanto a ultima especifica o nimero de padroes de cada

classe em cada grupo. A célula P(h, k) representa o nimero de padroes de uma classe h
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no grupo C%. Um exemplo e; pertence ao grupo Cy, se o grau de pertinéncia do exemplo
e; a Cy é o maior. Assim, para cada classe, é construida uma lista de grupos e o niimero
de padrdes associados a essa classe. Ordenando a matriz P na ordem ascendente, cada
linha de M contém a lista de grupos ordenados por dominancia. O niimero de classes por
grupo é especificado no comeco do algoritmo e levado em conta. Assim, o conjunto 7, de

¥, contém os grupos dominantes na classe h e assim, pode-se realizar a soma.

Note que a otimizacao desse algoritmo ¢ divida em duas etapas. Primeiro, o grau
de pertinéncia wu;, é minimizado para ter o valor de tildeu;,. Depois, o valor de w; é
otimizado de forma que os graus de pertinéncia dos grupos que representam a classe
prévia desse exemplo (m,) sdo forcados a ter valor um. Desse modo, observe o exemplo
mostrado na Tabela 6 em que 7 = 1, 3, ou seja, a classe um é representada pelos grupos
um e trés. Apos a otimizacao do termo supervisionado, a soma dos graus de pertinéncia

aos grupos um é trés sao forcados a ter o valor um, conforme mostrado na Tabela 7.

Tabela 6 — Grau de pertinéncia Tabela 7 — Grau de pertinéncia
antes da otimizagao ap6s otimizagao
k=1 k=2 k=3 k=1 k=2 k=3
u; | Ul = O, 6 U2 = O, 2 Uiz = O, 2 u; | Ul = O7 5 U1 = 0, 1 U1 = 0, 4

Na etapa de representacao, a matriz U e a matriz U de graus de pertinéncia sao

mantidas fixas. A funcao objetivo é minimizada em relagdo a matriz de protétipos V. Os

protétipos dos grupos v (k= 1,..., K) sao calculados de acordo com
n )2 )2
vy, = Zimllva) + olus — ) Jx (3.8)
it (uiw)? + aui, — Ui )?)]

Na etapa de alocacdo, a matriz U e a matriz V de protétipos sdo mantidas fixas.
A fungao de objetivo é minimizada em relagdo a matriz U de graus de pertinéncia. O grau
de pertinéncia do objeto ¢; (i = 1,...,n) num grupo fuzzy Cy (k = 1,..., K) é calculado

de acordo com

Qi L- (lia) Sty
1 d?(x;,v
(I+a) v <<d>)

As etapas de representacao e de alocacado sao calculadas iterativamente até que

Uik = (3.9)

um critério de parada seja satisfeito.

3.2.3 Algoritmo semissupervisionado padrao (sSSC)

Endo et al. (ENDO et al., 2009) desenvolveram o algoritmo de agrupamento se-

missupervisionado padrao (sSSC), introduzindo uma matriz de pertinéncia supervisionada
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fir do objeto e; (i = 1,...,n) no grupo Cx (k = 1,..., K) no algoritmo de agrupamento
padrao FCM. Note que esse algoritmo é o tinico que possui apenas um termo. Caso o item
seja rotulado e pertenga a mesma classe representada pelo grupo Cy, fir = 1. O grau de
pertinéncia é influenciado a ter o valor 1 neste grupo. Caso isso nao aconteca, o algoritmo
é igual ao FCM (BEZDEK, 1981) classico. A fungao objetivo deste algoritmo é a seguinte
(ENDO et al., 2009):

J(U, V) = Z zn:(ulk — fik)QdQ(Xi, Vk) (310)

e
Il
—_
-
Il
—_

onde
- U, V, fu, e d*(x;,vx) sdo como ja descritos;

A otimizagao desse algoritmo ¢é igual ao algoritmo Isodata-PS. A diferenca é que

nesse algoritmo nao existe o termo nao supervisionado.

O algoritmo sSSC também é um algoritmo iterativo com duas etapas (de repre-
sentacao e de alocagdo). Na etapa de representacao, a matriz U de graus de pertinéncia
¢ mantida fixa. A fun¢do objetivo é minimizada em rela¢ao a matriz de protétipos V. Os

protétipos dos grupos v (k= 1,..., K) sdo calculados de acordo com

S (i — fi)’ %
2?21 (uzk - fik>2

Na etapa de alocacao, a matriz de prototipos V é mantida fixa. A funcao objetivo é

(3.11)

Vi =

minimizada no que diz respeito a matriz U de graus de pertinéncia. O grau de pertinéncia
do objeto e; (i = 1,...,n) num grupo fuzzy Cy (k =1,..., K) é calculado de acordo com
(ENDO et al., 2009)

1

Uip = fir + (1 - 3 f‘) (dQ(Xli7Vk))M1 (3.12)
ik ik il 1 :
2 e ()

As etapas de representacao e de alocacao sdo calculadas iterativamente até que

um critério de parada seja satisfeito.

3.2.4 Algoritmo semissupervisionado regularizado por entropia (ESSC)

No trabalho de Endo et al. (ENDO et al., 2009), também ¢é proposto um novo
algoritmo semissupervisionado (chamado aqui de ESSC) em que adiciona um termo su-
pervisionado baseado na entropia ao termo do algoritmo de agrupamento FCM. A entropia

é calculada utilizando a diferenca entre o grau de pertinéncia de um objeto e; ao grupo
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C) e o valor de f;; que indica se um objeto e; pertence a classe representada pelo grupo
Cy. Caso o objeto pertenca ao grupo Cj, o valor da entropia é baixo, caso contrario, esse

valor é alto. A fungao objetivo deste algoritmo é a seguinte (ENDO et al., 2009):

K n

K n
JU, V) = 3> (ui)*d@(xi,vie) +a > > (|(uix — fir)|log |(wir, — fir)]) (3.13)

k=11i=1 k=11i=1

onde
- U, V, fi, e d*(x;, Vi) sao como ja descritos.

O termo supervisionado desse algoritmo é otimizado de tal forma que, caso o
exemplo e; pertence ao grupo C}, o valor do grau de pertinéncia desse exemplo ao grupo
Cy é forcado a ser igual a um, caso contrario, o valor do grau de pertinéncia é forcado a
ser igual a zero. Assim, observe o exemplo da Tabela 8 em que antes da otimizagdo, os
graus de pertinéncia de um exemplo aos grupos sao muito préximos. Apds a otimizacao
do termo supervisionado, o grau de pertinéncia desse exemplo ao grupo um ¢ forcado a

ter o valor um conforme apresentado na Tabela 9.

Tabela 8 — Grau de pertinéncia Tabela 9 — Grau de pertinéncia
antes da otimizacao apos otimizagao
k=1 k=2 k=1 k=2
u; UHO, 6 U2 = 0, 4 u; | Uy = 1, 0 U2 = O, 0

O algoritmo ESSC também é um algoritmo de iterativo com duas etapas (de repre-
sentacao e de alocagao). Na etapa de representacdo, a matriz U de graus de pertinéncia
¢ mantida fixa. A fun¢@o objetivo é minimizada em relagdo a matriz de protétipos V. Os

prototipos dos grupos v (k= 1,..., K) sdo calculados de acordo com

v, = Zn (uzk fzk) X (314)

E (uzk fzk)

Na etapa de alocacao, a matriz de protétipos V é mantida fixa. A funcao objetivo é

minimizada no que diz respeito a matriz U de graus de pertinéncia. O grau de pertinéncia

do objeto ¢; (i = 1,...,n) num grupo fuzzy Cy (k=1,..., K) é calculado de acordo com
e—adz(xi,vk) K

k= fir + T (1—2]‘}1) (3.15)
Yite o =1

As etapas de representacao e de alocacao sao calculadas iterativamente até que

um critério de parada seja satisfeito.
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3.2.5 Algoritmo NebFuzz

O algoritmo NebFuzz foi proposto na minha dissertagdo de mestrado e publicado
no trabalho (MACARIO e DE CARVALHO, 2010). Este algoritmo também aproveita
informacao de rétulos existentes e adiciona um segundo termo supervisionado ao algoritmo
de agrupamento classico FCM (BEZDEK, 1981). Supde-se que os objetos que pertencem
a mesma classe a priori devem ter seus graus de pertinéncia em um determinado grupo
mais semelhantes possivel. Com base nessa premissa, o termo supervisionado da funcao
objetivo é otimizado de tal forma que, se um par de objetos esta na mesma classe a priori,
seus graus de pertinéncia correspondentes aos grupos fuzzy sao influenciados de forma a

terem valores proximos um do outro.

Assim como o algoritmo FCM, este algoritmo procura uma particdo fuzzy em K
grupos e seus protétipos correspondentes de tal forma que é otimizado um critério de
adequacao (fungao objetivo) medindo o ajuste entre os grupos fuzzy e seus prototipos. O

critério de adequacao é

K n
JU, V) = 3> (uw) d?(x, Vi) (3.16)
=1
K n n
+ ax Z Z Z blbmt1m<uzk - umk)2d2<xiaxm)
onde

- U, V e di(x;,vy) sdo como ja descritos;

- objetos rotulados e nao rotulados sao identificados por um vetor booleano b; =
(b1,..., by), onde b; = 1 se o objeto ¢; (i = 1,...,n) é rotulado, e b; = 0 se nao é

rotulado; b; = 1 so o objeto e; é rotulado, senao b; = 0;
- tim = 1, se os objetos e; e e, sao da mesma classe; senao, t;,, = 0;

- 0 parametro « é um fator de balanceamento entre os termos supervisionado e nao
supervisionado que compoem a fungao objetivo. Se o = 0, a fungao objetivo reduz-se

ao algoritmo GK;

- d*(x;,%,,) ¢ a distdncia Euclidiana entre os exemplos ¢; e e,

p
(X5, Xm) = |Xi — X3 = (Xi — Xm)" (Xi — Xm) = >_(Tij — Tmj)” (3.17)
7=1

Observe o exemplo da Tabela 10 em que antes da otimizacao o grau de pertinéncia

de dois exemplos vizinhos, ou seja, da mesma classe sao bem diferentes. Apds a otimizacao
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Tabela 10 — Grau de pertinéncia Tabela 11 — Grau de pertinéncia
antes da otimizacao apos otimizagao
k=1 =2 k=1 k=2
u; | U = 0, 9 U2 = 0, 6 u; | U = 0, 81 U2 = O, 19
Us u210, 6 U922 = O, 4 Uy | U9l = O, 77 U929 =— O, 23

do termo supervisionado os graus de pertinéncia desses exemplos ficam mais parecidos

em relacao aos grupos, como mostrado na Tabela 11.

O algoritmo NebFuzz também é um algoritmo iterativo com duas etapas (de repre-
sentacao e de alocagao). Na etapa de representacdo, a matriz U de graus de pertinéncia
¢ mantida fixa. A fun¢do objetivo é minimizada em relacdo a matriz de protétipos V. Os

protétipos dos grupos v (k= 1,..., K) sdo calculados de acordo com

i1 (k)
Na etapa de alocacgao, a matriz de protétipos V é mantida fixa. A funcao objetivo é
minimizada no que diz respeito a matriz U de graus de pertinéncia. O grau de pertinéncia
do objeto e; (i = 1,...,n) num grupo fuzzy Cx (k=1,..., K) é calculado de acordo com

K Z:Ln: bmtim(umkfuml)d2(xivxm)
1+ ab; [(Zl:l (d2(xi,v13)2+abi 22:1 bmtimdQ(xiyxm)>:|

K (d2(xi,vi)) +abi D0 | bmtimd? (X, %m)
=1 (@2(xi,v) +abi 3 bmtimd?(Xi,%m)

(3.19)

Uil =

As etapas de representacao e de alocacao sao calculadas iterativamente até que

um critério de parada seja satisfeito.

3.2.6 Etapas dos algoritmos

Segue a descricao das etapas de todos os algoritmos de agrupamento descritos.
Cada algoritmo de agrupamento semissupervisionado é representada por uma letra con-

forme Tabela 12. As equacoes desses algoritmos sao apresentadas na Tabela 13.

Tabela 12 — Simbolo que representa cada algoritmo de agrupamento semissupervisionado
no esquema.

Algoritmos
NebFuzz
BSSC
Isodata-PS
sSSC
ESSC

HIOQWm@ >
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ESQUEMA DOS ALGORITMOS DE AGRUPAMENTO SEMI-SUPERVISIONADOS

1. Inicializacdo (Igual para todos os algoritmos)

a. Fixar o nimero de grupos K; Fixar Maxlter (nimero de maximos de iteragoes);

Fixar ¢ << 0; Fixar a > 0; Fixar  no caso do algoritmo BSSC.

b. Execute o algoritmo FCM até que |J'*! — J!| < € ou s > MaxIter para inicializar

a matriz de graus de pertinéncias U e de prototipos V

c. Calcular J©, e atribuir t = 1

Repetir :

2.

Até que

Etapa de Representagao:

Calcular os prototipos vy com as Equagoes: A1, B1, C1, D1 ou El

Etapa de Alocagao: A2, B2, C2, D2 ou E2

Calcular o grau de pertinéncia u;, dos objetos e;(i = 1,...,n) no grupo Cy, (k =
1,...,K) com as Equagoes

Apenas para o algoritmo BSSC, calcular a matriz de pertinéncia ;, do objeto
ei(t=1,...,n) no grupo Cy (k=1,..., K) com a Equagao (3.6)

Calculo da Fungao Objetivo:

Calcular J©® com as Equacoes: A3, B3, C3, D3 ou E3

t=t+1

|J5T — J¢| < € ou s > MazlIter

Tabela 13 — Equagoes relativas aos algoritmos semissupervisionados.

Algoritmo Equacoes

A Al A2 A3
(3.19) | (3.19) | (3.16)

B B1 B2 B3
(3.3) | (3.3) | (3.1)

C C1 C2 C3
(3.9) | (3.9) | (3.4)

D D1 D2 D3
(3.12) | (3.12) | (3.10)

E E1 E2 E3
(3.15) | (3.15) | (3.15)
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3.2.7 Propriedades de convergéncia

Nesta secao, é apresentada a prova da convergéncia do algoritmo NebFuzz. A
mesma prova pode ser facilmente estendida para os outros algoritmos de agrupamento

semissupervisionado apresentados neste capitulo.

O algoritmo NebFuzz busca por uma particao fuzzy P* = {Cy,...,Ck} de Eem K
grupos fuzzy representados por U* = (uj,...,u}), um vetor de protétipos K-dimensional

correspondente V* = (v}, ..., v}) representando os grupos fuzzy nas parti¢oes P, tal que

J(V*,U") =min{J(V,U): V e LK, U e U"}, (3.20)
onde

- IL é o espago de representagao de protétipos tal que vy € IL (k= 1,..., K). Aqui,
L=R'eVeclLf=ILx.. xIL=R"

- IU é o espago de graus de pertinéncia de partigdo fuzzy tal que u, € U (k =
1,...,K). AquilU = {u = (uy,...,ug) € [0,1] x...x[0,1] = [0,1]% : =K, uj, = 1}
eUelU"=Ux...xIU;

De acordo com Diday e Simon (DIDAY e SIMON, 1976), as propriedades de con-
vergéncia deste tipo de algoritmo pode ser estudada a partir de duas séries: v, = (V*, U") €
L xU" e w, = Jv,) = J(VL,U", t = 0,1,.... Partindo de uma solucio inicial

= (V°,U%), o algoritmo calcula diferentes termos da série v, até a convergéncia (que é

demonstrada) quando o critério J atinge um valor estaciondrio.

Proposicao 1. As séries uy = J(v;) diminuem a cada itera¢do e convergem.

Prova. Primeiro se mostra que as desigualdades (I) e (I1)
J(Vt, Ut) > J(Vt+1, Ut) > J(VtJrl’ Ut+1)
——— —_—

ut Ut+1

mantém-se (isto ¢é, a série diminui em cada iteracao).

A desigualdade (1) se mantém porque

3

J(VH,UY) )2d? (x4, vE)

Mx

k

b330 S Bt P i)
k=1i=1

=1 m=1

1 ’L:1
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b)
K n
JVHLUY) = 3N (uh) d (ki v
k=1 1:1=1
K n n
+ axZZbe tim (uby — ul )2 d? (x4, Xom)
k=1 i=1 m=1
(§]
V) (vﬁ”l),...,v?l)) _

K n
= argmin ub )Vd? (x;,vi) +
g k;;( i) "d”(xi, Vi)
V:(vl,...,vK)GlLK

K n n
T ax Z Z Z bibmtim(ufk - uink)QdQ(XiaXm)

k=11i=1m=1

Além disso, a desigualdade (/7) também se mantém porque

] =
NE

VLUt (utf )22 i, Vi)

=
Il

11i=1

zn: Xn: b b tzm t+1 U:H_l) dQ(XZ,Xm)

M=

+ ax
k=1 i=1 m=1
e
t+1 t+1 t+1
U = (u™,...,uy")
K n

~ 2 12 t+1
= i d 19 +
argmin > E (i) d*(x;, Vi)

U:(ul, Lug)elU™ =

+ Z Z D bibmtim (tir — ) d* (Xi, X

k=1i=1m=1
Finalmente, porque as séries u; diminuem e sao limitadas por (J(v;) > 0), converge.

Proposicao 2. As séries v, = (V', U') convergem.

Prova. Assuma que a estacionariedade das séries u,; é alcancada na iteracao t = T.

Entao, temos que ur = upyq e, em seguida,

Partindo de J(vy) = J(vri1), temos J(VT, UT) = J(VIT U™ e essa igual-

dade, de acordo com proposigao 1, pode ser reescrita como igualdades (I) e (11):
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I I
JVIuh=gvruh)= v utt
Da primeira igualdade (I), temos que VT = VI* porque V é tnica minimizando
J quando a particdo fuzzy representada por U é mantida fixa. A partir da segunda
igualdade (II), temos que UT = U™ porque U é tinica minimizando .J quando o vetor

de protétipos VI é mantido fixo.

Finalmente, concluimos que vy = wvry;. Esta conclusao é valida para todos os

t>Tewv, =vp,Vt > T e segue até que as séries v; convergem.

3.2.8 Custo computacional

Nesta se¢ao ¢ realizada a analise de complexidade dos algoritmos de agrupamento
semissupervisionados apresentados neste capitulo. Conforme apresentado na Subsecao
3.2.6, os algoritmos de agrupamento semissupervisionados realizam realocacao de duas
etapas com dois lagos: (i) um lago externo de tamanho T'= Max e (ii) um lago aninhado:
este otimizando J (ou seja, dois passos para computar V e U). A complexidade desses
algoritmos é calculada pelo valor da complexidade méxima das matrizes U e V. E depois,

o lago externo de tamanho 7' é considerado no calculo da complexidade.

Os algoritmos Isodata-PS (PEDRYCZ e WALETZKY, 1997), sSSC (ENDO et al.,
2009) e ESSC (ENDO et al., 2009), podem ser analisados da mesma maneira, pois eles pos-
suem complexidade O(Kn) para calcular as matrizes U e V, onde K é ntiimero de grupos
e n é o numero de exemplos. A complexidade é desses algoritmos é Max(O(Kn), O(Kn))
resultando em uma complexidade O(Kn) para esta etapa. Por ultimo, levando em conta
o lago externo de tamanho T', a complexidade final é O(T Kn), sendo linear para cada um

desses parametros.

Em relagao a complexidade de tempo do algoritmo NebFuzz, este algoritmo de
agrupamento semissupervisionado também ¢ um algoritmo de realocacao de duas etapas
com dois lagos. A complexidade deste algoritmo ¢ Maz(O(Kn), O(Kn?)) para o célculo
das matrizes V e U respectivamente, o que produz O(Kn?). Note que as formulas sio
divididos em sub-formulas. Levando em conta o lago externo, a complexidade de tempo
total é O(T Kn?)). Isto significa que o tempo de complexidade de NebFuzz ¢ linear em

ambos, o numero de iteracoes, e no nimero de grupos e quadratica no nimero de objetos.

O algoritmo BSSC possui um laco a extra em relagdo aos outros algoritmos para
o célculo da matriz U. Uma analise desse algoritmo foi realizada no artigo de Boucha-
chia e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006a). Assim, no algoritmo BSSC, temos
dois lacos internos de tamanho L, e L, respectivamente e um lago externo de tamanho
T. O primeiro lago interno possui complexidade O(L;Kn), o segundo lago externo pos-
sui complexidade Max(O(LoKn),O(LyHn)), onde H é o nimero de Classes. Sabendo

que H < K, a complexidade é O(LyKn). Agora, levando em conta o tamanho do lago



3.2.  Algoritmos de agrupamento semissupervisionado 54

externo, temos que a complexidade é Max(O(T'L1Kn), O(T LyKn)). Note que a comple-
xidade escolhida é a que for maior entre L; e Lo, entdo deixe que L seja Max(Ly, L2),
a complexidade do algoritmo BSSC é O(T'LKn). Note que a complexidade é linear para
cada um desses parametros. A Tabela 14 apresenta um resumo da complexidade para

cada um dos algoritmos.

Tabela 14 — Complexidade de tempo.

Algoritmo | Complexidade

BSSC O(TLKn)
sSSC O(TKn)
ESSC O(TKn)

Isodata-PS O(TKn)
NebFuzz O(TKn?)

3.2.9 Resumo dos algoritmos de agrupamento semissupervisionados

Todos os algoritmos explicados nesta secao se baseiam no algoritmo classico de
agrupamento fuzzy, o Fuzzy C-Means (FCM) (BEZDEK, 1981). A maioria deles adiciona
um segundo termo a funcao objetivo do algoritmo FCM que possui como objetivo otimizar
a funcgao levando em conta os rétulos conhecidos dos exemplos das bases de dados. Apenas
o algoritmo sSSC funciona um pouco diferente dos demais, pois nele, o termo que utiliza

a informacao do rétulo é adicionada ao préprio termo nao supervisionado do FCM.

No algoritmo Isodata-PS, a otimizacao do termo supervisionado é realizada pela
maior penalizacao caso um grau de pertinéncia seja pequeno em relacao a classe que este
padrao pertenca. Assim, é realizada a diferenca deste padrao a 1 e a multiplicacao pela
distancia entre este padrao e o protétipo da classe ao qual ele pertence. No algoritmo
BSSC, a diferenga para a otimizacao € entre o grau de pertinéncia e uma segunda otimiza-
¢ao que leva em conta que uma classe pode representar mais de um grupo. Esta diferenca
¢ multiplicada pela distancia entre o padrao e o protétipo do grupo. Para o algoritmo
sSSC, a otimizagao é realizada forcando um item ter o valor préximo de 1, quando este
pertencer ao grupo que representa a classe que ele pertence. No algoritmo ESSC, caso o
padrao pertenca a classe representada pelo grupo, o valor da entropia é baixo, caso con-
trario, esse valor é alto. Se o grupo for formado apenas por exemplos da mesma classe, a
entropia € baixa, o algoritmo minimiza essa func¢ao. No algoritmo NebFuzz, a otimizacao é
realizada pela diferenca entre os graus de pertinéncia entre padroes que pertencem a uma
mesma classe multiplicado pela distancia entre esses dois padroes. Esta otimizacao parte
da premissa que dois padroes que estao na mesma classe possuem graus de pertinéncia

parecidos a todos os grupos.
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4 NOVOS ALGORITMOS DE AGRUPAMENTO SEMISSUPERVISIONADO
COM DISTANCIAS ADAPTATIVAS

Neste capitulo, os algoritmos de agrupamentos semissupervisionados com ponde-

racao automatica de variaveis propostos nesta tese sao descritos.

4.1 ALGORITMOS SEMISSUPERVISIONADOS COM DISTANCIAS ADAPTATIVAS

Em capitulos anteriores, foram apresentadas duas técnicas importantes para me-
lhorar o processo de agrupamento padrao: distancias adaptativas e aprendizagem semis-
supervisionada. Geralmente, essas abordagens superam em desempenho as abordagens
nao supervisionadas quando existe alguma informacao prévia. Dessa maneira, existem al-
goritmos que utilizam ambas as abordagens para melhorar o desempenho de algoritmos
de agrupamento. Por exemplo, o primeiro algoritmo que utilizou uma distancia adapta-
tiva num algoritmo de agrupamento semissupervisionado encontra-se descrito no trabalho
de Bouchachia e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006b). Eles exploraram medi-
das de distancia adaptativas com ponderacao local de variaveis e uma distancia baseada
em kernel. Kong e Wang (KONG e WANG, 2009) utilizaram uma distancia adaptativa
com ponderacao local de variaveis com restricao da soma dos pesos das variaveis no al-
goritmo de agrupamento semissupervisionado proposto por (PEDRYCZ e WALETZKY,
1997). Yin et al. (YIN; SHU; HUANG, 2012) introduziram um novo algoritmo, chamado
nesse trabalho de ESSC-SMUC, que utiliza uma distancia adaptativa global a técnica de
entropia na funcao objetivo do agrupamento fuzzy semissupervisionado, utilizando como
inspiragao o algoritmo GK (GUSTAFSON e KESSEL, 1979).

Este trabalho realiza um estudo e propostas de utilizacao das duas abordagens,
semissupervisionada e distancia adaptativa, para melhorar o desempenho de alguns al-
goritmos na tarefa de agrupamento. Sao propostos alguns novos algoritmos de agrupa-
mento semissupervisionado baseados no Fuzzy C-Means, relacionados com o algoritmo
GK (GUSTAFSON e KESSEL, 1979), que utilizam (uma grande quantidade de) exem-
plos sem rétulo e (uma pequena quantidade de) exemplos rotulados, guiados por uma
distancia adaptativa, resultando em diferentes formatos de grupos, além do formato de
grupo esférico resultado do uso da distancia Fuclidiana cléssica. Este tipo de algoritmo de
agrupamento semissupervisionado basicamente adiciona um termo supervisionado para a
fungao objetivo original do algoritmo de agrupamento GK. A distancia adaptativa utili-
zada neste trabalho pode ser definida por uma matriz diagonal onde as distancias adap-
tativas quadraticas dos grupos sao definidas por uma matriz fuzzy de covariancia. Estes
algoritmos consideram a medida adaptativa local e global. A primeira é ponderada por

vetores de pesos diferentes para cada grupo, enquanto a segunda é ponderada por vetores
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de pesos iguais para todos os grupos. Além disso, a derivacao das expressoes que calculam
os vetores de pesos precisam ter restrigdoes para que seja possivel utilizar o multiplicador
de lagrange para otimizar as fungoes objetivos dos algoritmos de agrupamento semissu-
pervisionados. Nesse trabalho foram levadas em conta dois tipos de restri¢goes. A primeira,
assume que a soma dos pesos das variaveis tem que ser igual a um, a segunda, assume que
o produto dos pesos das variaveis tem que ser igual a um. Essas restricoes foram motiva-
das pelo trabalho de Gustafson e Kessel (GUSTAFSON e KESSEL, 1979), que é baseado
na distancia adaptativa quadrada definida por uma matriz simétrica definida positiva Ay,
associada pelo grupo Cy, (k=1,..., K), sob det(Ay) = 1.

Nesta secao, sao detalhados os algoritmos de agrupamento fuzzy semissupervisio-
nados com distancias adaptativas propostos nesta tese, com excecao apenas dos algorit-
mos BSSC-LP (BOUCHACHIA e PEDRYCZ, 2006b) e Isodata-PS-LS (KONG e WANG,
2009) que foram propostos anteriormente por outros autores. Apds apresentar os algorit-
mos propostos, é realizado um estudo das propriedades de convergéncia e complexidade

dos algoritmos propostos.

4.1.1 NebFuzz com distancias adaptativas

Nesta secao, apresentamos em detalhes novos algoritmos com ponderacao automa-
tica de varidveis baseados no algoritmo NebFuzz (MACARIO e DE CARVALHO, 2010)

apresentado na Secao 3.2.5.

O algoritmo semissupervisionado NebFuzz assume que os objetos na mesma classe
possuem um alto grau de pertinéncia e seus graus de pertinéncia para um dado grupo tem
que ser similar. Baseado nessas suposigoes, o termo supervisionado do algoritmo NebFuzz

¢é otimizado nessa direcao.

Da mesma forma que o algoritmo GK, este algoritmo procura por uma parti¢do
fuzzy em K grupos e seus prototipos correspondentes que otimizam o critério de adequacao

(fungao objetivo) medindo o acoplamento entre os grupos fuzzy e seus protétipos. A funcao

objetivo é
K n
J(U7 Al; Ce ,Ak, V) = Z Z(ulk)Qdik (Xi7 Vk) (41)
k=1i=1
K n n
+oad Y D bibmtin (i — wr) i, (X6, Xim)
k=1i=1 m=1
onde

- U, V sdo como ja descritos na Secao 3.2.1;

- Ay, ..., Ay sd0 como descritos na Secao 2.3;
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- tin = 1 se os objetos e; e e, sao da mesma classe a priori; t;,, = 0, caso contrario;

- dj, (x5, V) é a distdncia quadrética euclidiana adaptativa entre as descrigoes do

exemplo e; e do prototipo vyi:

p
dik (x5, Vi) = (x; — Vi) TAR(x — Vi) Z Aj (Xij — Vi) (4.2)

- dj, (x5, %) é a distancia quadrética euclidiana adaptativa entre as descrigoes dos

exemplos e; e e,,:

A, (%0, Xm) = (X; — Xm) " Ap(x; — ) Z Aj (Xij — Xomj )2 (4.3)

Dado o problema de otimizacao da fungdo objetivo (4.1) levando-se em conta
(U,A4,..., Ak, V), obtemos as solugoes étimas de u;, e Aji, com as restrigdes (2.2).

Definimos a func¢ao de Lagrange L de (4.1) como segue:

K n
L(U Ay, Ak, V. y) = DY (u)’di, (xi,vk) (4.4)
k=11i=1
K n n
+ « Z Z Z b b tzm Uil — umk)2d2Ak (Xi7xm)
k=11i=1 m=1
p

o f: (H)‘kj_l)

onde v = [vx] = [m,. .., 7k sdo multiplicadores de lagrange.

O algoritmo NebFuzz com distancia adaptativa é um algoritmo iterativo com trés
etapas (de representagao, de ponderagao e de alocagio), executado até que um critério de

parada seja satisfeito.

Na etapa de representagao, o grau de pertinéncia de cada padrao e; em cada

grupo C} e as matrizes de peso Ay sdo mantidas fixas. Os prototipos vy dos grupos

Cr(k=1,...,K), que minimizam o critério de agrupamento .J, sdo atualizados de acordo
com
Uig)” X
=== =1 (tir) - (4.5)
= (uzk)
Na etapa de alocagao, os protétipos vy, correspondentes aos grupos Cy(k =1,..., K)
e as matrizes Ax(k = 1,..., K) sdo fixados. O grau de pertinéncia u;(i = 1,...,n) de

cada objeto e; em cada grupo Cy(k = 1,..., K), que minimizam o critério de agrupamento
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J sob as restrigoes (2.2), sao atualizados de acordo com a seguinte expressao

Z:anl bmtim<umkd2 (xi,x'm)f'l'bmld2 (X»L',Xm))

(dZAl(xivvl)) +ab; E bmtzm Al(x17xnl)

2
(dik (% 7Vk)> +abiy " bmtimdik (xi,%Xm)

2
<d2Al (xi,vl)) +ab; 22:1 bmtimdzAl (xi,Xm)

K
=1

A etapa de ponderacao calcula os componentes da matriz de vetores de pesos
Ai(k=1,..,K). Os pesos da matriz Ay sdo intimamente relacionados a distancia adap-
tativa do algoritmo semissupervisionado de agrupamento e o formato dos grupos que sao
criados, como mostrado na Se¢ao 2.3. Nesta tese, foi proposta a utilizacdo de quatro tipos

de distancias adaptativas apresentadas a seguir:

(a) NebFuzz-LP: algoritmo NebFuzz com ponderagao local de varidveis em que a restri-

¢ao do produto dos pesos das variaveis tem que ser igual a um.

d2 (X, Xom) Z g (245 — :cmj) (4.7)
p
IT 2 =105 >0 (4.8)
Queremos minimizar J com respeito a A\yj(k =1,...,K,j =1,...,p) sob as restri-
goes (4.8). Com o grau de pertinéncia w;x(i = 1,...,n,k =1,..., K), os protétipos
w(k=1,..., K), fixos, podemos reescrever J da forma

n

K
J(AL, .. Ay) =) Ju(Ar) = ZZAM > ug (i — vig)?
P

k=1j=1 i=1

T oo Zn: Zn: bibmtim (Uit — Umie)*(Tij — Tnj)?
i=1m=1
onde
P
Te(AR) = T, Aig) = ; AT
Ccom

Z i, (X5 — ka)

+ ad D bibmtin (wik — tmk)* (235 — Tmj)®
i=1 m=1



59 Capitulo 4. Semissupervisionados com distincias adaptativas

Como o critério J é aditivo, o problema se torna minimizar Jy(k = 1,..., K).
Seja Yi(Ar1 -, Akp) = IT5=1 Ae; Vk. Agora, queremos determinar os extremos de
Ji(Akjy - - Akp) com a restricao ye(Ag1 - .., Akp) = 0. Para tanto, devemos aplicar o

método dos multiplicadores de Lagrange para resolver o seguinte sistema

VJ<)\k17 e 7/\kp) = MV%()\M, ce >\kp>

Depois, para k=1,..., K ej=1,...,p, temos

VJkO\kl, R )\kp) _ ﬂV’Yk()\k-l, e 7)\kp)
V)\kj V)\k] )‘k’j

como sabemos que [[/_; Ay = 1, temos

2w pP 2o\
HT_ = g =Ll= = 117

=1 =1 =1

P
Hl:l Ikt c
Jij

e segue até que um valor extremo de J ¢ alcancado quando \; = om
n n %
{H ( l uzk xzh - Ukh + Z wvm Tih — z7rzh)2]> }
s = h=1 \i=1 m=1 (4.9)

M

[(uik)Q(xiz —v)* + D Wi (5 — xmj)Q]

i=1 m=1

_ 2
onde Wi, = abbptim (Uix — Umk)*.

Nesse tipo de distancia é importante notar que o conjunto de variaveis que sao
relevantes ou irrelevantes, pode ser diferente para cada um dos grupos. Neste trabalho, o
algoritmo adaptativo local semissupervisionado de agrupamento considerando a distancia
dada pela Equacao (4.7) é chamado de NebFuzz-LP. Este algoritmo foi apresentado em
(MACARIO e DE CARVALHO, 2012a).

(b) NebFuzz-LS: algoritmo NebFuzz com ponderagao local de varidveis em que a soma

dos pesos de cada variavel de cada grupo tem que ser igual a um.

dAk (XZ,Xm) = zp:()\k])s(l‘” — xmj>2 (410)

j=1

sujeito a

p
> A =1y >0 (4.11)
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em que o vetor de pesos considerando o grupo Cy, e s € (1,00) é um pardmetro
que controla o grau de influéncia do peso em cada variavel, em cada grupo. Desse
modo, se s é grande o suficiente, entao todas as varidveis tém a mesma importancia
para todos os grupos; entretanto, se s — 1, entao a influéncia dos pesos das variaveis
é maxima.

Agora, minimizando J com respeito a A\yj(k =1,...,K,j =1,...,p) sob as restri-
goes (4.11). Com o grau de pertinéncia u;(i = 1,...,n,k =1,..., K), os protétipos

v(k=1,..., K), fixos, podemos reescrever J da forma

K p n

J(Ay, ... Ap) = kz_: Je(Ar) = DD Xy D ug(xi — vig)?

k=1j=1 i=1

+ ad Y bibmtim (uk — Uk )* (Tij — Timj)”
i=1 m=1
onde
p
Je(Ar) = Je(et, -5 Mep) = D A5 Tkj
j=1
com
Ty = D up(xy — vig)?
i=1
+ ad D bibptin (Ui — Unk)? (Tij — Timy)?
i—1 m=1
Como o critério J é aditivo, o problema se torna minimizar Ji(k = 1,..., K).
Seja Vi (Ak1 -y Aip) = ?:1 Ak; Vk. Agora, queremos determinar os extremos de
Ji(Mkjy - - Akp) com & restricdo ye(Ag1 ..., Akp) = 0. Para tanto, devemos aplicar o

método dos multiplicadores de Lagrange para resolver o seguinte sistema

VJ()\]d, Ce 7)\k‘p) = ,quk()\kl, cey )\k:p)

Depois, para k=1,..., Kej=1,...,p, temos

VJ()\klauw/\kp) . V’Yk(/\klaww)\kp)

Y\ s Vg ’
S)‘Z]_‘l Jej = 1,

W 51 1
Ny = () R
N 5 (Jij) ™
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Como sabemos que >.7_; Ay = 1, temos
1

O
- ]_1 pela

, T
e segue um valor extremo de J ¢ alcancado quando A\y; = { D (ﬁ) .

Equacao 4.12:

1
s—1

n
2
p E [ Lk ‘r’L] - Ukj + E wnn xZJ xm]) ]
i=1
Akj = Z 0

(4.12)

xzh - Ukh + § wzm Tih — xmh)

m=1
onde W;y, = abibmtim(Uix — umk)? € s = 2 neste trabalho.

Também ¢é importante notar que nesse caso o conjunto de varidveis que sao re-
levantes e irrelevantes pode ser diferente para cada grupo. Neste trabalho, o algoritmo

adaptativo local semissupervisionado de agrupamento considerando a distancia dada pela
Equagao (4.10) é chamado de NebFuzz-LS.

(¢) NebFuzz-GP: algoritmo NebFuzz com ponderacao global de varidveis em que o pro-

duto dos pesos de cada variavel tem que ser igual a um.

p
dp (%, %Xm) = D Aj(2ij — Tng)” (4.13)
j=1
em que
p
[IY=1x>0 (4.14)
j=1
Agora, queremos minimizar J com respeito a A\;(j = 1,...,p) sob as restri¢oes
(4.14). Com o grau de pertinéncia u(i = 1,...,n,k = 1,..., K), os prot6tipos
ve(k=1,..., K), fixos, podemos reescrever J da forma
4 K
2 ( 2
J(A)=J(A) = Z/\J ZZ% Xij = Vij)
j=1  k=1i=1
+ az Z bibmtim (Wi, — umk)Q(xij — xmj)Q
i=1 m=1

onde
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j=1
onde
K
2
Jj = Z Z Ui, (Xij — Vij)
k=1i=1
K n n
+ ad D bibmtin (Wit — k) (25 — Tpj)?
k=1i=1 m=1
Agora o problema ¢ minimizar J. Seja y(A1 ..., Ay) = [Tj=; A;. Queremos determinar
os extremos de J(\;, ..., \p) com a restricao v, (A1 ..., A,) = 0. Para tanto, devemos

aplicar o método dos multiplicadores de Lagrange para resolver o seguinte sistema

VIO - A) = VAL, A).

Depois, para j = 1,...,p, temos

VIO ) VA, ) "
VA 9, by

como sabemos que [[7_; A, = 1, temos

p

p p
=1

1=1 M =1

p
=1t

e segue até que um valor extremo de J ¢ alcancado quando \; = *=
J

com

P K n n
{H (Z Z l(um)Q(Iih —vkn)” + Z Wi (Tin — x,,lh)21> }
h=1 \k=

A= e m= (4.15)
ZZ [(uzk)2($w — k)" + Z Wi (Tij — Tmj) ]
k=11i=1 m=1

_ 2
onde Wiy, = abibptim (Wi — Ump)®.

Nesse tipo de distancia é importante notar que o conjunto de variaveis que sao
mais importantes ou nao sao importantes sao sempre as mesmas para todos os grupos.
Neste trabalho, o algoritmo adaptativo global semissupervisionado de agrupamento con-

siderando a distancia dada pela Equacao (4.13) é chamado de NebFuzz-GP.
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(d) NebFuzz-GS: algoritmo NebFuzz com ponderacao global de varidveis em que a soma

dos pesos de cada variavel tem que ser igual a um.

p
dZA(XZ‘,Xm) = Z()\J)s(l'l] — xmj)2 (416)
j=1
sujeito a
p
A=1X>0 (4.17)
j=1

em que o vetor de pesos considerando o grupo Cy, e s € (1,00) é um pardmetro que
controla o grau de influéncia do peso em cada variavel, em cada grupo. Desse modo,
se s é grande o suficiente, entao todas as varidveis tém a mesma importancia para
todos os grupos; entretanto, se s — 1, entao a influéncia dos pesos das variaveis é
maxima.

Agora, queremos minimizar J com respeito a A\;(j = 1,...,p) sob as restricoes
(4.17). Com o grau de pertinéncia uy(i = 1,...,n,k = 1,..., K), os protétipos

v(k=1,..., K), fixos, podemos reescrever J da forma

n

Z U?k(xij - ij)2

)

J(A)=J(A) = Y\

=1

<
=

n

M= 11~

K
+ ad DS bibmtin (Wit — k) (T — Tynj)?
k=1i=1 m=1
onde
p
JA)=J(A,... ) = ZA;J]
j=1
com
K n
Ji = Z Zu?k<xw - ij)2
k=1i=1
K n n
+ ) DD bibmtin Uik — Unk)*(Ti5 — Tinj)”
k=1i=1 m=1
Agora, o problema se torna minimizar J. Seja y(Ar...,A,) = X5 A;. Queremos
determinar os extremos de J(\;,...,\,) com a restricdo y(A;...,\,) = 0. Para

tanto, devemos aplicar o método dos multiplicadores de Lagrange para resolver o

seguinte sistema
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VI, A) = VY (A1, ).
Depois, para k=1,..., Kej=1,...,p, temos
VJ(Al,...,)\p> V’Y()\l,...,/\p)

v,
SAj_ljkj = K

N = (“) L
NN

Como sabemos que >-7_; A\, = 1, temos

1

,z:p; (Z) - (J) =t

_1
e segue até um valor extremo de J ¢ alcancado quando \; = { - (‘5—:) Sl] pela

Equacao 4.18:

K n n s—1
2

» § zk ng - Ukj + § Wim, xlj - JUm])

k=1 1=1 m=1
S| - (4.18)
h=1 2 : § 2

uzk xzh - vkh + Wim xzh xmh)
= 1 m=1

k=11

onde Wiy, = abibytim (Ui — Umi)? € geralmente s = 2.

Nesse tipo de distancia é importante notar que o conjunto de variaveis que sao
mais importantes ou nao sao importantes sao sempre as mesmas para todos os grupos.
Neste trabalho, o algoritmo adaptativo global semissupervisionado de agrupamento con-

siderando a distancia dada pela Equacao 4.16 é chamado de NebFuzz-GS.

O algoritmo de agrupamento semissupervisionado NebFuzz que origina esses algo-
ritmos com distancias adaptativas pode ser formulado ignorando a etapa de ponderagao e
fixando Ay = (Ag1,. .., Ap) = (1,...,1)(k =1,..., K) em todas as equagdes apresentadas

onde a matriz A; é utilizada.

4.1.2 BSSC com distancias adaptativas

Nesta secao, apresentamos os algoritmos de agrupamento semissupervisionados
com distdncias adaptativas baseados no algoritmo nao adaptativo (BSSC) proposto por
Bouchachia e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006b).
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O propésito desse algoritmo é capturar estruturas de dados rotulados e nao rotula-
dos através de dois termos da funcao objetivo. O primeiro termo ¢é igual a funcao objetivo

do algoritmo nao supervisionado GK (GUSTAFSON e KESSEL, 1979). O segundo termo

¢é otimizado levando em conta os dados rotulados.

Bouchachia e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006b) criaram versoes adap-
tativas desse algoritmo explorando a distancia adaptativa local com restrigao de produto,
e uma distancia baseada em kernel. A fungdo objetivo do algoritmo BSSC com distancia

adaptativa é:

K n
J(U, Ij, Al, ey AK, V) = Z Z(Uzk)QdQAk (Xi, Vk) (419)
k=1i=1
K n
+ @ZZ(Uik Uik dAk<Xqu>
k=1i=1
com
ah = a4 (4.20)
A _ 1 Cy €
el Cren, 0 senao
onde
-U, U Ay,..., AV, b, ae dik (x4, Vi) sdo como descritos anteriormente;
- Uy € [0, 1];

- F é como ja descrito. Supoe-se que uma classe pode ser dividida entre varios grupos
e se H é o nimero de classes e K o numero de grupos, entao K > H. Sendo, cada

classe P, contém um numero de grupos C} e Z{il C =K,

m, € como descrito na Secao 3.2.2

- >0 é a taxa de aprendizagem;

Esse algoritmo possui quatro etapas (alocagdo composta por duas etapas, repre-
sentagao e ponderagdo). O objetivo é minimizar a diferenca entre o grau de pertinéncia
de um objeto e; e uma classe h, e a soma dos graus de pertinéncia do objeto e; para todos

os grupos pertencentes a classe h.

A etapa de alocacéo alterna entre o célculo das matrizes U e U. Na primeira etapa

de alocagdo, a matriz U, a matriz V de protdtipos e a matriz de pesos A sdo mantidas
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fixas. A funcao de objetivo é minimizada em relacao a matriz U de graus de pertinéncia.
O grau de pertinéncia do objeto e; (i = 1,...,n) num grupo fuzzy Cx (k = 1,...,K) é
calculado de acordo com (BOUCHACHIA e PEDRYCZ, 2006b)

0 1— 25K
Uy = ik (ta) ZI=1 (4.21)
(1 + Oé) K dAk(xivvk)
2= dil (xi,v1)

Na segunda etapa de alocagao, a matriz U, a matriz V de protétipos e a matriz
de pesos A sao mantidas fixas. A funcao de objetivo é minimizada em relacao a matriz
U. A funcio de pertinéncia do objeto ¢; (i = 1,...,n) num grupo fuzzy Cy (k=1,...,K)

¢ calculado de acordo com a Equagao (4.20).

Na etapa de representacao, a matriz fJ, a matriz U de graus de pertinéncia e a
matriz de pesos A sdo mantidas fixas. A funcdo objetivo é minimizada em relacao ao
protétipo matriz V. Os protétipos dos grupos vi (k= 1,..., K) sao calculados de acordo
com (BOUCHACHIA e PEDRYCZ, 2006b)

i [(uir)? + a(uwar, — i) *]xi
> [(uin)? + a(ug, — tir)?)]

vy = (4.22)

Os componentes dos vetores de peso de A, = [A;|(k=1,...,K,j=1,...,p) sdo
calculados utilizando quatro tipos de distancias adaptativas de acordo com as restri¢oes
em que a soma ou produto dos pesos das variaveis tem que ser igual a um. As equagoes

podem ser obtidas de maneira similar a explicada na Secao 4.1.1.

(a) BSSC-LP: algoritmo BSSC com ponderacao local de varidveis em que o produto dos

pesos de cada variavel de cada grupo tem que ser igual a um.

(I (50 (3 + o — ) (an — vin))}
i (udy, + oy — ik )?) (245 — vij)

Aij (4.23)

E importante notar que nesse caso o conjunto de variaveis que sao importantes pode
ser diferente para todos cada grupo. Neste trabalho, o algoritmo adaptativo local
semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.23) é chamado de BSSC-LP. Este algoritmo é foi proposto por Bouchachia e
Pedrycz (BOUCHACHIA e PEDRYCZ, 2006b).

(b) BSSC-LS: algoritmo BSSC com ponderagao local de varidveis em que a soma dos
pesos de cada variavel de cada grupo tem que ser igual a um.

Neste trabalho exploramos uma nova restricao. Utilizamos a restricdo em que a soma

dos pesos dos componentes dos vetores de pesos de Ay = [Mgil(k =1,...,K,j =
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1,...,p) tem que ser igual a um. A nova Equagao para calcular esses componentes

é:

Aij = {é ( ool & — Gy — o) ) }1 (4.24)

i [udy, + a(ua — i) 2 (zin — ven)?

Também é importante notar que nesse caso o conjunto de variaveis relevantes e
irrelevantes pode ser diferente para cada grupo. Neste trabalho, o algoritmo adaptativo
local semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.24) é chamado de BSSC-LS.

(¢) BSSC-GP: algoritmo BSSC com ponderacao global de variaveis em que o produto

dos pesos de cada variavel tem que ser igual a um.

=

{0 (8 0 (i + alua — )?) (o — o)) |

iy iy (ud + a(ug — ak)?) (255 — ven)

y (4.25)
E importante notar que nesse caso o conjunto de variaveis que sao relevantes e irre-
levantes ¢é igual para todos os grupos. Neste trabalho, o algoritmo adaptativo global

semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.25) é chamado de BSSC-GP.

(d) BSSC-GS: algoritmo BSSC com ponderacao global de varidveis em que a soma dos

pesos de cada variavel tem que ser igual a um.

A restricdo em que a soma dos componentes dos vetores de pesos da matriz A =
A](7 = 1,...,p) tem que ser igual a um. A nova Equagao para calcular esses

componentes é:

-1

A= {zp: <EkK=1 S [ud, 4 a(un — )2 (25 — vij)? ) Sl} (4.26)

h=1 Sho S 2 4w — T)2) (Tin — vgn)?

Também ¢é importante notar que nesse caso o conjunto de variaveis que sao rele-
vantes e irrelevantes é igual para todos os grupos. Neste trabalho, o algoritmo adaptativo
global semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.26) é chamado de BSSC-GS.

O algoritmo de agrupamento semissupervisionado (BSSC) que origina esses algo-
ritmos com distancias adaptativas pode ser formulado ignorando a etapa de ponderacao
e fixando a matriz Ay = (M1, ..., \p) = (L,...,1)(k =1,..., K) em todas as equacoes

apresentadas onde a matriz A, é utilizada.
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4.1.3 ISODATA-PS com Distancias Adaptativas

Pedrycz e Waletzky (PEDRYCZ, 1985; PEDRYCZ e WALETZKY, 1997) introdu-
ziram o primeiro algoritmo semissupervisionado que modifica a versao classica do algo-
ritmo (BEZDEK, 1981) pra lidar com o problema da supervisao parcial. Nesta subsegao

introduzimos a versao desse algoritmo com distancia adaptativa que a func¢do objetivo é

K n
J(U,Al,...,AK, ZZ ulk dAk Xl,Vk) (427)

=11=1

Ead

K n
o Z Z Uik, — by fzk dAk(Xka)
k=1 i=1

onde U, V, b;, fir, a e dik (x4, V) sdo como ja descritos anteriormente.

O algoritmo Isodata-PS com distancia adaptativa também é um algoritmo iterativo

com trés etapas (de representacgao, de ponderacao e de alocagio).

A etapa de representacao tem duas fases: na primeira fase, o grau de pertinéncia de
cada padrao de e; em cada grupo C, e as matrizes Ay sao mantidas fixas. Os protétipos vy
dos grupos Ci(k =1, ..., K), que minimizam o critério de agrupamento .J, sdo atualizados
de acordo com (PEDRYCZ e WALETZKY, 1997)

? [ s + a(uzk b; fzk)Q]Xi

Vi = 4.28
L lud + ou — b fir )] (4:28)
Na etapa de alocagao, os prototipos vy, correspondentes aos grupos Cy(k = 1,..., K)

e as matrizes Ag(k = 1,..., K) sao fixadas. O grau de pertinéncia u;(i = 1,...,n) de
cada objeto e; em cada grupo Cix(k = 1,..., K), que minimizam o critério de agrupa-

mento J sob as restrigbes (2.2), sdo atualizados de acordo com a seguinte expressao
(PEDRYCZ e WALETZKY, 1997)

1 L+al =08, fa)
1+« k[ da, (Vi)
211 ( B, o)

Os componentes da matriz de vetores de pesos Ax(k = 1, ..., K) sdo intimamente

Uik =

relacionados a distancia adaptativa do algoritmo semissupervisionado de agrupamento e
o formato dos grupos que sado criados, como mostrado na Se¢ao 2.3. Foram propostos
quatro tipos de distancias adaptativas baseado em como a matriz de distancias de pesos é
calculada e seus restritos pela soma ou produto de seus componentes igual a um. A seguir,
apresentamos esses quatro tipos de distancias adaptativas para o algoritmo Isodata-PS
com distancia adaptativa. As equacoes podem ser obtidas de maneira similar a explicada

na Secao 4.1.1.
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(a) ISODATA-PS-LP: algoritmo Isodata-PS com ponderacao local de varidveis em que

o produto dos pesos de cada variavel de cada grupo tem que ser igual a um.

Neste trabalho, exploramos essa restricao de maneira inédita nesse algoritmo. Dessa

forma, para calcular os componentes dos vetores de pesos de Ay, = [\]|(k =
1,...,K,5=1,...,p) temos uma nova Equacao
p [ n g
{H (Z win)? + auix — bifin)?] (zin — 'Ukh)2> }
Apj = —~P=L A=l (4.30)

D [(win)? + auir — bifir)?] (wi; — vis)?
i=1

O conjunto de variaveis que sao relevantes irrelevantes pode ser diferente para cada
grupo. Neste trabalho, o algoritmo adaptativo local semissupervisionado de agrupa-

mento considerando a distancia dada pela Equagdo (4.30) é chamado de Isodata-
PS-LP.

(b) ISODATA-PS-LS: algoritmo Isodata-PS com ponderagao local de varidveis em que
a soma dos pesos de cada variavel de cada grupo tem que ser igual a um.
Os componentes dos vetores de pesos Ay s(k = 1,...,C) s@o calculados de acordo

Cco1m:

-1

Akj = {zp: < 2 i [t + o(uik = bifin)*)(wij — vks)” ) 51} (4.31)

=\ X udy + auir — bifir)?) (win — vkn)?

Também é importante notar que nesse caso o conjunto de varidveis que sao re-
levantes e irrelevantes pode ser diferente para cada grupo. Neste trabalho, o algoritmo
adaptativo local semissupervisionado de agrupamento considerando a distancia dada pela
Equacao (4.31) é chamado de Isodata-PS-LS. Este algoritmo foi apresentado nos trabalhos
de Marcelloni (MARCELLONTI, 2003) e de Kong e Wang (KONG e WANG, 2009).

(c) ISODATA-PS-GP: algoritmo Isodata-PS com ponderacao global de variaveis em que

o produto dos pesos de cada variavel de tem que ser igual a um.

Neste trabalho, exploramos essa restricao de maneira inédita nesse algoritmo. Dessa
forma, para calcular os componentes dos vetores de pesos de A = [\;](j =1,...,p)
temos uma nova Equacao

{H (Z (uir)? + auik — b fir)?] (@in — Ukh)Q) }
) = e (4.32)
D

k=

1
n P

.

M:

[(uir)? + a(ui — bi fir)?] (2i — viy)?

A
Il
—

3

E importante notar que nesse caso o conjunto de variaveis que sao relevantes e irre-

levantes ¢ igual para todos os grupos. Neste trabalho, o algoritmo adaptativo global
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semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.25) é chamado de Isodata-PS-GP.

(d) ISODATA-PS-GS: algoritmo Isodata-PS com ponderagao global de varidveis em que

a soma dos pesos de cada variavel tem que ser igual a um.

Os componentes dos vetores de pesos A = [\;](j = 1,...,p) sdo calculados de
acordo com:
10y —1
TS \ S X e+ auin = bifa)?) (@i — vin)?

Também ¢é importante notar que nesse caso o conjunto de variaveis que sao rele-
vantes e irrelevantes ¢ igual para todos os grupos. Neste trabalho, o algoritmo adaptativo
global semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.33) é chamado de Isodata-PS-GS.

O algoritmo de agrupamento semissupervisionado (Isodata-PS) que origina esses
algoritmos com distancias adaptativas pode ser formulado ignorando a etapa de ponde-
racao e fixando Ay = (Mg1,..-, M) = (1,...,1)(k = 1,..., K) em todas as equagoes

apresentadas onde a matriz A, é utilizada.

4.1.4 sSSC com distancias adaptativas

Endo et al. (ENDO et al., 2009) desenvolveram o chamado algoritmo de agrupa-
mento semissupervisionado padrao (chamado sSSC), introduzindo uma matriz de pertinén-
cia supervisionada fj; de objeto e; (i = 1,...,n) no grupo Cy (k = 1,..., K) no algoritmo
de agrupamento padrao FCM. Neste trabalho, introduzimos a versao desse algoritmo com

distancia adaptativa cuja fungao objetivo é

K n
JS(U,AL...,AK,V) = ZZ Uik — fzk dAk(XzaVk) (434)
k=11=1
onde
- U, Ay, .. ALY, fir e dik (xi, Vi) sdo como ja descritos;

O algoritmo sSSC Adaptativo também é um algoritmo iterativo com trés etapas

(de representacao, de ponderacao e de alocagao).

A etapa de representacao tem duas fases: na primeira fase, o grau de pertinéncia
de cada padrao de e; em cada grupo Cj e as matrizes Ay sao mantidas fixas. Os proto-

tipos vy dos grupos Ci(k = 1,..., K), que minimizam o critério de agrupamento .J;, sdo
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atualizados de acordo com

Oy (uak — )’ X

a > i1 (Uzk - fik)2 (4'35)

Na etapa de alocagao, os prototipos vy, correspondentes aos grupos Cx(k = 1,..., K)
e as matrizes Ag(k = 1,..., K) sao fixados. O grau de pertinéncia u;(i = 1,...,n) de
cada objeto e; em cada grupo Cy(k = 1,..., K), que minimizam o critério de agrupamento

Js sob as restri¢oes (2.2), sao atualizados de acordo com a seguinte expressao

1

) o)
da  (x4,Vg)
Uik = fir + <1 - Zle) A 1 (4.36)
=1 K 1 -t
2izt (dik ) )

Os componentes da matriz de vetores de pesos Ax(k = 1, ..., K) sdo intimamente

relacionados a distancia adaptativa do algoritmo semissupervisionado de agrupamento e
o formato dos grupos que sao criados, como mostrado na Secao 2.3. Nesta tese, foram
propostas a utilizacao de quatro tipos de distancias adaptativas baseadas em como a
matriz de distancias de pesos é calculada e seus componentes restritos pela soma ou
produto igual a um. A seguir, apresentamos esses quatro tipos de distancias adaptativas
para o algoritmo sSSC Adaptativo. As equagoes podem ser obtidas de maneira similar a

explicada na Secao 4.1.1.

(a) sSSC-LP: algoritmo sSSC com ponderagao local de varidveis em que o produto dos
pesos de cada variavel de cada grupo tem que ser igual a um.
Neste trabalho exploramos essa restricao de maneira inédita nesse algoritmo. Dessa

forma, para calcular os componentes dos vetores de pesos de Ay = [Ag](k =
1,...,K,j=1,...,p) temos uma nova Equacao

{H <Z lwir = fir]™ (zin — ’Ukh)2> }P

h=1 \i=1

Akj = (4.37)

n
Z ik — fie| ™ (i — viz)*
i=1

E importante notar que nesse caso, o conjunto de variaveis que sao relevantes e
irrelevantes, pode ser diferente para cada grupo. Neste trabalho, o algoritmo adap-
tativo local semissupervisionado de agrupamento considerando a distancia dada pela
Equagao (4.37) é chamado de sSSC-LP.

(b) sSSC-LS: algoritmo sSSC com ponderagao local de varidveis em que a soma dos

pesos de cada variavel de cada grupo tem que ser igual a um.

Os componentes dos vetores de pesos A = [\g](k = 1,...,K,7 = 1,...,p) sdo

calculados de acordo com:

1 —1
S ik = firl™ (@i — vgg)? ) s-1
Api = = 4.38
" {; (Zi—1 luir, — fir|™(Tin — vkn)? (4.38)
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onde geralmente s = 2.

Também é importante notar que nesse caso o conjunto de varidveis que sao re-
levantes e irrelevantes, pode ser diferente para cada grupo. Neste trabalho, o algoritmo

adaptativo local semissupervisionado de agrupamento considerando a distancia dada pela
Equacao (4.38) é chamado de sSSC-LS.

(c) sSSC-GP: algoritmo sSSC com ponderagdao global de varidveis em que o produto
dos pesos de cada variavel de tem que ser igual a um.
Nesse trabalho, também exploramos essa restricio de maneira inédita nesse algo-

ritmo. Dessa forma, para calcular os componentes dos vetores de pesos de A =
Aj]( =1,...,p) temos uma nova Equacao

1 1

>

k=11

{hl_[ <Z Z lwir — fir)™ (xin — Ukh)2) }
A= ==t

(4.39)

|Uzk - flk“ I’Lj - vkj)2
1

i=
n
E importante notar que nesse caso o conjunto de variaveis que sao relevantes e
irrelevantes é o mesmo para todos os grupos. Neste trabalho, o algoritmo adapta-

tivo global semissupervisionado de agrupamento considerando a distancia dada pela

Equagao (4.39) é chamado de sSSC-GP.

(d) sSSC-GS: algoritmo sSSC com ponderagao global de varidveis em que a soma dos

pesos de cada variavel tem que ser igual a um.

Os componentes dos vetores de pesos A = [\;](j = 1,...,p) sdo calculados de
acordo com:

1 —1

p K n L f o m o N2 s—1

=4y <Z§“{1 . W vkj)2> (4.40)
W \ 2okt 2oim [Uik — fie|™ (Tin — vkn)

Também ¢é importante notar que nesse caso o conjunto de variaveis que relevantes

e irrelevantes ¢ o mesmo para todos os grupos. Neste trabalho, o algoritmo adaptativo

global semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.40) é chamado de sSSC-GS.

O algoritmo de agrupamento semissupervisionado (sSSC) (ENDO et al., 2009) que
origina esses algoritmos com distancias adaptativas pode ser formulado ignorando a etapa
de ponderagdo e fixando Ay = (Mj1,..., A\gp) = (1,...,1)(k = 1,...,K) em todas as

equacoes apresentadas onde a matriz A, é utilizada.
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4.1.5 ESSC com distancias adaptativas

No trabalho de Endo et al. (ENDO et al., 2009), eles propoem um novo algoritmo
semissupervisionado (chamado aqui de ESSC) em que adiciona um termo supervisionado
baseado na entropia ao termo do algoritmo de agrupamento FCM. A entropia é calculada
utilizando a diferenga entre o grau de pertinéncia de um objeto e; ao grupo Cj e o valor
de f;k que indica se um objeto e; pertence a classe representada pelo grupo Cj. Caso o
objeto pertenca ao grupo C}, o valor da entropia é baixo, caso contrario, esse valor é alto.

A funcao objetivo deste algoritmo com distancia adaptativa é a seguinte

K n
J(U,Al,...,AK,V) = ZZ Wik dAk XZ,Vk) (441)

k=1i=1

K n
+ CYZZ wik, — fir)|log [(wix — fir)|)
k=11i=1
onde
- U, Aq,..., ALV, fir, e dik (x4, Vi) s@o como ja descritos;

Assim como os algoritmos descritos até agora, o algoritmo ESSC Adaptativo tam-
bém é um algoritmo iterativo com trés etapas (de representagdo, de ponderagdo e de

alocagao).

Na etapa de representacao, o grau de pertinéncia de cada padrao de e; em cada

grupo C e as matrizes Ay sdo mantidas fixas. Os protétipos vy dos grupos Cy(k =

1,..., K), que minimizam o critério de agrupamento .J, sdo atualizados de acordo com
n UipX;
v, = i Uik (4.42)
Zi:1 Uik
Na etapa de alocagao, os prototipos vy, correspondentes aos grupos Cx(k = 1,..., K)
e as matrizes Ag(k = 1,..., K) sdo fixadas. O grau de pertinéncia u;(i = 1,...,n) de
cada objeto e; em cada grupo Ci(k = 1,..., K) que minimiza o critério de agrupamento

J sob as restri¢oes (2.2), sdo atualizados de acordo com a seguinte expressao

eiadQAk (Xi,Vk) K
Wik = fir + - (1 = f'l> (4.43)
7 7 Zl]il e_adil (xi,v1) ; 7

Neste trabalho propomos quatro tipos de distancias adaptativas baseado em como
a matriz de distancias de pesos é calculada e restritos pela soma ou produto de seus com-
ponentes igual a um. A seguir, apresentamos esses quatro tipos de distancias adaptativas
para o algoritmo ESSC. As equagdes podem ser obtidas de maneira similar & explicada

na Secao 4.1.1.
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(a)

ESSC-LP: algoritmo ESSC com ponderacao local de variaveis em que o produto dos

pesos de cada variavel de cada grupo tem que ser igual a um.

Neste trabalho exploramos essa restricao de maneira inédita nesse algoritmo. Dessa
forma, para calcular os componentes dos vetores de pesos de Ay, = [Ay](k =
1,...,K,5=1,...,p) temos uma nova Equacao

{H (Z [wik (zin — vkh)2}> }
Ay = —2=E =l (4.44)
> [win(wij — vij)?]

i=1

S

E importante notar que nesse caso o conjunto de variaveis que sao relevantes e
irrelevantes pode ser diferente para cada grupo. Neste trabalho, o algoritmo adapta-
tivo local semissupervisionado de agrupamento considerando a distancia dada pela
Equacao (4.44) é chamado de ESSC-LP.

ESSC-LS: algoritmo ESSC com ponderacao local de variaveis em que a soma dos
pesos de cada variavel de cada grupo tem que ser igual a um.

Os componentes dos vetores de pesos A = [A\](k = 1,...,K,j = 1,...,p) sdo

calculados de acordo com:
—1

R S 2?21 Uzk(xzj — Ukj)2 =
e {Z (E?—l Wik (Tin — vkh)Q) } (4.45)

h=1

Também ¢é importante notar que nesse caso o conjunto de varidveis que sao re-

levantes e irrelevantes pode ser diferente para cada grupo. Neste trabalho, o algoritmo

adaptativo local semissupervisionado de agrupamento considerando a distancia dada pela
Equagao (4.45) é chamado de ESSC-LS.

(c)

ESSC-GP: algoritmo ESSC com ponderacao global de varidveis em que o produto
dos pesos de cada variavel tem que ser igual a um.

Neste trabalho também exploramos essa restricao de maneira inédita nesse algo-
ritmo. Dessa forma, para calcular os componentes dos vetores de pesos de A =

Al =1,...,p) temos uma nova Equacao
D K n P
{H (ZZ [wir (i — Uk:h)Q)]> }
A = h=1 \k=1i=1 (4.46)

E importante notar que nesse caso o conjunto de variaveis que sao relevantes e irre-
levantes ¢é igual para todos os grupos. Neste trabalho, o algoritmo adaptativo global
semissupervisionado de agrupamento considerando a distancia dada pela Equacao
(4.46) é chamado de ESSC-GP.
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(d) ESSC-GS: algoritmo ESSC com ponderacao global de varidveis em que a soma dos
pesos de cada variavel tem que ser igual a um.

Os componentes dos vetores de pesos A = [)\;|(j = 1,...,p) sdo calculados de
acordo com:

1

N = {Xp: < Yy iy win(@ij — Vi)’ ) - } (4.47)

h=1 25:1 Yoy ik (Tin — Vkn)?

Também é importante notar que nesse caso o conjunto de variaveis que sao rele-
vantes e irrelevantes é igual para todos os grupos. Neste trabalho, o algoritmo adaptativo

global semissupervisionado de agrupamento considerando a distancia dada pela Equacao

(4.47) é chamado de ESSC-GS.

O algoritmo de agrupamento semissupervisionado (ESSC) (ENDO et al., 2009)
que origina esses algoritmos com distancias adaptativas pode ser formulado ignorando a
etapa de ponderacao e fixando Ay = (Ak1, ..., M) = (1,...,1)(k =1,..., K) em todas

as equacoes apresentadas onde a matriz Ay € utilizada.

4.1.6 Etapas dos algoritmos

Nesta subsecao, apresentamos os passos comuns a todos os algoritmos descritos
neste capitulo. Cada familia de algoritmos de agrupamento semissupervisionado com dis-
tancia adaptativa é representada por uma letra conforme Tabela 15. As equacoes desses

algoritmos sao apresentadas na Tabela 16.

Tabela 15 — Simbolo que representa cada familia de algoritmos de agrupamento semissu-
pervisionado com distancia adaptativa no esquema.

Algoritmos
NebFuzz
BSSC
Isodata-PS
sSSC
ESSC

HOQm >

ESQUEMA DOS ALGORITMOS DE AGRUPAMENTO SEMISSUPERVISIONADO
COM DISTANCIAS ADAPTATIVAS

1. Inicializacdo (Igual para todos os algoritmos)

a. Fixar o nimero de grupos K; Fixar MaxIter (nimero de maximos de iteragoes);

Fixar € << 0; Fixar a > 0; Fixar § no caso do algoritmo BSSC.
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b. Conjunto A} = (AY,..., A) =(1,....)(k=1,...,K);

c. Execute o algoritmo FCM até que |Jib, — Jhoy| < € ou s > Maxlter para

inicializar a matriz de graus de pertinéncias U e de prototipos V

d. Calcular J© e atribuir ¢ = 1

Repetir :

2. Etapa de Representacao:
Calcular os protétipos vy com as Equagoes: Al, B1, C1, D1 ou E1

3. Etapa de Ponderacgao:
Se distancia adaptativa é local:
Calcular os vetores de pesos para cada grupo Ag (k= 1,..., K) com as Equa-
coes:
Se restrigao é o produto (LP): A2, B2, C2, D2 ou E2
Se restrigao é a soma (LS): A3, B3, C3, D3 ou E3

Se distancia adaptativa é global:

Calcular os vetores de pesos A com as Equagoes:

Se restri¢ao é o produto (GP): A4, B4, C4, D4 ou E4
Se restrigao é a soma (GS): A5, B5, C5, D5 ou E5

4. Etapa de Alocacao:
Calcular o grau de pertinéncia u;, dos objetos x;(i = 1,...,n) no grupo Cy, (k =
1,...,K) com as Equagoes A6, B6, C6, D6 ou E6
Apenas para o algoritmo BSSC, calcular a matriz de pertinéncia ;, do objeto
x;(i=1,...,n) no grupo Cy (k =1,..., K) com a Equagao (4.20)

5. Etapa da Funcao Objetivo:
Calcular J® com as Equacoes A7,
t=t+1

Até que |JT — J'| <eous > Maxlter

4.1.7 Propriedades de convergéncia

Nesta secao é apresentada a prova de convergéncia dos algoritmos que sao baseados
em distancias adaptativas com ponderagao local ou global de variaveis em que a soma ou o

produto dos pesos das variaveis sao restritos ao valor um. Vamos considerar nesta secao a
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Tabela 16 — Equagoes relativas aos algoritmos semissupervisionados com distancia adap-

tativa.
Algoritmo Equacoes

A Al A2 A3 A4 A5 A6 A7
(4.5) | (4.9) | (4.12) | (4.15) | (4.18) | (4.6) (4.1)

B B1 B2 B3 B4 B5 B6 B7
(4.22) | (4.23) | (4.24) | (4.25) | (4.26) | (4.21)) | (4.19)

C C1 C2 C3 C4 Ch C6 c7
(4.28) | (4.30) | (4.31) | (4.32) | (4.33) | (4.29) | (4.27)

D D1 D2 D3 D4 D5 D6 D7
(4.35) | (4.37) | (4.38) | (4.39) | (4.40) | (4.36) | (4.34)

E E1l E2 E3 E4 E5 E6 E7
(4.42) | (4.44) | (4.45) | (4.46) | (4.47) | (4.43) | (4.41)

versao do algoritmo de agrupamento semissupervisionado com distancia adaptativa local
com a restricao de produto NebFuzz-LP. Esta prova pode ser diretamente estendida para
todos os algoritmos de agrupamento semissupervisionados com distancias adaptativas
propostos neste trabalho.

O algoritmo NebFuzz busca por uma particao fuzzy P* = {CY,...,Cj} de E

*

*) um vetor de protétipos K-

em K grupos fuzzy representados por U" = (uj,...,u
dimensional correspondente V* = (vj,..., v} ) representando os grupos fuzzy nas parti-
coes P, e K distancias adaptativas parametrizados por uma K-tupla de vetores de pesos

A* = (A5,...,A}), tal que

J(V*, A%, U*) = min {J(V,A,U) . VelVE AceLX Ue IU"} , (4.48)
onde

- IL é o espago de representagiao de protétipos tal que vy € IL (k= 1,..., K). Aqui,
L=ReVeclLf=ILx.. xIL=RK?,

- IL é o espaco de vetores de pesos que parametrizam as distancias adaptativas, tal que
A, elL(k=1,...,K). Se estamos considerando o produto dos pesos das variaveis
tem que ser igual a um (restrigdo de produto), temos IL = {A = (\j=1,...,\,) €
R x,...,xIR} = (IR})? : [T_; A; = 1}. Entretanto, se estamos considerando
a soma dos pesos das variaveis igual um (restri¢do de soma), temos IL = {A =
(Ao A) € REX, .., xIRL = (RY)P : Y0_, \; = 1}. Finalmente, temos A €
Lf¥=Lx..xIL= (IR%.)%*P; obs: para versoes adaptativas globais, considere
K =1,
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- IU é o espago de graus de pertinéncia de partigdo fuzzy tal que u, € U (k =
L,...,K). AquilU = {u = (uy,...,ux) € [0,1] x...x[0,1] = [0,1]% : K, up, = 1}
eUelU"=1Ux...xIU;

De acordo com Diday e Simon (DIDAY e SIMON, 1976), as propriedades de con-
vergéncia deste tipo de algoritmo podem ser estudadas a partir de duas séries: y; =
(VI,AL U e VE x ILX x U™ and 2, = J(y) = J(V!, A, U"), t =0,1,.... Partindo de
uma solucao inicial 3o = (V°, A%, U?), o algoritmo calcula diferentes termos da série ¥

até a convergéncia (que é demonstrada) quando o critério J atinge um valor estacionario.

Proposicao 3. As séries z, = J(y;) diminuem a cada iteragio e convergem.

Prova. Primeiro vamos mostrar que as desigualdades (1), (I1) e (I11)

J(VEALUY) = J(VEL AL UY (4.49)
(I1) (IT1)
= J(VEL At Ut)’;\J(VtH At Ut

Zt+1

mantém-se (isto é, a série diminui em cada iteragao).

A desigualdade (1) se mantém porque

K n
J(VLALUY = 3N (uly)?di (x4, vh)

k=11i=1

+ axz
k=171

=11i=1

Z bibmtim (uiy, — Upny,)*d (Xis Xm)
m=1

2 t+1
d (x5, vy )

M:

K
J(VITL At UY Z
=1

I
—

A

+ ax Z Z bibmtim (Ul — ut, ) dA(X“Xm)
k=1i=1 m=1
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A (v§t+1), o ,V%—H)) =
K n
= argmin 2% (x5, Vi) +
g > Zl )

V=(vi,...,vg)EVE k=t
K n n
T ax Z Z Z bibmtim(ufk - Uim)mi(xmxm)

k=1i=1m=1

Além disso, a desigualdade (I7) também se mantém porque

wip ) da (xi, vi)

M:

K
J(Vt+1,At+17Ut) _ Z
k=11

il
_

n n
SO bibmtim (ulyt = ubi d (i, %m)

1i=1m=1

+

Q

X
]~

ES
Il

AT = (AT ,Atgl)

n
- 2 t+1
= argmin E > (i) da (xi, Vi) +
— k=1 i=1
A=(A;1,..Ag)elL®

K n n
+oaxX Y DD bibmtin (i — ubyy ) da (X5, Xim)

k=11=1m=1

A desigualdade (I11) também se mantém porque

3

(uge )2 da (xi, vi ™)

M=

J(VH_l,AtJrl Ut-‘rl) _

ES
I
—
-
Il
—

DN bibmtim (ufft — ulh)2dR (xi, %)

=11i=1m=1

_|_

Q

X
M=

o

Ut = (it ul)

= argmin Z Z(Uik)zdi(xw Vi) +

K n
+oax Y D bibmtim (i — ) d4 (Xi, Xpm)

k=11i=1m=1

Finalmente, porque as séries z; diminuem e sao limitadas por (J(y;) > 0), converge.
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Proposicao 4. As séries y, = (V', At, U") convergem.

Prova. Assuma que a estacionariedade das séries z; é alcancada na iteracao t = T.
Entéao, temos que zp = 2711 e, em seguida, J(yr) = J(yri1).

Partindo de J(yr) = J(yry1), temos J(VI, AT UT) = J(VIT AT+ UTH e
essa igualdade, de acordo com proposicao 1, pode ser reescrita como igualdades (1), (I1)
e (I11):

I
JVI, AT UT) = Jvit AT U
11

~
~

I
J(VT—i—l’AT-&-I’UT)/?J(vT—i—I’AT—&-l’UT-i-l)

1}

Da primeira igualdade (1), temos que V' = VI*! porque V ¢ tinica minimizando
J quando a particdo fuzzy representada por U e os vetores de pesos representados por A7
sdo mantidos fixos. Da segunda igualdade (I7), temos que AT = AT*! porque A é tinico
minimizando J quando os vetores de protétipos VI e a particio fuzzy representada por
U7 sao mantidos fixos. Além disso, na terceira igualdade (II1), temos que Ul = Uyttt
porque U é tnica minimizando J quando o vetor de protétipos VI e os vetores de pesos

representados por AT sdo mantidos fixos.

Finalmente, concluimos que yr = yr.i. Esta conclusao ¢ valida para todos os

t > T and y; = yp,Vt > T e segue até que as séries y; convergem.

4.1.8 Custo computacional

Nesta se¢ao realizamos a analise de complexidade dos algoritmos de agrupamento
semissupervisionados com ponderacao automatica de variaveis apresentados neste capi-
tulo. Conforme apresentado na Subsecao 4.1.6, os algoritmos de agrupamento semissu-
pervisionados realizam realocacao de trés etapas com dois lagos: (i) um lago externo de
tamanho T'= Max e (ii) um lago aninhado: este otimizando J (ou seja, trés passos para
computar V, A e U. Ao analisar a complexidade, verificamos a complexidade maxima
para o calculo das matrizes U, A e 'V desses algoritmos. E depois, consideramos o laco ex-
terno de tamanho 7" no calculo da complexidade. O calculo da matriz A, é realizado com
complexidades semelhantes em todas as versoes apresentadas neste trabalho: (LP), (LS),
(GP) e (GL). Portanto, as versoes com distancias adaptativas de um mesmo algoritmo

sao analisados da mesma maneira.

Os algoritmos com ponderacao automatica de varidveis baseados nos algoritmos
Isodata-PS (PEDRYCZ e WALETZKY, 1997), sSSC e ESSC (ENDO et al., 2009), po-
dem ser igualmente analisados, pois eles possuem as mesmas complexidades O(Kn) para

calcular as matrizes U e V, onde K é ntmero de grupos e n é o nimero de exemplos e a
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mesma complexidade O(pkn) para calcular a matriz Ay, onde p é o nimero de atributos
de cada exemplo e;. A complexidade desses algoritmos ¢ Maz(O(Kn), O(Kn), O(Kpn))
resultando em uma complexidade para O(Kpn) para este laco. Por ultimo, levamos em
conta o lago externo de tamanho 7', a complexidade final é O(T Kpn), sendo linear para

cada um desses parametros.

Em relacao a complexidade de tempo dos algoritmos com distancia adaptativa
baseados no NebFuzz, estes algoritmos de agrupamento semissupervisionado também sao
um algoritmo de realocacao de trés etapas com dois lacos. A complexidade deste algoritmo
é Max(O(Kn),O(Kpn?), O(Kn?)) para o calculo das matrizes V, A e U respectivamente,
o que produz O(Kpn?). Note que as férmulas sdo divididas em sub-férmulas. Levando em
conta o lago externo, a complexidade de tempo total é O(T Kpn?)). Isto significa que o
tempo de complexidade de NebFuzz é linear em relacao ao niimero de iteragoes, nimero

de atributos de um exemplo e no nimero de grupos e quadratica no nimero de objetos.

O algoritmo BSSC possui um lago extra em relagdo aos outros algoritmos para o
célculo da matriz U. Uma analise desse algoritmo foi realizada no artigo de Bouchachia
e Pedrycz (BOUCHACHIA e PEDRYCZ, 2006a). Assim, no algoritmo BSSC, temos dois
lacos internos de tamanho L; e Ly respectivamente e um lago externo de tamanho 7T
O primeiro lago interno possui complexidade O(L;Kn), o segundo lago possui comple-
xidade Max(O(LyKn),O(LaKpn),O(LeHn)), onde H é o nimero de Classes. Sabendo
que H < K, a complexidade serd O(LyKpn). Agora, considerando o lago externo, temos
a complexidade Max(O(TL1Kn),O(TLyKpn)). Note que a complexidade escolhida serd
a que for maior entre L; e Lop, entdo deixe que L seja Max(Ly, L2p), a complexidade
do algoritmo BSSC é O(TLKn). Note que a complexidade é linear para cada um des-

ses parametros. A Tabela 17 apresenta um resumo da complexidade para cada um dos

algoritmos.
Tabela 17 — Complexidade de Tempo.
Algoritmo Complexidade
BSSC-LP,BSSC-LS,BSSC-GP,BSSC-GS O(TLKn)
sSSC-LP,sSSC-LS,sSSC-GP,sSSC-GS O(TKpn)
ESSC-LP,ESSC-LS,ESSC-GP,ESSC-GS O(TKpn)
Isodata-PS-LP,Isodata-PS-LS,Isodata-PS-GP,Isodata-PS-GS O(TKpn)
NebFuzz-LP,NebFuzz-L.S,NebFuzz-GP,NebFuzz-GS O(T Kpn?)

4.2 RESUMO DOS ALGORITMOS SEMISSUPERVISIONADOS COM DISTANCIAS ADAP-
TATIVAS

Todos os algoritmos explicados neste capitulo se baseiam no algoritmo classico de
agrupamento FCM, relacionados com o algoritmo GK (GUSTAFSON e KESSEL, 1979).
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Os algoritmos adicionam um segundo termo a fun¢do objetivo do algoritmo GK, que
considera rotulos conhecidos dos exemplos das bases de dados para otimizar a funcao
objetivo. Esses algoritmos possuem como ponto importante o calculo de similaridades
entre dois objetos, pois os objetos mais similares sao colocados no mesmo grupo, objetos
diferentes sdao colocados em grupos diferentes. Os exemplos a serem agrupados sao usual-
mente representados como vetores nos quais cada componente é uma medicao referente a
uma variavel. Uma das distancias adaptativas utilizadas pelos algoritmos de agrupamento
semissupervisionados propostos nesta tese, a distancia adaptativa local, considera que a
contribuicao de cada variavel para cada grupo pode ser diferente, i.e., cada grupo pode
ter um conjunto diferente de variaveis importantes. Na distancia adaptativa global, todas
as variaveis possuem o mesmo peso para todos os grupos. Em ambas as abordagens, a
derivacao das expressoes matematicas para a obtencao dos pesos das variaveis foi feita
considerando dois tipos de restrigoes: na restricao de soma, assume-se que a soma dos
pesos das variaveis deve ser igual a um, enquanto que na restricao de produto, assume-se
que o produto dos pesos das varidveis deve ser igual a um (GUSTAFSON e KESSEL,
1979; DE CARVALHO; TENORIO; CAVALCANTI JUNIOR, 2006).

Desse modo, nesta tese foram desenvolvidas versdes com ponderagao de variaveis
local com restricao de soma e produto dos componentes da matriz de pesos e distancia
com ponderagao global de variaveis com restricao de soma e produto dos componentes da
matriz de pesos. Foram propostos quatro tipos de distancias adaptativas para algoritmos
de agrupamento semissupervisionados. No total, sdao cinco algoritmos de agrupamento
semissupervisionado sem ponderacao automéatica de variaveis mais quatro algoritmos com
ponderagao automaéatica de variaveis baseados em cada um desses cinco, totalizando 20
algoritmos com distancia adaptativa. Desses, apenas 2 foram propostos na literatura e 18

propostos nesta tese.

4.3 CONSIDERACOES FINAIS

Note que para as distancias adaptativas locais, quanto mais proximos os objetos
estao do protétipo de um determinado grupo fuzzy relativo a uma determinada variavel,
maior é o peso da relevancia dessa variavel sobre este grupo fuzzy. Por outro lado, quanto
mais longe os objetos estao do protétipo, menor é o peso relevancia dessa variavel sobre
este grupo fuzzy. Esta propriedade é avaliada por todos os algoritmos de agrupamento

semissupervisionado com distancias adaptativas locais descritos neste trabalho.

O mesmo pode-se falar das distancias adaptativas globais, porém, nas distancias
adaptativas globais, temos uma média das distancias desses objetos. Sendo assim, quanto
mais préoximo os objetos estdo do prototipo de todos os grupos fuzzy relativo a uma
determinada variavel, maior é o peso da relevancia dessa variavel. Por outro lado, quanto

mais longe os objetos estao dos protétipos de todos os grupos, menor ¢ o peso da relevancia
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dessa variavel. Esta propriedade é avaliada para todos os algoritmos de agrupamento

semissupervisionado com distancias adaptativas globais descritos neste trabalho.
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5 VALIDACAO EXPERIMENTAL

Neste capitulo sao apresentados detalhes dos experimentos realizados com os al-
goritmos de agrupamento semissupervisionado. A Secao 5.1 descreve as bases de dados
utilizadas nos experimentos. A Segao 5.2 apresenta a metodologia dos experimentos utili-
zada neste trabalho para avaliacao dos algoritmos de agrupamento semissupervisionados

com ponderacao automatica de variaveis.

5.1 BASE DE DADOS

Neste trabalho utilizamos dois tipos de bases de dados. As bases de dados reais
para comparar o desempenho dos algoritmos de agrupamento semissupervisionados em
problemas reais e as bases de dados simulados que sao utilizadas para responder perguntas
sobre a diferenca entre o comportamento dos algoritmos com ponderacao automéatica de

variaveis local e global.

5.1.1 Bases de dados reais

Nesta secao, as bases de dados de problemas reais utilizadas neste trabalho sao
apresentadas. Ao todo, foram escolhidas 18 bases de dados de benchmark retiradas do
repositorio digital UCI (http://archive.ics.uci.edu/ml/) mais uma base de dados para o
problema de agrupamento de expressao génica retirada do trabalho (MACARIO et al.,
2012), totalizando 19 bases de dados de problemas reais. A Tabela 18 resume essas bases
de dados. Todas as bases de dados sao descritas por matriz de objetos x atributos de

valores reais.

A base de dados Australia Credit contém atributos de aplicagoes de cartdes de
crédito utilizados na Australia com a finalidade de aprovar ou nao um novo cartao de

crédito ao cliente. Sao 690 exemplos e 14 caracteristicas para aprovagao ou nao do cliente.

A base de dados Balance Scale, foi gerada para modelar resultados de testes psico-
l6gicos experimentais. Cada exemplo é classificado como tendo tendéncia para a direita,
para a esquerda, ou equilibrada. Sao 625 exemplos, sendo 49 equilibrados, 288 para es-

querda e 288 para a direita.

A base de dados CMC tem como objetivo prever a escolha do método contraceptivo
de mulheres da Indonésia através de caracteristicas de cunho social. Sao 1473 exemplos,

10 atributos e 3 tipos de contraceptivos.

A base de dados Diabetes consiste numa colecao de padroes que indicam a exis-

téncia da diabetes ou nao. Essa base contém um conjunto de 768 padroes, sendo que 500
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Tabela 18 — Resumo das bases de dados reais retiradas do repositério UCI.

Base de dados n (Numero de | p (Nimero H (Ntamero
objetos) atributos) | a priori de classes)

Australia Credit 690 14 2
Balance Scale 625 4 3
CMC 1473 10 3
Diabetes 768 8 2
E. Coli 336 7 8
Glass 214 9 7
Haberman 306 4 2
Hayes-Hoth 160 4 3
Heart Statlog 270 14 2
ICU 300 19 2
Iris 150 4 3
Image Segmentation 210 19 7
Libras 45 90 15
Mammographic 961 5 2
Spam 4601 57 2
Vehicle 946 18 4
Teaching 151 5 3
Yeast 603 300 2
Wine 178 13 3

representam a auséncia de diabetes e os outros 268 representam a presenca da diabetes.
Existem 8 atributos com caracteristicas sanguineas e corporais, mais a idade. O objetivo

é informar se um padrao pertence ao grupo de diabéticos ou nao.

A base de dados E. Coli trata-se de caracteristicas para predicao da localizagao
de uma proteina na célula da bactéria E. Coli. Sao 336 exemplos em que a proteina pode
estar localizada em 8 possiveis lugares. Essa base de dados utiliza 7 caracteristicas da

célula.

A base de dados Glass contém 214 padroes para classificacdo de 7 tipos de vidros
motivada pela investigacao criminoldogica. Na cena do crime, o vidro pode ser usado como

prova se for identificado corretamente.

A base de dados Haberman é parte de um estudo para saber a sobrevivéncia de
pacientes que foram submetidos a cirurgia de cancer de mama. Sao 4 atributos de 306

pacientes.

A base de dados Hayes-Roth possui 132 exemplos com 5 atributos com informagoes

de ficticias para que o algoritmo seja capaz de aprender 3 conceitos.

A base de dados Heart Statlog é parte de um estudo para diagnosticar se alguém

possui ou ndo uma doenca do coracao. Sao 14 atributos de resultados de exames realizados
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por 270 pacientes.

A base de dados ICU consiste em 200 exemplos de um estudo maior sobre a
sobrevida de pacientes apds a admissao a uma unidade de terapia intensiva (UTI). O
estudo utilizou regressao logistica para prever a probabilidade de sobrevida para esses

pacientes até a alta do hospital. Dezenove caracteristicas possiveis foram observadas.

A base de dados Iris é uma das base dados mais utilizadas em reconhecimento de
padroes. Essa base consiste num conjunto de 150 padroes que descrevem 3 tipos de plantas
da familia Iris. Sao 4 atributos que descrevem as medidas de largura e comprimento de
pétalas e sépalas da planta. Existem 50 padrdes para representar cada uma das espécies.

A tarefa é formar 3 grupos que representam cada um dos tipos de Iris.

A base de dados Image Segmentation possui 19 caracteristicas extraidas de uma
regiao de pixels 3x3 de imagens de cenas naturais. O objetivo é segmentar corretamente

as imagens em 7 tipos possiveis de textura.

A base de dados Libra contém 15 tipos de movimentos da linguagem brasileira de
sinais com 24 exemplos de cada. Sao extraidas 90 caracteristicas do movimento realizado

pela mao numa periodo de tempo.

A base de dados Mammography consiste de 961 exames de mamografia (para ve-
rificar se um tumor de cancer de mama ¢ maligno ou benigno) com 5 caracteristicas do

paciente e do exame.

A base de dados Spam consiste de uma cole¢ao de mensagens eletronicas chamadas
de e-mails. O conteido dessas mensagens ¢é classificado como spam (lixo eletronico) ou
nao spam. A base contém 4601 mensagens descrita através de 57 atributos. Os atributos,
em sua maioria representam o TF-IDF (Term-frequency Inverse-Document-Frequency)
(SALTON e BUCKLEY, 1988) de uma determinada palavra.

O objetivo da base de dados wvehicle é classificar uma determinada silhueta como
um dos quatro tipos de veiculos, com 18 caracteristicas extraidas da silhueta. O veiculo

pode ser visto a partir de um dos muitos angulos diferentes.

A base de dados Teaching (Tae) consiste em avaliagoes de desempenho de ensino
de trés semestres regulares e dois semestres de verao por de 151 professores assistentes do
Departamento de Estatistica da Universidade de Wisconsin-Madison. Os escores foram

divididos em 3 categorias ("baixa', "média’e "alta").

A base de dados Wine é uma das base dados mais utilizadas para testar novos algo-
ritmos. Consiste num conjunto de 178 padroes que descrevem 3 tipos de vinhos. Existem
13 atributos que descrevem fatores quimicos desses vinhos. As classes sao desbalanceadas,
sendo 59 padroes para representar o vinho 1, 71 para o vinho 2 e 48 padroes para o vinho

3. A tarefa é formar 3 grupos que representem cada um dos tipos de vinho.
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A base de dados Yeast foi desenvolvida para descoberta de novas fungoes biologicas
de genes da cevada (yeast cerevisae). Esta base de dados possui alta dimensionalidade,
contendo 300 experimentos de microarranjos de delecao do gene e tratamentos com drogas.
No trabalho de Macario et al. (MACARIO et al., 2012), esta base de dados foi utilizada
para avaliar algoritmos de agrupamento semissupervisionado na tarefa de encontrar novas
funcoes bioldgicas para genes utilizando informagoes sobre fungoes ja conhecidas de alguns

genes. Sao suas fungoes bioldgicas possiveis: controle do ciclo celular e célula mitocondria.

5.1.2 Conjuntos de dados simulados

Para demonstrar a capacidade dos métodos de agrupamento semissupervisionado
com ponderagdo automatica das variaveis aprenderem dinamicamente os pesos das va-
riaveis apropriadamente, foram consideradas duas configuragoes de conjuntos de dados
em trés dimensoes com quatro e trés grupos, respectivamente, cada grupo constituido por
cem padroes. Essa metodologia foi adotada a partir do trabalho de Ferreira e De Carvalho
(FERREIRA e DE CARVALHO, 2014).

5.1.2.1 Conjunto de dados simulados 1

O conjunto de dados simulados 1 Figura 6(a) é constituido por 400 padroes e
esta dividido em quatro grupos, cada um com 100 padroes descritos por vetores em trés
dimensoes gerados aleatoriamente a partir de uma distribuicdo normal com um vetor de
médias e uma matriz de variancia para cada grupo. Cada grupo estd bem definido em
somente duas das trés variaveis. Os vetores de médias e as estruturas de variancia de cada
grupo estao apresentados na Tabela 19. A correlagao entre as varidaveis é definida igual a

zero em todos os grupos.

Retirada do trabalho de Ferreira e De Carvalho (FERREIRA ¢ DE CARVALHO,
2014), a partir da Figura 6, pode ser observado que os grupos 1 e 2 sdo descritos pelas
variaveis x; e xo, ou seja, r; € ry sao relevantes para a definicao dos grupos 1 e 2 Fi-
gura 6(b), enquanto que os grupos 3 e 4 sdo claramente descritos pela varidveis xq e w3,
ou seja, Ty e xy sao relevantes para a definigdo dos grupos 3 e 4 Figura 6(c). Isso significa
que, para os grupos 1 e 2, a variavel x3 representa ruido, enquanto que para os grupos 3

e 4, a variavel 1 representa ruido, como pode ser notado a partir da Figura 6(d).

5.1.2.2  Conjunto de dados simulados 2

O conjunto de dados simulados 2 Figura 7(a) é constituido por 300 padroes e
esta dividido em trés grupos, cada um constituido por 100 padroes. As varidveis x; e o
foram geradas a partir de distribui¢oes normais com um vetor de médias especifico e uma
mesma matriz de variancia todas as classes. A variavel z3 é gerada como uma combinagao

linear das variaveis x; e x2 mais um ruido aleatoério gerado a partir de uma distribuicao
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Figura 6 — Conjunto de dados simulados 1.
Tabela 19 — Configuragao do conjunto de dados simulados 1.
p | Grupo 1 | Grupo 2 | Grupo 3 | Grupo 4
1 -0,5 0,5 0,0 0,0
Lo -0, -0,5 0,5 0,5
M3 070 070 _0,5 0,5
3 | Grupo 1 | Grupo 2 | Grupo 3 | Grupo 4
o? 0,04 0,04 1,00 1,00
o3 0,04 0,04 0,04 0,04
o3 1,00 1,00 0,04 0,04
normal padrao, i.e., x3; = 2xy; — 1.5x9; + u;, onde u; ~ N(0,1), i = 1,...,n. Os vetores

de médias e as estruturas de varidncia de cada grupo com relacdo as variaveis x; e xo
estao apresentados na Tabela 20. A correlagao entre as varidveis z; e xo é definida igual a

zero em todos os grupos. Em virtude da combinagao linear adotada, as variaveis x; e x3
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sao positivamente correlacionadas em cada grupo, enquanto que as variaveis x, e x3 sao

negativamente correlacionadas em cada grupo.
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Figura 7 — Conjunto de dados simulados 2.

Pode-se observar, a partir da Figura 7, retirada do trabalho de Ferreira e De
Carvalho (FERREIRA e DE CARVALHO, 2014), que as varidveis x; e x5 sao relevantes
para os grupos 1, 2 e 3 (Figura 7(b)), i.e., o conjunto de varidveis relevantes é o mesmo
para todas os grupos. Pode-se observar também que, para todos os grupos, a variavel xs

representa ruido, como pode ser notado a partir das Figuras 7(c) e 7(d).

5.2 EXPERIMENTOS

Os experimentos sao divididos em dois tipos. No primeiro tipo de experimento, os
novos algoritmos sdo comparados com outros algoritmos de agrupamento semissupervisi-

onado nas tarefas de agrupamento em problemas reais. O segundo tipo de experimento é
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voltado para bases de dados simulados com o objetivo de prever o comportamento dos al-
goritmos de agrupamentos semissupervisionados com ponderagao automatica de variaveis

descritos neste trabalho.

5.2.1 Agrupamento semissupervisionado

Nesta secao, vamos focar no agrupamento de dados parcialmente rotulados. A me-
todologia utilizada neste trabalho possui como objetivo principal validar os rétulos encon-
trados pelos algoritmos propostos com diferentes porcentagens de dados rotulados dispo-
nivel para o treinamento desses algoritmos na tarefa de agrupamento. A metodologia utili-
zada neste trabalho é baseada nos trabalhos de Amini e Gallinary (AMINI e GALLINARI,
2005) e Pedrycz e Waletzky (PEDRYCZ e WALETZKY, 1997).

Os padroes da base de dados sdo divididos em 2 conjuntos, o conjunto de dados
rotulados e o conjunto de dados nao rotulados. O conjunto de dados rotulados contém
uma certa porcentagem de exemplos rotulados do total da base de dados. O interessante
dessa divisao é demonstrar que com poucos dados rotulados, algoritmos conseguem obter
bons desempenhos. Assim, as seguintes porcentagens de dados rotulados foram conside-
radas: 1%, 5%, 10%, 20%, 30%, 40% e 50% do total da base. O restante do conjunto de
dados faz parte do segundo conjunto, o de dados nao rotulados. Assim, para os valores
respectivos de base rotulada, esses conjuntos utilizam as porcentagens 99%, 95%, 90%,
80%, 70%, 60% e 50% do total da base. Para uma porcentagem fixa de exemplos rotulados,
cada algoritmo de agrupamento semissupervisionado ¢ inicializado com uma execucao do
algoritmo classico Fuzzy C-Means. Sao realizadas 100 repeti¢oes em cada configuragao
do experimento, cada repeticdo possui diferentes exemplos nos subconjuntos de dados

rotulados e nao rotulados. As etapas do experimento sao apresentadas abaixo:

1. Particionamento dos Dados Originais: Os dados originais sdo particionados
em dois subconjuntos (rotulados e nao rotulados). Nesta etapa, os dados originais
sdo particionados de forma estratificada. Dessa maneira, a distribuicdo de dados das
classes original é mantida, ou seja, se existe originalmente 30% de uma classe A e 70%

de uma classe B, esses valores sao mantidos nos conjuntos de dados rotulados e nao

Tabela 20 — Configuragao do conjunto de dados simulados 2.

p | Classe 1 | Classe 2 | Classe 3
1 0,0 0,1 0,9
Lo 0,0 0,7 0,1
3} | Classe 1 | Classe 2 | Classe 3
ol 0,04 0,04 0,04
o3 0,04 0,04 0,04
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rotulados. Os exemplos que compoem cada um dos dois conjuntos sao selecionados

aleatoriamente na base de dados;

2. Execucao do Algoritmo: Execucao do algoritmo tendo como entrada os dois

subconjuntos obtidos na etapa 1 e tendo como saida uma particao fuzzy;

3. Analise dos Roétulos: Nesta etapa, os rotulos obtidos sdo comparados com os
rotulos originais através das medidas de acuracia e do indice de informacao mitua

normalizado para avaliagdo de algoritmos de agrupamento (ver Segao 2.5).

Nos experimentos realizados, os algoritmos semissupervisionados que contém o
parametro alfa, utilizaram alfa igual a 0,1; 0,5; 1; 5; 10; 50 e 100, ¢ = 10~7 e T' = 300.
No algoritmo BSSC, a taxa de aprendizado 3 é fixada em 0,6 para todas as bases de
dados (ver Ref. (BOUCHACHIA e PEDRYCZ, 2006a)). Finalmente, o nimero de grupos
é fixado no mesmo nimero de classes conhecidas, conforme os trabalhos (ZENG et al.,

2012; YIN; SHU; HUANG, 2012; MEI e CHENVC, 2013).

A partir deste experimento foram realizadas varias analises dos resultados. A pri-
meira analise é realizada para verificar o efeito do parametro alfa no desempenho destes
algoritmos. A segunda andlise é para verificar se as versoes com ponderacao automatica
de variaveis foram melhores que as versoes dos algoritmos com distancia Euclidiana pa-
drao. A terceira, é feita uma andlise comparativa do desempenho de todos os algoritmos
de agrupamento semissupervisionados considerados nesta tese. Por fim, uma estratégia

para selecionar exemplos rotulados ¢ avaliada.

5.2.2 Experimentos com bases de dados reais

O objetivo desse experimento é analisar o desempenho dos algoritmos de agrupa-
mento semissupervisionados com ponderacao automatica de variaveis considerados nessa

tese em problemas reais. As andlises realizadas nesse experimento sao explicadas a seguir.

5.2.2.1 Anélise do pardmetro alfa («)

O parametro alfa é um valor positivo que multiplica o termo supervisionado da
maioria dos algoritmos semissupervisionados deste trabalho. A tnica excec¢ao é o algo-
ritmo semissupervisionado padrao (sSSC) e suas versdes com distdncia adaptativa. O
objetivo deste parametro é ponderar o termo supervisionado desses algoritmos. O obje-
tivo da anédlise desse parametro é verificar a influéncia desse parametro no desempenho
dos algoritmos. Desse modo, o parametro alfa é avaliado para cada um dos algoritmos se-
missupervisionados por 7 valores possiveis: 0,1; 0,5; 1; 5; 10; 50 e 100. O teste estatistico
de Friedman (ver Secao 5.2.4) é utilizado para analisar qual as melhores configuragdes

para o parametro alfa de cada um desses algoritmos.
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5.2.2.2 Andlise da ponderacao automéatica de variaveis

Para atestar a hipotese que os algoritmos com ponderacao automatica de variaveis
sao melhores que suas respectivas versoes sem ponderagao automatica de variaveis, é
realizada uma andlise comparativa do desempenho das versdes desses algoritmos com
distancias adaptativas versus o algoritmo com distancia Euclideana que o originou. Nessa
analise, foram utilizados os valores de alfa selecionados na primeira analise. Os algoritmos
considerados nessa comparacao foram o algoritmo BSSC wersus suas respectivas versoes
com ponderagao automatica de variaveis, o algoritmo sSSC versus suas respectivas versoes
com ponderag¢ao automatica de variaveis, o algoritmo ESSC versus suas respectivas versoes
com ponderacao automatica de variaveis, o algoritmo NebFuzz versus suas respectivas
versoes com ponderacao automatica de variaveis e o algoritmo Isodata-PS wversus suas

respectivas versoes com ponderagao automatica de variaveis.

5.2.2.3 Comparacao entre algoritmos semissupervisionados

Depois, ¢ realizada uma analise comparativa entre todos os algoritmos de agrupa-
mento semissupervisionados considerados neste trabalho. Desse modo, pode-se verificar

quais algoritmos se destacam em termos de desempenho.

5.2.2.4 Sele¢ao de rétulos

Os algoritmos fornecem uma estrutura matemaéatica para os dados de agrupamento
representados por matrizes de caracteristicas e utilizam o conhecimento prévio de dominio
(na forma de rétulos) para orientar o processo de agrupamento. Neste trabalho, vamos
supor que os dados sao parcialmente rotulados. Obviamente, um nimero maior de exem-
plos rotulados iria melhorar ainda mais os resultados. No entanto, a taxa de melhoria
no desempenho pode nao ser uniforme, e pode nao justificar o esfor¢o para adquirir os
rétulos. Em geral, a quantidade de dados rotulados (ou o nimero de respostas de um es-
pecialista) é dependente da aplicacao. Por exemplo, em aplicagoes criticas, o usudrio pode
estar disposto a identificar um grande nimero de exemplos para uma pequena melhoria.
Em outras aplicacoes, onde a precisao nao é critica e onde o usuario pode ser impaciente
(por exemplo, em texto ou recuperagao de imagens), ndo podemos esperar que o usuario
ou especialista rotulem mais do que alguns exemplos. Neste trabalho é considerando o

nimero de exemplos a serem rotulados dos exemplos totais.

Neste ponto, temos usado a estratégia de Frigui e Hwang (FRIGUI e HWANG,
2008), assumindo que os exemplos de fronteira sdo os pontos mais informativos, e que
esses exemplos devem ser rotulados. Em primeiro lugar, nés executamos o algoritmo FCM
para algumas iteragoes. Entao, identificamos alguns exemplos na fronteira (exemplos com
valores de graus de pertinéncia fuzzy parecidos para todos os grupos). Para identificar

esses exemplos, multiplicamos os graus de pertinéncia de um exemplo candidato e; para
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todos os grupos Ci(k = 1,..., K), tal como apresentado na Equagao (5.1). Os exemplos
com valores mais altos de prod;, sdo os pontos de fronteira. Os exemplos rotulados por
esse método sao ordenados de acordo com o valor de prod;. Desse modo, escolhemos a
porcentagem requerida pelo experimento de acordo com a ordem dos valores de prod;,
por exemplo, se a configuragao do experimento for 10%, seleciona-se essa porcentagem de

exemplos com os maiores valores de prod;.

K
prod; = [Jui(i=1,....n) (5.1)

k=1
Note o exemplo com dois grupos apresentado na Tabela 21 que o exemplo ey é
o ponto de fronteira, pois os graus de pertinéncia para os dois grupos possuem valores
muito proximos, enquanto os graus de pertinéncia do exemplo e; possuem uma diferenca

maior entre eles.

Tabela 21 — Exemplo de calculo do ponto de fronteira

Exemplo k=1 k=2 prod,
e1 u; = 0,9  wup=0,1 prod; = 0,09
() Uo1 = O, 49 U922 — 0, 51 pTOdQ = 0, 2499

Desse modo, foi realizado um experimento utilizando essa técnica de sele¢do de

exemplos para serem rotulados para avaliar a efetividade dessa técnica.

5.2.3 Experimentos com bases de dados simuladas

No experimento com bases de dados simulados, o objetivo é responder a perguntas
sobre o comportamento dos algoritmos com ponderacao automatica de variaveis local e
global. Na base de dados simulados 1, observe na Figura 6 que os grupos sao definidos
claramente pela variavel x1, ou pela variavel x5. Desse modo, espera-se que os algoritmos
com ponderacao local sejam capazes de atribuir peso maior para as variaveis que definem
0 grupo e como consequéncia, obtenham um desempenho melhor nessa base de dados.
Na base de dados simuladas 2, note na Figura 7 que as variaveis possuem relevancia
igual na definicao dos grupos. Nesse caso, o melhor desempenho pode ser obtido pelos
algoritmos com ponderagao global, porém, os algoritmos com ponderacao local também

podem conseguir bons desempenhos.

Nesse experimento, foram geradas 25 réplicas de cada uma das bases de dados
simuladas. A metodologia empregada é exatamente a mesma descrita na se¢do anterior.
Primeiro, é realizada a andlise do melhor alfa («) pra essas bases de dados. Depois, é
realizada uma analise comparativa em termos de desempenho entre todos os algoritmos

com ponderagao automatica de variaveis considerados nesta tese.
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5.2.4 Teste de Friedman

O teste estatistico de Friedman (DEMSAR, 2006) é um teste nao paramétrico
para comparar o desempenho de varios algoritmos executados em varias bases de dados.
O ndmero minimo recomendado de algoritmos é (A > 5) e o niimero de base de dados é
(B > 10) (DEMSAR, 2006).

O primeiro passo para realizacao do teste de Friedman é a classificagdo da posicao
r® em termos de desempenho de cada algoritmo a, em cada base de dados b. O objetivo
dessa etapa é construir um ranking em termos de desempenho dos algoritmos analisados.
O ranking de Friedman (SHESKIN, 2006) é calculado para ordenar estatisticamente os
algoritmos (esse ranking aumenta com o erro do algoritmo), levando em conta todo o con-
junto de base de dados. No trabalho de Delgado et al. (FERNANDEZ-DELGADO et al.,
2014), esse ranking é utilizado para comparagao de 179 algoritmos em 121 bases de dados.
Na construcao do ranking de Friedman, o algoritmo com melhor desempenho é colocado
na posicao 1, o segundo na posicao 2, e assim por diante. Em caso de empate, a média
da posigao desses algoritmos é calculada. Observe o exemplo da Tabela 22 que apresenta
a construcao do ranking de Friedman de um algoritmo com variagoes no parametro alfa.
7Te B =

Nesse exemplo temos A = 19. Na tultima linha, apresentamos o ranking de

Friedman R, = %Zb rb.

Tabela 22 — Exemplo da construcao do ranking de Friedman de um algoritmo com varia-
¢Oes no parametro alfa.

Base de dados a=0,1 a=0,5 a=1 a=5 a=10 a =50 a =100
Australian 66,69(2) 66,68(3) 66,71(1) 66,65(4,5) 66,55(7) 66,63(6) | 66,65(4,5)
Balance 78,57(1) 78,31(3) 78,49(2) 57,53(5) 51,32(7) 61,44(4) 53,43(6)
CMC 43,44(5) 43,49(4) 43,28(6) 45,84(2) 46,07(1) 42,82(7) 44,33(3)
Diabetes 63,53(2) 62,35(4) 63,59(1) 62,16(5) 51,80(6) 62,73(3) 50,53(7)
Ecoli 77,60(1) 76,96(2) 76,15(3) 62,20(5) 38,79(7) 74,04(4) 44,70(6)
Glass 47,66(6) 47,77(4) 47,93(3) 48,23(1) 47,03(7) 48,05(2) 47,69(5)
Haberman 60,14(1) 59,08(3) 59,28(2) 57,64(4) 52,65(7) 56,82(5) 52,95(6)
Hayes 48,34(4) 49,08(3) 49,11(2) 47,69(5) 42,66(7) 49,42(1) 42,75(6)
Heart 62,02(3) 62,35(1) 62,11(2) 61,58(4) 51,79(7) 61,38(5) 60,71(6)
ICU 53,81(5) 54,02(3) 54,41(1) 54,27(2) 53,23(6) 53,83(4) 52,67(7)
Iris 71,14(4) 71,15(3) 71,37(2) 65,75(5) 32,15(7) 71,98(1) 36,86(6)
Libras 22,96(6) 13,38(7) 33,11(5) 47,84(1) 47,60(3) 46,87(4) 47,80(2)
Mammographic 68,81(2) 68,90(1) 68,69(4) 68,50(5) 66,02(7) 68,75(3) 66,77(6)
Segmentation 49,54(3) 49,22(5) 50,10(1) 46,85(7) 49,35(4) 49,87(2) 48,55(6)
Spam 69,52(6,5) | 69,59(1) | 69,56(2,5) 69,52(6,5) | 69,56(2,5) | 69,55(4) 69,54(5)
Teaching 40,25(1) 40,18(2) 39,82(5) 39,64(6) 40,04(4) 40,15(3) 38,43(7)
Vehicle 40,48(3) 40,61(1) 40,47(4) 40,34(5) 34,95(6) 40,57(2) 34,88(7)
Wine 70,44(1) 70,25(2) 69,92(3) 68,88(5) 39,67(7) 69,65(4) 45,11(6)
Yeast 72,55(3) 72,61(2) 72,73(1) 72,54(4) 72,31(6,5) | 72,47(5) | 72,31(6,5)
Ranking de Friedman 3,13 2,84 2,66 4,32 5,74 3,63 5,68

O teste de Friedman compara a média da classificacao de cada algoritmo (R,).

A hipétese nula, quando os algoritmos sao equivalentes, é aceita quando a média da

classificacdo R, de todos os algoritmos é equivalente a estatistica de Friedman com (A—1)
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graus de liberdade:
2 2
§ R — — 7 .2

a

Para o exemplo da Tabela 22, o resultado da Equacao (5.2) é (x% = 40,652). Porém,
Iman and Davenport (IMAN e DAVENPORT, 1980) consideram x% muito conservativo
e propuseram uma estatistica melhor distribuida de acordo com a distribuicao F' com
(A-1) e (A-1)(B-1) graus de liberdade:

(B —1)x%
B(A—1) = x&
Para o caso do exemplo anterior, rejeitamos a hipétese nula caso (Fy > F'), o que acontece,
pois Fr = 9,976 e F'(6,108) = 2,184, com um nivel confianca de 90%.

Fr = (5.3)

Caso a hipodtese nula seja rejeitada, procedemos com um poés-teste. O teste de
Nemenyi (NEMENYT, 1963) é realizado quando todos os algoritmos sdo comparados en-
tre si. O desempenho de dois algoritmos sdo significativamente diferentes se a média da
classificacao desses algoritmos possui uma diferenca maior que o valor critico:
A(A+1)

6B
onde conf é o grau de confianca para o teste. Este valor costuma ser 90%, 95% ou 99%.

CD = q::onf (54)

Para o exemplo, o valor é C'D = 1,262. Se olharmos o exemplo anterior, percebe-se que

o algoritmo com « = 1 difere significativamente do algoritmo com « = 10.

Quando todos os algoritmos sao comparados com um algoritmo controle, podemos
utilizar um procedimento como o teste de Holm (HOLM, 1979) ou similares. Esse teste
avalia as hipoteses ordenadas pelo seu nivel de significincia p; < ps < ... < p,_1, onde
o nivel de significincia é dado pelo valor-p. O valor-p representa a probabilidade de erro
envolvida em aceitar o resultado observado como valido, desse modo, quanto menor o valor-
p, mais confianca temos que a hipdtese nula seja rejeitada. O teste de Holm compara o
valor-p mais significativo (menor valor) com o resultado de (conf/(B—a)). Caso o primeiro
valor-p esteja abaixo de conf/(B — 1), essa hipdtese é rejeitada e segue comparando o
préximo valor-p com conf /(B —2). Se a segunda hipétese é rejeitada, segue comparando
com o terceiro valor-p, e assim por diante. Caso uma determinada hipdétese nula nao seja
rejeitada, todas as hipoteses restantes sao rejeitadas. Dessa forma, o teste de Holm retorna
os algoritmos que sao significativamente melhores que o algoritmo controle na ordem de
significancia. Para o nosso exemplo, observe a Tabela 23, que mostra que o algoritmo com
a = 10 e a = 100 possuem desempenho significativamente menor que o algoritmo com

a=1,a=0,5 a=0,1¢e por fim a = 50, nessa ordem.

5.2.5 Teste de Wilcoxon

O teste estatistico de Wilcoxon (WILCOXON, 1945) é uma op¢ao nao paramétrica

bastante conhecida para comparacao pareada entre o desempenho de dois algoritmos de
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Tabela 23 — Comparacgao entre o algoritmo analisado com diferentes parametros de alfa

utilizando o teste de Friedman e o pds-teste de Holm a um nivel significancia
de 5%.

Algoritmo Pior que (ordem de significancia)
a=10 a=1 >a=05 >a=0,1 >a=>50
a=100 |a=1 >a=0,5 >a=0,1 >a=50

classificagdo ou agrupamento. O teste de Wilcoxon realiza a classificagao de acordo com
a diferenca absoluta entre os resultados de cada algoritmo para cada base de dados. Ele
classifica a menor diferenga (pode ser 0) entre o desempenho entre os dois algoritmos em
primeiro, seguindo da segunda menor diferenca em segundo e assim por diante. Em caso

de empate, é calculada a média da classificacdo dos casos de empate.

Apos realizar a classificacdo do desempenho dos algoritmos em termos da diferenca
entre seus resultados, soma-se a classificacdo onde o algoritmo comparado é maior que o
outro, e depois soma a classificacdo em que o algoritmo é pior que o outro. Assim, temos
dois tipos de classificacao, RT e R~ respectivamente. O resultado do teste de Wilcoxon é
T = (min(R", R7)). A maioria dos livros de estatistica apresenta uma tabela que varia
em relacao ao nimero de bases de dados utilizadas no experimento. Esse ntimero deve ser
maior que 6 para um nivel de confianga de 0.95 (DEMSAR, 2006). O valor T' é comparado

com o numero dessa tabela, caso T seja menor, a hipétese nula é rejeitada.

5.3 SINTESE DO CAPITULO

Neste capitulo explicamos em detalhes a metodologia empregada em todos os
experimentos realizados neste trabalho. A execugao dos experimentos produziu resultados

que sao apresentados através de graficos, explicagoes e discussdes no proximo capitulo.
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6 RESULTADOS E DISCUSSAO

Os resultados da analise comparativa entre os algoritmos explorados neste trabalho
sao apresentados e analisados neste capitulo. A Secao 6.1 descreve os resultados obtidos
na analise comparativa dos métodos de agrupamento semissupervisionados na tarefa de
agrupamento em bases de dados de problemas reais. A Se¢do 6.2 descreve os resultados

obtidos na analise comparativa do desempenho nas bases de dados simulados.

6.1 BASES DE DADOS REAIS

Os experimentos apresentados nesta se¢ao foram realizados com o objetivo de ava-
liar os algoritmos de agrupamento semissupervisionado com ponderacao automatica de
variaveis propostos na tarefa de agrupamento em problemas reais descritos na Se¢ao 5.1.1.
Os algoritmos avaliados foram o BSSC, sSSC, ESSC, Isodata-PS, NebFuzz e suas respec-
tivas versoes com distancias adaptativas com ponderacao de variaveis local e global, com
restricdes da soma e produto dos pesos das variaveis igual a um. A analise dos resultados
desse experimento é dividida em quatro partes. A primeira avalia o efeito do parametro
alfa para cada algoritmo individualmente. A partir desse estudo, é escolhido o melhor valor
do parametro alfa para cada algoritmo de agrupamento semissupervisionado levando-se
em conta a quantidade de dados rotulados disponiveis para o treinamento. A segunda
analise avalia o efeito da ponderacdo automatica de variaveis em contraponto aos algo-
ritmos de agrupamento semissupervisionado com distancia Euclidiana. A terceira parte
realiza um estudo de comparacao em termos de desempenho entre todos os algoritmos
apresentados neste trabalho. A tltima parte analisa a selecao de exemplos rotulados loca-
lizados na fronteira dos agrupamentos formados pelo algoritmo Fuzzy C-Means explicado
na Secao 5.2.2.4.

6.1.1 Anadlise do parametro alfa («)

O ranking de Friedman é construido para cada algoritmo avaliado, de acordo com
o desempenho da acuracia e o indice NMI (ver Se¢ao 2.5) para as diferentes configuracoes
de alfa (a: 0,1; 0,5; 1; 5; 10; 50 e 100) levando-se em conta cada configuragao de dados
rotulados (1%, 5%, 10%, 20%, 30%, 40% e 50%). A partir do ranking de Friedman, foi
utilizado o teste de Friedman com 90% de confianga para avaliar se diferentes configu-
racoes de alfa possuem ou nao desempenhos similares. Caso o desempenho de diferentes
configuragoes de alfa possuam diferencas estatisticas significativas no Teste de Friedman,
o pos-teste de Nemenyi foi realizado para verificar quais valores de alfa tiveram melhor de-
sempenho. Os valores de alfa que forem melhores que, pelo menos, um outro valor de alfa,

sao apresentados em negrito nas tabelas abaixo. Os resultados apresentados sem nenhuma
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configuragao em negrito nao tiveram diferenca estatistica significativa. Os melhores valo-
res selecionados de acordo com o desempenho medido pelos indices ACC (acuricia) ou

NMI (informagdo mitua normalizada) sdo apresentados no final dessa secao.

O primeiro algoritmo analisado através do ranking de Friedman apresentados na
Tabela 24 é o algoritmo BSSC. De acordo com o Teste de Friedman, os algoritmos com
configuracoes menores que 20% de dados rotulados nao possuem uma diferenca estatistica
significativa em termos de desempenho para os diferentes valores de alfa. De 30% até 50%
de dados rotulados, os pardmetros (o = 1) e (a = 50) tiveram melhor desempenho para

os indices ACC e NMI, respectivamente.

Tabela 24 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

BSSC
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 3,82 3,76 3,74 4,21 4,05 4,37 4,05
5% 3,84 3,37 4,13 4,13 4,84 3,58 4,11
10% 3,42 3,58 4,05 4,13 4,39 4,32 4,11
20% 3,89 4,21 3,68 | 4,11 4,13 3,76 4,21
30% 4,92 4,34 3,16 3,89 4,03 3,21 4,45
40% 4,92 4,97 2,68 3,79 3,95 3,63 4,05
50% 5,68 5,68 2,47 3,26 3,82 3,68 3,39

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5]| a=10 | a=50 | o =100
1% 4,24 3,71 3,84 4,32 3,95 4,00 3,95
5% 4,03 3,61 3,47 | 4,34 4,24 4,00 4,32
10% 4,66 4,24 4,05 3,63 4,13 3,68 3,61
20% 4,79 5,13 3,50 3,68 3,68 3,58 3,63
30% 5,89 5,66 3,61 3,26 3,21 2,87 3,50
40% 6,42 5,53 3,29 3,00 3,39 2,82 3,55
50% 6,45 5,66 2,74 3,29 3,47 2,97 3,42

O ranking de Friedman para os valores de alfa do algoritmo BSSC-GP sao apre-
sentados na Tabela 25. Nesse algoritmo, com 1% e 5% de dados rotulados os melhores
resultados foram obtidos por @ = 0,1. Com 1%, 10% e 20% de dado rotulados nao hé
diferenca estatistica significativa entre os valores de alfa. Para 30%, 40% e 50% de dados

rotulados, o melhor valor de alfa foi o = 1.

Para o algoritmo BSSC-GS, o ranking de Friedman para diferentes valores de alfa é
apresentado na Tabela 26 em que percebe-se que para 5% de dados rotulados os melhores
desempenhos foram alcancados por o = 0, 1. Para configuracoes de 30% a 50% de dados
rotulados, os melhores resultados foram obtidos por o = 1. Para 1%, 10% e 20% de dados

rotulados, ndo houve diferenca estatistica significativa para diferentes valores de alfa.

O ranking de Friedman para diferentes valores de alfa para o algoritmo BSSC-LP
¢ apresentado na Tabela 27, em que percebe-se que para 1% de dados rotulados o melhor

desempenho foi alcancado por o = 0, 1. Para 40% e 50% de dados rotulados, o melhor
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Tabela 25 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

BSSC-GP
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1 | a=5 | a=10 | a=50 | o =100
1% 3,32 4,13 3,55 4,37 4,05 4,58 4,00
5% 3,05 3,53 3,58 4,53 5,16 3,82 4,34
10% 3,21 3,53 3,32 4,26 4,82 4,21 4,66
20% 4,16 3,45 3,32 4,34 4,50 3,87 4,37
30% 4,55 3,13 2,79 4,18 4,68 3,53 5,13
40% 4,74 3,39 2,26 4,21 4,58 4,05 4,76
50% 4,74 3,26 2,47 4,05 4,79 4,34 4,34

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5]| a=10 | a=50 | a =100
1% 3,18 4,08 3,55 4,58 4,24 4,13 4,24
5% 2,97 3,55 3,53 4,53 4,61 4,13 4,68
10% 3,55 3,76 3,74 | 4,11 4,55 4,21 4,08
20% 4,21 3,95 3,26 | 4,13 4,24 4,05 4,16
30% 4,97 3,68 3,08 | 4,21 4,16 3,45 4,45
40% 5,16 3,76 2,89 3,66 4,39 3,63 4,50
50% 5,45 3,47 2,61 3,95 4,34 3,84 4,34

Tabela 26 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

BSSC-GS
Acurécia

Rétulos | a=0,1 | a=0,6 | a=1 | a=5| a=10 | a=50 | o =100
1% 3,18 3,97 3,50 4,42 4,11 4,68 4,13
5% 3,00 3,89 3,50 4,47 5,11 3,74 4,29
10% 3,11 3,82 321 | 4,21 4,79 4,18 4,68
20% 3,89 3,55 3,47 4,37 4,53 3,84 4,34
30% 3,97 3,50 2,89 4,24 4,74 3,50 5,16
40% 4,63 3,74 2,53 4,16 4,45 3,84 4,66
50% 5,84 3,32 2,32 3,84 4,53 4,08 4,08

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5] a=10 | a=50 | o =100
1% 3,03 121 3,61 | 4,53 1,21 121 1,21
5% 2,95 3,37 3,55 4,58 4,66 4,16 4,74
10% 3,47 3,92 3,74 4,08 4,53 4,21 4,05
20% 3,76 4,13 3,45 4,18 4,24 4,08 4,16
30% 5,05 3,84 3,26 4,13 4,05 3,32 4,34
40% 5,84 3,68 2,84 3,53 4,24 3,47 4,39
50% 6,32 3,53 2,47 3,82 4,11 3,61 4,16




6.1. Bases de dados reais

100

resultado foi obtido por a = 1. De 5% até 30% de dados rotulados, nao houve diferenga

estatistica significativa para diferentes valores de alfa.

Tabela 27 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

BSSC-LP
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5 | a=10 | a=50 | o =100
1% 2,95 3,42 3,74 | 4,79 1,13 1,87 I11
5% 3,13 3,39 3,97 4,45 4,61 4,11 4,34
10% 3,00 3,92 4,39 3,89 4,34 4,39 4,05
20% 3,95 4,53 3,79 3,74 3,92 4,03 4,05
30% 4,24 4,24 3,53 3,97 3,84 3,55 4,63
40% 5,50 4,74 2,89 | 3,61 4,03 3,11 4,13
50% 5,29 4,55 3,26 3,82 3,87 3,66 3,55

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5| a=10 | a=50 | a =100
1% 2,95 3,84 3,66 4,55 4,34 4,32 4,34
5% 3,26 3,61 3,79 4,42 4,39 3,97 4,55
10% 3,34 4,11 4,03 4,05 4,37 4,13 3,97
20% 4,08 4,71 3,97 3,66 3,82 3,87 3,89
30% 4,97 4,34 3,55 3,79 3,84 3,37 4,13
40% 5,45 4,39 3,53 3,24 3,92 3,45 4,03
50% 5,61 4,11 3,37 3,61 3,76 3,58 3,97

O ranking de Friedman para diferentes valores de alfa para o algoritmo BSSC-

LS é apresentado na Tabela 28 em que de 1% até 10% de dados rotulados, os melhores
= 0,1. De 30% a 50% de dados rotulados, os

melhores resultados foram obtidos por o = 1. Apenas para 20% de dados rotulados, nao

desempenhos foram alcangados por «

houve diferenca estatistica significativa para diferentes valores de alfa.

Tabela 28 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

BSSC-LS
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 2,89 3,37 3,84 4,74 4,26 4,68 4,21
5% 2,82 3,61 4,05 4,63 4,87 3,95 4,08
10% 3,21 4,13 4,37 3,92 4,32 4,00 4,05
20% 3,74 5,08 3,47 4,03 4,05 3,68 3,95
30% 3,84 4,66 2,74 | 4,24 4,34 3,24 4,95
40% 4,84 4,63 2,47 | 3,76 4,45 3,42 4,42
50% 5,58 4,24 2,05 3,71 4,34 3,87 4,21

NMI

Rétulos | a=0,1 | «a=0,5 | a=1| a=5 | a=10 | a=50 | o =100
1% 2,37 3,76 3,76 4,61 4,39 4,71 4,39
5% 2,26 3,58 3,50 4,89 4,74 4,21 4,82
10% 2,39 3,95 421 | 4,24 4,53 4,50 4,18
20% 3,63 4,89 3,71 4,00 3,95 3,95 3,87
30% 5,37 4,66 3,29 3,82 3,71 3,16 4,00
40% 6,16 4,29 2,76 3,29 4,05 3,26 4,18
50% 6,34 4,24 2,42 3,76 3,84 3,45 3,95

O préximo algoritmo analisado é o ESSC que apresenta os valores do ranking de

Friedman para diferentes valores de alfa na Tabela 29. Para 5% e 30% de dados rotulados,
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o melhor desempenho foi obtido por (o = 1). Para 10%, 20% e 40% de dados rotulados,
o melhor desempenho foi obtido por (a = 0,5). Com 50% de dados rotulados o melhor
resultado foi obtido por (a = 0,1).

Tabela 29 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo

ESSC
Acurécia

Rétulos | a=0,1 | a=0,6 | a=1 | a=5 | a=10 | a=50 | o =100
1% 3,55 4,29 3,42 4,11 4,53 3,39 4,71
5% 3,13 2,84 2,66 4,32 5,74 3,63 5,68
10% 2,82 3,05 3,29 3,45 5,53 3,82 6,05
20% 3,47 3,13 2,71 4,00 6,21 3,63 4,84
30% 3,29 3,61 3,00 4,37 5,16 3,29 5,29
40% 4,00 2,58 3,76 4,24 5,34 3,11 4,97
50% 3,34 3,82 3,61 4,11 5,34 3,37 4,42

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5] a=10 | a=50 | o =100
1% 3,71 4,45 3,76 3,87 3,92 3,82 4,47
5% 3,37 3,34 2,89 3,84 5,42 3,50 5,63
10% 3,11 3,05 3,08 3,82 5,63 3,45 5,87
20% 3,05 3,26 3,29 4,16 5,68 3,47 5,08
30% 2,97 3,45 3,13 4,34 5,58 3,45 5,08
40% 3,76 2,89 3,29 4,42 5,50 3,26 4,87
50% 3,24 3,37 3,45 4,03 5,55 3,13 5,24

Na Tabela 30 sao apresentados os valores do ranking de Friedman para diferentes
valores de alfa para o algoritmo ESSC-GP. O indice ACC apresentou diferenca estatistica
significativa para 1%, 30% e 40% de dados rotulados com (o = 0,1), (&« = 0,1) e (a =
0,5) respectivamente. Para o indice NMI, apenas 30% de dados rotulados obteve um

desempenho melhor com (o = 1).

Tabela 30 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo

ESSC-GP
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1 | a=5| a=10 | a=50 | o =100
1% 4,29 4,03 3,76 4,26 4,58 3,61 3,47
5% 3,24 3,58 3,61 3,68 5,37 4,26 4,26
10% 3,24 4,00 3,47 3,95 4,76 3,92 4,66
20% 3,42 3,53 4,16 3,76 5,05 3,97 4,11
30% 3,39 3,55 3,55 4,32 5,45 3,76 3,97
40% 4,47 2,95 3,47 3,47 4,97 4,00 4,66
50% 3,50 3,61 3,97 3,92 4,61 3,97 4,42

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5 ]| a=10 | a=50 | o =100
1% 4,47 4,37 3,58 3,55 4,55 3,66 3,82
5% 3,76 3,82 3,58 3,74 4,63 4,16 4,32
10% 3,47 3,92 3,24 4,11 4,79 3,84 4,63
20% 4,03 3,45 3,97 4,03 4,87 3,89 3,76
30% 3,74 3,61 3,29 4,16 5,37 3,71 4,13
40% 3,97 3,26 3,74 3,68 4,84 3,87 4,63
50% 3,89 3,26 3,89 4,11 4,61 3,95 4,29
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Na Tabela 31 sao apresentados os valores do ranking de Friedman para diferentes
valores de alfa para o algoritmo ESSC-LP. Apenas com 1%, 30% e 40% de dados rotu-
lados nao houve diferenca estatistica para o indice ACC. Para o indice NMI, todas as
configuracoes de alfa foram equivalentes estatisticamente no Teste de Friedman. Para o
indice ACC, com 5% e 10% de dados rotulados, o melhor valor de alfa foi (v = 1). Com
20% e 50% de dados rotulados, (o = 0,1) obteve os melhores resultados em termos de

desempenho.

Tabela 31 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

ESSC-LP
Acurécia

Rétulos | a=0,1 | «a=0,5 | a=1| a=5 | a=10 | a=50 | o =100
1% 3,71 3,89 4,37 3,89 4,32 3,71 4,11
5% 3,42 3,89 3,21 | 3,76 5,24 4,21 4,26
10% 3,47 4,47 2,76 3,87 5,16 3,74 4,53
20% 3,24 3,71 3,68 3,79 5,26 3,87 4,45
30% 3,39 3,34 4,18 4,29 4,97 3,61 4,21
40% 4,11 3,37 3,39 3,66 5,00 3,84 4,63
50% 3,42 3,89 3,45 3,37 5,58 3,87 4,42

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5| a=10 | a=50 | a =100
1% 4,34 4,11 4,11 3,61 3,74 4,05 4,05
5% 4,00 3,87 3,47 4,24 3,92 4,50 4,00
10% 3,92 4,08 3,58 4,45 4,13 3,39 4,45
20% 3,95 3,87 4,11 3,87 4,34 3,71 4,16
30% 3,32 4,16 4,39 | 4,32 4,21 3,61 4,00
40% 3,84 3,50 3,55 4,29 4,47 4,13 4,21
50% 3,39 3,63 4,24 3,68 4,79 4,11 4,16

Na Tabela 32 é apresentado o ranking de Friedman para diferentes valores de alfa
para o algoritmo ESSC-GS. Para esse algoritmo, apenas com 40% de dados rotulados foi
obtido um desempenho estatisticamente significativo por (a = 0,5) para o indice ACC.
O algoritmo ESSC-LS nao obteve nenhuma configuracao com uma diferenca estatistica
significativa em relacdo aos diferentes valores de alfa, portanto nao mostramos aqui a

tabela contendo o ranking de Friedman para esse algoritmo.

De agora em diante, sao analisados os algoritmo NebFuzz e suas versdes com
ponderagao automatica de variaveis. O ranking de Friedman para diferentes valores de
alfa do algoritmo NebFuzz sao apresentados na Tabela 33. De acordo com o Teste de
Friedman, apenas para 30% e 40% de dados rotulados houve uma diferenca estatistica
significativa em termos de desempenho para os diferentes valores de alfa. Com 30% de
dados rotulados, (o« = 5) obteve o melhor desempenho para as bases de dados reais. Para

40% de dados rotulados, o melhor desempenho foi obtido por (a = 1).

O ranking de Friedman para diferentes valores de alfa do algoritmo NebFuzz-GP
sao apresentados na Tabela 34 em que apenas para 30% e 50% de dados rotulados, para

os valores de alfa (« = 0,5) e (o = 1) respectivamente, obteve diferenca estatistica



103 Capitulo 6. Resultados e discussdo

Tabela 32 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

ESSC-GS
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1 | a=5 | a=10 | a=50 | o =100
1% 4,84 3,87 3,68 3,37 4,53 3,63 4,08
5% 4,13 3,87 3,74 4,03 4,71 3,61 3,92
10% 3,92 4,11 4,08 4,13 4,24 3,53 4,00
20% 3,45 3,68 4,00 4,00 4,89 3,87 4,11
30% 3,95 3,63 4,29 3,45 4,55 3,87 4,26
40% 4,63 3,26 3,95 3,50 4,03 4,29 4,34
50% 4,16 4,08 3,71 3,89 4,32 4,16 3,68

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5]| a=10 | a=50 | a =100
1% 4,58 3,74 3,95 4,05 4,21 3,58 3,89
5% 3,68 3,61 3,53 4,37 4,37 4,24 4,21
10% 3,55 4,37 3,87 3,66 4,63 4,18 3,74
20% 3,42 4,11 3,20 | 4,32 4,58 4,03 4,26
30% 3,71 3,84 4,50 3,66 4,39 4,21 3,68
40% 4,61 2,61 3,55 3,55 4,03 4,66 5,00
50% 3,82 3,84 4,55 4,00 4,39 3,97 3,42

Tabela 33 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

NebFuzz
Acurécia

Rétulos | a=0,1 | a=0,6 | a=1 | a=5| a=10 | a=50 | o =100
1% 3,68 3,61 4,21 4,58 4,00 4,24 3,68
5% 4,24 3,89 4,26 3,47 3,97 3,89 4,26
10% 3,92 4,05 4,39 3,50 3,79 4,37 3,97
20% 4,63 4,39 4,11 3,29 3,89 3,71 3,97
30% 5,21 4,26 3,84 3,05 4,16 3,32 4,16
40% 4,21 3,95 3,16 3,95 4,71 3,50 4,53
50% 4,55 4,13 3,97 3,79 4,32 3,76 3,47

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5] a=10 | a=50 | o =100
1% 4,05 3,95 4,13 4,18 3,68 4,05 3,95
5% 4,21 4,16 4,08 3,89 3,92 4,00 3,74
10% 4,66 4,29 4,05 3,79 3,53 3,66 4,03
20% 5,34 4,21 3,58 2,92 4,26 3,32 4,37
30% 5,42 3,66 3,50 3,68 4,16 3,16 4,42
40% 4,45 3,50 2,97 4,11 5,00 3,11 4,87
50% 4,18 3,42 3,34 4,24 4,63 3,92 4,26
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significativa em relagao a outros valores de alfa para o indice NMI.

Tabela 34 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo

NebFuzz-GP
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 3,50 1,16 3,97 | 4,11 111 1,32 3,84
5% 3,58 3,37 4,26 3,97 4,82 3,79 4,21
10% 3,71 3,24 4,00 4,11 4,58 4,18 4,18
20% 3,37 4,00 3,84 4,18 4,34 4,24 4,03
30% 4,45 3,55 3,53 4,03 4,34 3,89 4,21
40% 4,29 3,82 3,53 3,39 4,32 3,97 4,68
50% 4,05 3,53 3,32 3,89 4,63 4,11 4,47

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5]| a=10 | a=50 | o =100
1% 4,00 4,11 3,92 4,13 4,00 3,95 3,89
5% 3,92 3,55 4,11 3,74 4,61 3,68 4,39
10% 4,18 3,47 3,61 3,63 4,39 4,05 4,66
20% 3,58 3,53 3,66 4,39 4,32 4,13 4,39
30% 4,39 3,16 3,47 4,08 4,42 3,82 4,66
40% 4,39 3,45 3,58 3,39 4,34 4,21 4,63
50% 4,29 3,53 3,32 3,61 4,92 4,08 4,26

O ranking de Friedman para diferentes valores de alfa do algoritmo NebFuzz-LP

sao apresentados na Tabela 35 em que apenas para configuracoes de 20% a 50% de dados

rotulados houve diferenca estatistica de acordo com o Teste de Friedman. Para 20% de
dados rotulados o melhor valor de alfa foi (« = 100). Para 30%, 40% e 50% de dados

rotulados, (a = 5) obteve o melhor desempenho.

Tabela 35 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo

NebFuzz-LP
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 3,32 3,84 3,37 4,37 4,16 4,63 4,32
5% 3,50 3,87 4,39 3,50 4,29 4,42 4,03
10% 4,66 4,74 4,53 3,71 3,37 3,66 3,34
20% 5,24 4,45 4,08 3,47 3,63 4,00 3,13
30% 4,74 4,24 3,89 3,55 3,79 4,05 3,74
40% 5,18 4,89 3,89 3,08 3,76 3,32 3,87
50% 4,55 4,32 4,34 3,53 3,79 3,92 3,55

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5]| a=10 | a=50 | o =100
1% 3,55 4,08 3,50 4,13 4,29 4,03 4,42
5% 4,29 4,42 4,79 3,47 3,34 4,37 3,32
10% 4,84 4,47 4,08 3,42 4,03 3,61 3,55
20% 5,08 4,58 4,05 3,34 3,76 3,71 3,47
30% 5,18 4,47 3,92 3,18 3,82 3,55 3,87
40% 5,18 4,16 4,13 3,39 3,87 3,74 3,53
50% 4,97 4,39 4,11 3,05 3,95 3,68 3,84

O ranking de Friedman para diferentes valores de alfa do

algoritmo NebFuzz-GS

sao apresentados na Tabela 36. Para este algoritmo, apenas para 5% de dados rotulados,

houve diferenca estatistica significativa de acordo com o Teste de Friedman, obtida pelo
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valor (o = 0,1). Para o algoritmo NebFuzz-GP, os diferentes valores de alfa nao tiveram
diferenca estatistica significativa em nenhum experimento, portanto nao apresentamos a

tabela para esse algoritmo.

Tabela 36 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

NebFuzz-GS
Acurécia

Rétulos | a=0,1 | a=0,56 | a=1 | a=5| a=10 | a=50 | aa =100
1% 3,68 3,76 3,50 4,34 4,47 4,08 4,16
5% 2,63 3,50 4,37 4,63 3,95 4,39 4,53
10% 3,61 4,32 4,05 | 4,11 4,00 3,82 4,11
20% 3,68 4,05 4,13 3,97 4,00 4,39 3,76
30% 4,13 3,92 3,97 3,95 4,39 4,37 3,26
40% 3,82 4,11 4,42 3,95 3,39 4,16 4,16
50% 4,29 4,32 3,74 3,16 3,84 3,97 4,68

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5| a=10 | a=50 | o =100
1% 3,79 3,87 3,68 3,87 4,45 4,00 4,34
5% 3,63 4,42 4,08 3,89 3,87 3,97 4,13
10% 4,47 4,18 3,53 4,29 3,87 3,84 3,82
20% 4,11 3,76 3,92 3,74 3,97 4,11 4,39
30% 3,95 3,79 3,66 4,34 3,89 4,26 4,11
40% 3,82 4,13 4,00 3,84 3,74 4,08 4,39
50% 3,92 3,92 3,53 3,76 4,34 4,11 4,42

O ranking de Friedman para o algoritmo NebFuzz-LS sao apresentados na Ta-
bela 37 em que apenas para 1%, 30% e 40% de dados rotulados houve diferenca estatis-
tica significativa analisando a acuracia. Para o indice NMI, apenas para 30% de dados
rotulados houve diferenca estatistica no desempenho obtido por (a = 10). Na anélise da
acurécia, com 5%, 30% e 40% de dados rotulados, os melhores desempenhos foram obtidos

pelos valores (a =0, 1), (a = 100) e (a = 50) respectivamente.

Tabela 37 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo

NebFuzz-LS
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1 | a=5| a=10 | a=50 | o =100
1% 4,03 3,39 4,16 3,58 4,39 4,45 4,00
5% 2,66 3,74 4,05 4,32 4,03 4,50 4,71
10% 3,82 3,92 3,74 4,08 3,84 4,00 4,61
20% 4,34 4,45 4,29 3,84 2,79 4,63 3,66
30% 5,21 4,00 4,00 4,03 3,53 4,24 3,00
40% 5,16 4,13 4,18 3,79 3,05 3,71 3,97
50% 5,08 3,92 3,66 3,24 4,50 3,55 4,05

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5 ]| a=10 | a=50 | o =100
1% 4,11 4,00 3,82 4,00 4,05 3,89 4,13
5% 4,55 4,13 4,03 3,66 4,11 3,61 3,92
10% 4,82 4,53 3,82 3,71 3,50 3,71 3,92
20% 4,97 4,08 4,11 3,50 3,66 3,71 3,97
30% 5,32 4,18 3,76 3,71 3,61 3,68 3,74
40% 4,84 3,97 3,92 3,63 3,79 3,82 4,03
50% 4,82 4,00 3,61 3,45 4,47 3,55 4,11
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Os resultados do ranking de Friedman para os experimentos realizados com o
algoritmo Isodata-PS e suas respectivas versdoes com ponderagao automatica de variaveis
sao analisados a seguir. O ranking de Friedman para diferentes valores de alfa do algoritmo
Isodata-PS sao apresentados na Tabela 38 em que com apenas 1% de dados rotulados, nao
existe uma diferenca estatistica significativa em termos de desempenho para os diferentes
valores de alfa. Para 5% e 10% de dados rotulado, o melhor valor foi (a« = 0,1). Para
configuracoes de 20% a 50% de dados rotulados, o valor de alfa que obteve os melhores
resultados foram (o = 10) e (v = 100) para as duas medidas. Para esse trabalho, o alfa

selecionado foi (a = 10).

Tabela 38 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

Isodata-PS
Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | o =100
1% 3,76 3,24 4,45 4,05 3,92 4,58 4,00
5% 1,79 2,55 4,89 5,00 3,87 5,82 4,08
10% 1,61 3,29 6,34 4,82 3,26 4,84 3,84
20% 3,32 3,89 5,74 4,05 3,03 4,92 3,05
30% 4,63 4,82 5,53 3,50 2,24 4,58 2,71
40% 5,58 5,26 5,16 3,47 2,24 3,89 2,39
50% 5,97 5,39 4,92 | 313 | 2,16 4,26 2,16

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 4,03 3,16 4,34 4,24 3,97 4,45 3,82
5% 3,34 3,00 4,34 4,37 4,03 4,82 4,11
10% 3,00 3,71 5,13 4,87 3,55 3,97 3,76
20% 4,34 4,87 511 | 382 | 2,89 4,24 2,74
30% 5,76 4,76 5,53 3,29 1,89 4,47 2,29
40% 6,50 5,32 5,16 2,97 2,11 3,66 2,29
50% 6,47 5,37 5,00 2,92 2,16 3,74 2,34

O ranking de Friedman para diferentes valores de alfa para o algoritmo Isodata-PS-
GP sao apresentados na Tabela 39. Com apenas 1% de dados rotulados, nao existe uma
diferenca estatistica significativa em termos de desempenho para os diferentes valores de
alfa. Com 5% e 10% de dados rotulados, o valor (o« = 0,5) teve o melhor desempenho. De

20% a 50% de dados rotulados o melhor desempenho foi alcangado por (a = 1).

O ranking de Friedman para diferentes valores de alfa para o algoritmo Isodata-
PS-LP sdo apresentados na Tabela 40. Com configuragdes menores que 20% de dados
rotulados, nao existe uma diferenca estatistica significativa em termos de desempenho para
os diferentes valores de alfa. Com 30% e 40% de dados rotulado, o melhor desempenho foi
obtido pelo valor (v = 1). Com 50% de dados rotulados, o melhor desempenho foi obtido
por (a = 50) para o indice NMI.

O ranking de Friedman para diferentes valores de alfa para o algoritmo Isodata-PS-
GS sao apresentados na Tabela 41. Com 1%, 10% e 20% de dados rotulados, nao existe uma

diferenca estatistica significativa em termos de desempenho para os diferentes valores de
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Tabela 39 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo
[sodata-PS-GP

Acurécia

Rétulos | a=0,1 | a=0,5 | a=1 | a=5 | a=10 | a=50 | o =100
1% 3,55 3,76 3,76 4,29 4,08 4,37 4,18
5% 3,21 2,71 3,26 4,84 5,32 4,03 4,63
10% 3,26 2,95 3,47 4,55 5,53 3,34 4,89
20% 3,97 2,84 2,18 4,53 5,79 3,47 5,21
30% 4,68 3,05 1,68 3,95 5,92 3,24 5,47
40% 5,21 3,08 1,71 3,82 5,92 2,87 5,39
50% 5,68 3,21 2,00 3,50 6,11 2,50 5,00

NMI

Rétulos | a=0,1 | a=0,5 | a=1 | a=5]| a=10 | a=50 | a =100
1% 4,68 4,00 4,26 3,92 3,61 3,97 3,55
5% 3,21 3,37 3,84 4,39 4,82 4,13 4,24
10% 3,92 3,37 3,34 4,26 5,37 3,16 4,58
20% 4,68 3,08 2,05 3,89 5,71 3,61 4,97
30% 5,29 2,97 1,71 4,13 5,82 3,00 5,08
40% 5,74 3,29 1,97 3,74 5,50 2,68 5,08
50% 6,13 3,37 1,87 3,32 5,82 2,26 5,24

Tabela 40 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo
[sodata-PS-LP

Acurécia

Rétulos | a=0,1 | a=0,6 | a=1 | a=5| a=10 | a=50 | o =100
1% 4,00 3,95 3,63 4,21 3,63 4,74 3,84
5% 3,87 3,16 3,29 | 3,95 4,89 4,42 4,42
10% 3,50 3,84 4,39 4,08 4,34 3,61 4,24
20% 3,74 4,34 3,34 3,76 4,68 3,74 4,39
30% 4,45 3,97 2,47 3,71 4,55 3,79 5,05
40% 5,61 4,68 2,11 3,34 4,71 2,68 4,87
50% 5,39 4,24 2,89 3,53 4,89 2,92 4,13

NMI

Roétulos | a=0,1 | a=0,5 | a=1 ]| a=5] a=10 | a=50 | o =100
1% 3,92 4,05 4,05 3,87 3,87 4,45 3,79
5% 3,97 3,63 3,74 4,08 4,37 4,24 3,97
10% 4,13 4,16 4,34 3,61 4,39 3,39 3,97
20% 4,29 5,05 3,21 3,58 4,08 3,76 4,03
30% 5,13 4,39 2,66 3,61 4,68 3,21 4,32
40% 5,58 4,42 2,58 | 3,29 4,58 2,74 4,82
50% 5,71 4,29 2,92 | 3,18 4,82 2,47 4,61
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alfa. Com 5% de dados rotulados, o valor de alfa (o« = 0, 1), obteve o melhor desempenho
apenas para a acuracia. Para 30% e 40% de dados rotulados, o melhor desempenho obtido

foi por (o = 1). Para 50% de dados rotulados, o melhor desempenho foi alcangado por
(v = 50).

Tabela 41 — Ranking de Friedman para diferentes valores do parametro alfa do algoritmo

Isodata-PS-GS

Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5]| a=10 | a=50 | a =100
1% 4,05 3,68 4,24 4,03 3,79 4,08 4,13
5% 2,89 3,24 3,84 4,26 5,29 4,00 4,47
10% 3,00 3,47 4,53 | 4,34 4,42 3,82 4,42
20% 3,50 3,79 3,29 4,39 4,87 4,24 3,92
30% 4,61 3,92 2,63 3,55 4,87 3,87 4,55
40% 4,92 4,29 2,68 3,92 4,66 2,74 4,79
50% 5,92 4,50 2,63 3,68 4,74 2,16 4,37

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 3,61 3,66 3,61 4,37 4,45 3,95 4,37
5% 3,34 3,63 3,97 4,18 4,45 4,03 4,39
10% 4,21 4,13 3,68 4,26 4,32 3,37 4,03
20% 5,11 4,26 3,42 3,61 4,53 3,47 3,61
30% 5,563 4,37 2,66 3,63 4,29 3,26 4,26
40% 5,76 4,47 2,84 3,58 4,42 2,66 4,26
50% 6,08 4,76 2,84 3,55 4,34 2,13 4,29

Na Tabela 42, o ranking de Friedman para diferentes valores de alfa para o algo-
ritmo Isodata-PS-LS sdo apresentados. Nesse experimento, com 1% 5% e 10% de dados
rotulados, nao existe diferenca estatistica significativa em termos de desempenho para os
diferentes valores de alfa. De 20% até 40% de dados rotulados, o melhor desempenho foi

obtido por (a = 1). Com 50% de dados rotulados, (o = 50) teve o melhor desempenho.

Tabela 42 — Ranking de Friedman para diferentes valores do pardmetro alfa do algoritmo
Isodata-PS-LS

Acurécia

Rétulos | a=0,1 | a=0,5 | a=1| a=5| a=10 | a=50 | a =100
1% 3,82 3,58 4,34 3,89 4,03 4,03 4,32
5% 2,76 3,16 3,55 4,39 4,92 4,47 4,74
10% 3,16 3,32 4,08 4,76 4,47 3,95 4,26
20% 3,42 4,00 3,37 4,34 4,53 4,26 4,08
30% 4,42 4,37 3,26 3,82 4,45 4,03 3,66
40% 5,05 4,95 2,50 4,08 3,95 3,11 4,37
50% 5,79 5,11 2,89 3,18 4,29 2,74 4,00

NMI

Rétulos | a=0,1 | a=0,5 | a=1| a=5 | a=10 | a=50 | o =100
1% 3,84 3,66 4,26 3,71 4,34 3,92 4,26
5% 3,74 4,24 3,55 | 4,03 4,24 3,92 4,29
10% 4,76 5,00 3,63 3,58 3,66 3,53 3,84
20% 5,16 5,26 3,21 3,63 3,92 3,58 3,24
30% 5,87 5,11 3,05 3,05 3,95 3,47 3,50
40% 6,24 5,00 2,61 3,76 3,68 2,71 4,00
50% 6,32 5,03 2,76 3,00 4,18 2,76 3,95
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6.1.1.1 Discussao

O objetivo desse experimento foi avaliar o efeito do parametro alfa em cada algo-
ritmo considerado nesta tese, com excecao do algoritmo sSSC e suas variagoes com pon-
deracao automatica de variaveis, que nao possuem esse parametro. Nesse experimento,
foram avaliados alguns valores de alfa (a: 0,1; 0,5; 1; 5; 10; 50 e 100), executados em 19
bases de dados de problemas reais, levando em conta a quantidade de dados rotulados
disponiveis para o treinamento que variou de (1%,5%,10%,20%,30%,40% e 50%) do total
da base de dados. Os valores de alfa selecionados nesse experimento sao apresentados na
Tabela 43. Nessa Tabela, os valores de alfa apresentados com a sigla NS, entre parénteses,
nao foram escolhidos por uma diferenca estatistica significativa no Teste de Friedman.
Eles foram escolhidos de acordo com o menor valor do ranking de Friedman. Os valores
apresentados diretamente, sem a sigla NS na Tabela 43, foram escolhidos de acordo o pés
teste de Nemenyi, pois eram melhores que pelo menos um ou mais valores de alfa, em

termos de desempenho para a acuracia ou o indice NMI.

Ao fazer uma analise do algoritmo BSSC, verificamos que existe grande variagao
do valor de alfa, que muda de acordo com a quantidade de dados rotulados, variando
de (o« = 0,1) até (a« = 50). Ao fazer a andlise das versdes do algoritmo BSSC com
ponderacgao automatica de variaveis, podemos perceber que para poucos dados rotulados,
10% ou menos, o melhor valor de alfa foi (o = 0,1). Para mais que isso, o melhor valor
de alfa encontrado foi (a« = 1), com excegdo do algoritmo BSSC-LP com 20% de dados
rotulados em que o melhor valor de alfa foi (o« = 5). Esse experimento mostra que para
poucos dados rotulados, o termo supervisionado nao possui um peso relevante nesses
algoritmos, porém de 20% a 50% de dados rotulados, os rotulos aumentam o desempenho

dos algoritmos baseados no algoritmo BSSC.

A analise do algotimo ESSC e suas versoes com ponderacao automatica de varidveis
mostram que os valores de alfa variaram de (o« = 0,1) a no maximo (« = 5). Apenas o
algoritmo ESSC-GS, que para 1% e 50% de dados rotulados, obteve o melhor alfa, (ae = 50)
e (a = 100) respectivamente. Para 40% de dados rotulados, todos esses algoritmos tiveram
(av = 0,5) como melhor valor de alfa. Para 1% de dados rotulados, nenhum algoritmo dessa
familia obteve diferenca estatistica significativa. Os algoritmos ESSC, ESSC-GP e ESSC-
LP apresentaram mais configura¢oes com valores de alfa obtidos por diferenca estatistica
significativa. Enquanto, o algoritmos ESSC-GS obteve diferenca estatistica significativa
apenas para 40% de dados rotulados. O algoritmo ESSC-LS nao teve nenhum valor de
alfa obtido por diferenca estatistica significativa. Esse experimento mostrou que esses

algoritmos conseguem melhores desempenho com valores baixos de alfa.

A anélise do algoritmo NebFuzz e suas respectivas versdes com ponderagao au-
tomatica de varidveis mostram que a maioria das configuragoes do experimento nao

obteve um valor de alfa com diferenga estatistica significativa. Especificamente, os al-
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goritmos NebFuzz-GP, NebFuzz-GS e NebFuzz-LS tiveram apenas um valor de alfa com
diferenca estatistica significativa. O valor de alfa mais comum para os algoritmos NebFuzz
e NebFuzz-LP foi (o« = 5). Nesse experimento, percebemos que os valores de alfa variaram
bastante, de (a = 0, 1) ao valor méximo (a = 100), para os algoritmos da baseados no
NebFuzz.

Os algoritmos Isodata-PS e suas versoes com ponderacgao automatica de variaveis
tiveram valores de alfa variando de (o = 0, 1) até (a = 50). Com 1% de dados rotulados,
nenhum desses algoritmos obteve diferenca estatistica significativa. Os algoritmos Isodata-
PS e Isodata-PS-GP tiveram valores de alfa estatisticamente relevantes para a maioria das
configuracoes de dados rotulados. Para configuracoes de 20% a 50% de dados rotulados,
o valor de alfa para o algoritmo Isodata-PS foi (& = 10) e para o algoritmo Isodata-
PS-GP foi (a« = 1). Mais uma caracteristica dos algoritmos Isodata-PS e Isodata-PS-
GP é que os valores de alfa foram aumentando de acordo com a quantidade de dados
rotulados. Com relagao aos algoritmos Isodata-GS, Isodata-LP e Isodata-LS, os valores
de alfa estatisticamente relevantes foram obtidos para mais 20% de dados rotulados. Para
esses trés ultimos algoritmos, o valor maximo de alfa foi (o = 50), obtido para 40% e 50%
de dados rotulados pelo algoritmo Isodata-PS-GS, e apenas para 50% de dados rotulados,
pelos algoritmos Isodata-PS-LP e Isodata-PS-LS. Para o algoritmo Isodata-PS, o valor
mais comum de alfa foi (o« = 10), que se manteve constante apds 20% de dados rotulados.
Para as versoes com ponderacao automatica de variaveis baseados no Isodata-PS, o valor
mais comum de alfa foi (« = 1), de 20% até 40% de dados rotulados. Com excecao do
algoritmo Isodata-PS-GP que se manteve com (a = 1) para 50% de dados rotulados, os
outros algoritmos da familia Isodata-PS com ponderacao automatica de variaveis tiveram
(o = 50) para 50% de dados rotulados.

Como pode-se constatar, para esse experimento com bases de dados reais, nao
existe um valor de alfa padrao para um algoritmo de agrupamento semissupervisionado.
O valor de alfa pode ser diretamente afetado caso a quantidade de dados rotulados seja
diferente, bem como também depende do problema ou base de dados considerada. Além
do mais, cada um dos algoritmos analisados nesse experimento possui uma caracteristica
propria para selecionar o melhor valor de alfa, que pode ser percebida pela andlise desse
experimento. O alfa escolhido nessa andlise é utilizado nos proximos experimentos com

bases de dados reais.
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Tabela 43 — Valores de alfa selecionados para bases de dados reais

Alfa
Algoritmos 1 5 10 20 30 40 50
BSSC NS(0,5) | NS(0,5) | NS(0,5) NS(1) 50 1 1
BSSC-GP NS(0,1) | 0,1 NS(0,1) | NS(1) 1 1 1
BSSC-LP 0,1 | NS(0,1) | NS(0,1) | NS(5) | NS(1) 1 1
BSSC-GS NS(0,1) | 0,1 NS(0,1) | NS(1) 1 1 1
BSSC-LS 0,1 0,1 0,1 NS(1) 1 1 1
ESSC NS(1) 1 05 1 1 05 01
ESSC-GP NS(1) 0,1 NS(0,1) | NS(0,5) 1 0,5 NS(0,5)
ESSC-LP NS(5) 1 1 0,1 NS(0,1) | NS(0,5) 0,1
ESSC-GS NS(50) | NS(1) | NS(0,1) | NS(0,1) | NS(5) 0,5 | NS(100)
ESSC-LS NS(5) NS(0,1) | NS(0,1) | NS(50) | NS(0,5) | NS(0,5) | NS(0,1)
NebFuzz NS(0,5) | NS(5) | NS(5) 5 50 1 1
NebFuzz-GP | NS(0,1) | NS(0,5) | NS(0,5) | NS(0,1) | NS(0,5) | NS(5) 1
NebFuzz-LP | NS(0,1) | NS(5) | NS(100) | 100 5 5 5
NebFuzz-GS NS(1) 0,1 NS(50) NS(5) NS(0,5) | NS(10) NS(5)
NebFuzz-LS | NS(0,5) | 0,1 NS(10) | NS(10) | NS(100) | NS(10) | NS(5)
Isodata-PS NS(0,5) 0,1 0,1 10 10 10 10
Isodata-PS-GP | NS(0,5) 0,5 0,5 1 1 1 1
Isodata-PS-LP | NS(10) | NS(0,5) | NS(50) | NS(1) 1 1 50
Isodata-PS-GS | NS(0,5) | 0,1 NS(50) 1 1 50 50
Isodata-PS-LS | NS(0,5) | NS(0,1) | NS(0,1) 1 1 1 50

6.1.2 Comparacao dos algoritmos com ponderagao automatica de variaveis

Este experimento compara os algoritmos de agrupamento semissupervisionado com
ponderagao automatica de varidaveis baseados no mesmo algoritmo de agrupamento se-
missupervisionado sem distancia adaptativa com o objetivo de avaliar se a ponderacao
automatica de varidveis melhora o desempenho desses algoritmos. Sao apresentadas duas
figuras contendo o ranking de Friedman com 95% de confianca calculado a partir da acu-
racia e do indice NMI e mais duas figuras contendo a média do desempenho da acuracia e
do indice NMI para avaliar o desempenho dos algoritmos de cada familia na execugdo em
19 bases de dados reais. Pra complementar a avaliacao, ¢é realizado o teste estatistico de
Friedman. Caso os algoritmos nao tenham desempenho equivalentes, foi realizado o pos-
teste de Holm, que compara um algoritmo controle, contra todos os outros. Nas tabelas
que apresentam o resultado do pds-teste de Holm, o simbolo (=) representa que os dois
algoritmos sdo equivalentes, o simbolo (<) representa que o algoritmo da primeira coluna
é pior que o algoritmo da segunda coluna e o simbolo (>) representa que o algoritmo
da primeira coluna é melhor que o algoritmo da segunda coluna. Para resultados mais
detalhados, verifique as tabelas no Apéndice A que apresentam a média do desempenho
de 100 execugoes dos algoritmos com diferentes exemplos no conjunto de dados rotulados
que variou de (1%,5%,10%,20%,30%,40% e 50%), do total da base de dados. Nas tabelas
do Apéndice A, a posi¢do do desempenho de cada algoritmo, em cada base de dados é

colocado entre parénteses.

Nas préximas subsecOes sao apresentadas as andlises separadamente para cada
familia de algoritmo na seguinte ordem: BSSC, sSSC, ESSC, NebFuzz e Isodata-PS e
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suas respectivas versoes com ponderagao automatica de variaveis.

6.1.2.1 BSSC com distancias adaptativas

Os resultados do desempenho dos algoritmos BSSC, BSSC-PG, BSSC-PL, BSSC-
GS e BSSC-LS sao apresentados na Figura 8. Através de gréaficos apresentando o ranking
de Friedman calculado a partir da acuracia e do indice NMI, percebe-se que todos os
algoritmos com ponderagao automaética de variaveis tiveram desempenho melhor que o
algoritmo BSSC com distancia Euclidiana. Até 10% de dados rotulados, a maior acuracia
foi obtida pelo algoritmo BSSC-LP, enquanto pelo indice NMI, o melhor desempenho foi
obtido pelo algoritmo BSSC-LS. De 20% até 50% de dados rotulados, o melhor desem-
penho foi obtido pelo algoritmo BSSC-GP para os dois indices de avaliacao. Na analise
do ranking de Friedman, nota-se que para 1% de dados rotulados o desempenho dos algo-
ritmos é semelhante. De 5% até 20%, o melhor desempenho foi alcancado pelo algoritmo
BSSC-LP. Para 30%, 40% e 50% de dados rotulados, o desempenho foi semelhante para
todos os algoritmos analisados. Analisando o indice NMI, nota-se que o melhor desem-
penho foi obtido pelo algoritmo BSSC-GP. Com configuracoes de 20% a 50% de dados
rotulados, os algoritmos possuem desempenho semelhantes, com um pequeno destaque
para o algoritmo BSSC-GS.

A anadlise estatistica do teste de Friedman e o pos-teste de Holm dos algoritmos
BSSC e versoes com ponderacao automatica de variaveis é apresentada na Tabela 44.
Analisando a acurécia, so existe diferenca estatistica entre os algoritmos a partir de 30% de
dados rotulados. O algoritmo que obteve melhor desempenho foi o BSSC-GP. O algoritmo
BSSC foi pior que outros algoritmos com ponderacao automéatica para 30% e 50% de dados
rotulados. O indice NMI apresenta que o algoritmo BSSC-LS foi estatisticamente melhor
que algoritmo BSSC para 5% e 10% de dados rotulados. Para 40% de dados rotulados, os
melhores desempenhos sao obtidos pelos algoritmos BSSC-GP e BSSC-GS, nessa ordem.
Os piores desempenhos sao obtidos pelos algoritmos BSSC e BSSC-LP.

Tabela 44 — Teste de Friedman e pés-teste de Holm a um nivel significancia de 5% dos
algoritmos da familia BSSC.
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Figura 8 — Ranking de Friedman e desempenho dos algoritmos BSSC e suas respectivas
versoes com distancia adaptativa.

6.1.2.2 sSSC com distancia adaptativa

Os resultados do desempenho dos algoritmos sSSC, sSSC-PG, sSSC-PL, sSSC-GS
e sSSC-LS sao apresentados na Figura 9. Sao apresentados graficos mostrando o ranking
de Friedman do desempenho da acurécia e do indice NMI em bases de dados reais. Ana-
lisando o ranking de Friedman calculado a partir da acurdcia nota-se que os algoritmos
com distancias adaptativas tiveram melhor desempenho que o algoritmo sSSC com dis-
tancia Euclidiana. O melhor desempenho foi obtido pelo algoritmo sSSC-GP, seguido do
algoritmo sSSC-LP. Com 30% de dados rotulados, os algoritmos com distancia adapta-
tiva possuem desempenho semelhantes. Com 40% de dados, o algoritmo sSSC-GS obteve
o melhor desempenho. Com 50% de dados rotulados, o algoritmo sSSC-LS obteve o me-
lhor desempenho. Esse mesmo comportamento se repete na analise do desempenho do

desempenho da acuracia.

Analisando o ranking de Friedman calculado a partir do indice NMI, percebe-se que
o melhor desempenho foi obtido pelo algoritmo sSSC-GP de 1% a 10% de dados rotulados.
O algoritmo sSSC com distancia euclidiana foi melhor que o algoritmo sSSC-LS com 1% e
5% de dados rotulados. De 20% a 50% de dados rotulados, o melhor desempenho foi obtido
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pelo algoritmo sSSC-LS, seguido do algoritmo sSSC-GS. Esse mesmo comportamento se
repete na analise da média do desempenho do indice NMI. Note que, tanto em relagao
a acuracia e ao indice NMI, o desempenho de todos os algoritmos aumentam com a

quantidade de dados rotulados.

—-sSSC --sSSC
-@-sSSC-GP -@-5SSC-GP
ACC —A-sSSC-LP 38— NMmI —A-sSSC-LP
4,2 ¥~ sSSC-GS : —¥-sSSC-GS
40] —@-555C-LS 36 —@-5SSC-LS
< 3,8 < 3.4
E %7 £ 32
B 344 2"
L 324 L 304
S 3
g, 3,04 > 28
S 2,6 6
& 4
2,4 2,4 -
2,2
—— 2
1% 5% 10% 20% 30% 40% 50% 1% 5% 10% 20% 30% 40% 50%
Porcentagem de Dados Rotulados Porcentagem de Dados Rotulados
(a) Ranking de Friedman - Acurécia (b) Ranking de Friedman - NMI
~M-sSSC ~l-sSSC
-@-5SSC-GP -@-5SSC-GP
_ A sSSC-LP _ A sSSC-LP
700 ~¥-sSSC-GS 0.36 ~¥-sSSC-GS
67,5 ~-5sSSC-LS 0,34 ~-5SSC-LS
65,01 0,32
62,5 0,30
3 60,0 0.28 7
2\‘“’ 57,5 0.26]
o = 0241
S 55,0 =
3> 0,22
< 525+ 020 ]
50,0 - 018
47,54 0,16
45'0 T T T T T T T 0'14 T T T T T T T
1% 5% 10% 20% 30% 40% 50% 1% 5% 10% 20% 30% 40% 50%
Porcentagem de Dados Rotulados Porcentagem de Dados Rotulados
, .
(c) Acurécia (%) (d) NMI

Figura 9 — Ranking de Friedman e desempenho dos algoritmos sSSC e suas respectivas
versoes com distancia adaptativa.

A anadlise estatistica do teste de Friedman e o pos-teste de Holm dos algoritmos
sSSC e versoes com ponderacao automatica de varidveis é apresentada na Tabela 45.
Analisando a acuricia, o algoritmo sSSC foi pior que todos os outros algoritmos com 5%
de dados rotulados. Com 10%, 20% e 40% de dados rotulados o algoritmo sSSC-GP obteve
o melhor desempenho. Analisando o indice NMI, o algoritmo sSSC-GP foi melhor que o
algoritmo sSSC-LS. No restante das configuragoes, nao ha diferenca estatistica entre os

algoritmos.

6.1.2.3 ESSC com distancia adaptativa

Os resultados do desempenho dos algoritmos ESSC, ESSC-PG, ESSC-PL, ESSC-
GS e ESSC-LS sao apresentados na Figura 10. Sao apresentados graficos mostrando o
ranking de Friedman do desempenho da acuricia e do indice NMI em bases de dados

reais. Analisando o ranking de Friedman calculado a partir da acuracia e do indice NMI,
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Tabela 45 — Comparacgao entre os algoritmos sSSC e suas respectivas versoes com ponde-
racao automatica de variaveis utilizando o teste de Friedman e o pos-teste de
Holm a um nivel significancia de 5%.
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percebe-se claramente que dois algoritmos se destacam em termos de desempenho, o
algoritmo ESSC-GP e o algoritmo ESSC-LP. Os algoritmos ESSC, ESSC-GS e ESSC-LS se
alternam como terceiro melhor desempenho, com leve destaque ao analisar a acuracia para
o algoritmo ESSC-GS. Esse comportamente também é visto ao analisar o desempenho da
média da acuracia e do indice NMI. Note que todos os algoritmos dessa familia possuem
um aumento linear de desempenho para os dois indices na medida que se aumenta a

quantidade de dados rotulados.
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Figura 10 — Ranking de Friedman e desempenho dos algoritmos ESSC e suas respectivas
versoes com distancia adaptativa.

A anélise estatistica do teste de Friedman e o pos-teste de Holm dos algoritmos
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ESSC e versoes com ponderagao automatica de variaveis é apresentada na Tabela 46. A
analise desse teste apresenta claramente que os algoritmos ESSC-GP e ESSC-LP, tiveram
os melhores desempenhos em relagao aos outros algoritmos nesse experimento. Esse resul-
tado é observado principalmente de 5% até 50% de dados rotulados para a acuracia e o
indice NMI.

Tabela 46 — Teste de Friedman e pds-teste de Holm a um nivel significancia de 5% dos
algoritmos da familia ESSC.

Porcentagem de Rétulos
1% [ 5% [ 10% [ 20% [ 30% [ 40% [ 50%
ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI

ESSC ESSC-GP = = < < < = < < < < < < < <
ESSC-GS = = = = < < < < < < < < < <

ESSC-LP = = = = = = = = = = = = = =

ESSC-LS = = = = = = = = = = = = = =

ESSC-GP ESSC-GS = = = = = = = = = = = = = =
ESSC-LP = > > > > > > > = > = > > >

ESSC-LS = > > > > > > > > > > = > =

ESSC-GS ESSC-LP = = = = > > > > = > = = > >
ESSC-LS = = > > > > > > > > > = > =

ESSC-LP ESSC-LS = = = = = = = = = = = = = =

6.1.2.4 NebFuzz com distancia adaptativa

Os resultados do desempenho dos algoritmos NebFuzz, NebFuzz-PG, NebFuzz-
PL, NebFuzz-GS e NebFuzz-LS sao apresentados na Figura 11. Sdo apresentados graficos
mostrando o ranking de Friedman do desempenho calculados a partir da acuracia e do
indice NMI em bases de dados reais. Analisando o ranking de Friedman calculado das
duas medidas, acuracia e NMI, percebe-se que o algoritmo NebFuzz-GP obtém os melhores
resultados. Ainda, os algoritmos NebFuzz-LLP e NebFuzz-GS sao melhores que o algoritmo
NebFuzz. O pior desempenho foi obtido pelo algoritmo NebFuzz-LS. Analisando o ranking
de Friedman calculado a partir do indice NMI, o algoritmo NebFuzz-LP teve o segundo
melhor desempenho até 10% de dados rotulados. Para 20% até 50% de dados rotulados,
os desempenhos dos algoritmos NebFuzz, NebFuzz-LP e NebFuzz-GS se alternam como

segundo melhor desempenho.

A anélise estatistica do teste de Friedman e o pds-teste de Holm dos algoritmos Neb-
Fuzz e versdes com ponderacao automatica de variaveis é apresentada na Tabela 47. Para
fins de simplificagdo, nessa tabela o nome do algoritmo foi abreviado de "NebFuzz'para
"Neb". A analise da Tabela 47 mostra que o algoritmo NebFuzz-GP obteve os melhores
resultados, principalmente em relagao ao algoritmo NebFuzz-LS. Em relagao ao algoritmo
NebFuzz, para a maioria das configuracoes de dados rotulados, o algoritmo NebFuzz-GP
foi melhor ao analisar a acuracia ou o indice NMI. O algoritmo NebFuzz-GP é melhor que

os outros algoritmos dessa familia para 50% de dados rotulados.

6.1.2.5 Isodata-PS com distancia adaptativa

Os resultados do desempenho dos algoritmos Isodata-PS, Isodata-PS-PG, Isodata-
PS-PL, Isodata-PS-GS e Isodata-PS-LS sao apresentados na Figura 12. Sdo apresentados
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Figura 11 — Ranking de Friedman e desempenho dos algoritmos NebFuzz e suas respecti-
vas versoes com distancia adaptativa.

Tabela 47 — Teste de Friedman e pos-teste de Holm a um nivel significincia de 5% dos
algoritmos da familia NebFuzz.
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graficos mostrando o ranking de Friedman do desempenho da acuracia e do indice NMI
em bases de dados reais. Analisando o ranking de Friedman calculado a partir da acuracia
e do indice NMI, nota-se que o algoritmo que obteve melhor desempenho foi o Isodata-
PS-GP. O algoritmo Isodata-PS com distancia Euclidiana foi melhor que o restante dos
algoritmos com ponderacao automatica de variaveis. O algoritmo que teve desempenho

inferior nesse experimento foi o Isodata-PS-LS.
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Figura 12 — Ranking de Friedman e desempenho dos algoritmos Isodata-PS e suas respec-
tivas versoes com distancia adaptativa.

A anélise estatistica do teste de Friedman e o pos-teste de Holm dos algoritmos
Isodata-PS e versoes com ponderacao automatica de variaveis é apresentada na Tabela 48.
Nessa tabela o nome do algoritmo foi abreviado de "Isodata-PS"para "Iso". A analise da
Tabela 48 mostra que o algoritmo Isodata-PS com distancia Euclidiana foi pior apenas que
a variacao com distancia adaptativa Isodata-PS-GP com 20% e 40% de dados rotulados.
De 20% até 50% de dados rotulados, o algoritmo Isodata-GP é melhor que todos os outros
algoritmos dessa familia com ponderacao automatica de variaveis. O algoritmo Isodata-PS
é melhor que os algoritmos Isodata-PS-LP, Isodata-PS-GS e Isodata-PS-LS com 50% de
dados rotulados. O algoritmo Isodata-PS-LS desempenho inferior aos outros algoritmos

em praticamente todas configuracoes de dados rotulados.
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Tabela 48 — Teste de Friedman e pés-teste de Holm a um nivel significancia de 5% dos
algoritmos da familia Isodata-PS.

Porcentagem de Rotulos
1% [ 5% [ 10% [ 20% [ 30% [ 40% [ 50%
ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI ACC NMI

Iso Iso-GP = = = = = = = < = = = < = =
Iso-GS = = = = = = = = = = = = > >

Iso-LP = = = = = = = = = = = = > >

Iso-LS = = = = > = > = > = = = > >

Iso-GP Iso-GS = = = = = = = > > > > > > >
Iso-LP = = = = = > > > > > > > > >

Iso-LS = > = > > > > > > > > > > >

Iso-GS Iso-LP = = = = = = = = = = = = = =
Iso-LS = = = = > = > = = = = = = =

Iso-LP Iso-LS = = = = = = = = = = = = = =

6.1.2.6 Discussao

Podemos destacar nesse experimento que os algoritmos propostos com ponderagao
automatica de variaveis tiveram os melhores resultados para a maioria das configuragoes
dos experimentos apresentados. Para cada uma dos cinco algoritmos de agrupamento
semissupervisionado modificados com distancia adaptativa, sempre havia pelo menos uma
versao que obteve melhores resultados quando comparado com o algoritmo sem distancia

adaptativa que o originou.

Em geral, os melhores algoritmos com distancia adaptativa baseado no algoritmo
BSSC foram os algoritmos BSSC-LP e BSSC-LS para poucos dados rotulados (1% até
10%) e o algoritmo BSSC-GP para configuragoes de 20% a 50% de dados rotulados. Note
que as versoes com ponderacao local de varidaveis foram melhores para poucos dados

rotulados, e com ponderacao global foi melhor para mais dados rotulados.

Ao fazer uma andlise para os algoritmos com distancia adaptativa baseados no
algoritmo sSSC mostra que para configura¢oes menores que 10% de dados rotulados o
melhor desempenho foi obtido pelos algoritmos sSSC-GP e sSSC-LP. De 20% a 50% de
dados rotulados, o melhor desempenho foi obtido pelos algoritmos sSSC-GS e sSSC-LS.
Esse resultado demonstra que as versdes com ponderacao global também podem funcionar
bem com poucos dados rotulados. O destaque nessa versao com mais dados rotulados
foi para os algoritmos com restricao de soma, tanto com ponderacao local, quanto com

ponderagao global de variaveis.

Analisando os algoritmos com distancia adaptativa baseados no algoritmo ESSC,
nota-se o destaque dos algoritmos ESSC-GP e ESSC-LP. A restricao em que o produto dos
pesos das varidveis é igual a um funcionou melhor no célculo da ponderacao automatica

de variaveis para os algoritmos baseados no ESSC.

Em geral, o melhor algoritmo com distancia adaptativa baseado no algoritmo Neb-
Fuzz foi o algoritmo NebFuzz-GP. Assim como, o melhor algoritmo baseado no algoritmo
Isodata-PS foi o algoritmo Isodata-PS-GP. Note que a versao com ponderacao global de
variaveis em que a restricio do produto dos pesos das varidaveis é igual a um foi des-

taque em todos os algoritmos de agrupamento semissupervisionado considerados nessa
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tese. Também, pode-se observar que os rotulos disponiveis sempre ajudaram a melhorar

o desempenho desses algoritmos.

6.1.3 Algoritmos de agrupamento semissupervisionado

Nesta secao apresentamos uma comparacao envolvendo todos os algoritmos de
agrupamento semissupervisionado considerados neste trabalho. O objetivo aqui é avaliar
esses algoritmos em termo de desempenho no experimento com bases de dados reais. Se-
guindo o trabalho de Delgado et al. (FERNANDEZ-DELGADO et al., 2014), utilizamos
o ranking de Friedman para ordenar os algoritmos. Os algoritmos com valores mais bai-
xos do ranking de Friedman possuem melhor desempenho. Pra fins de simplificagao, sao
apresentados os resultados para 1%, 10%, 30% e 50% de dados rotulados para o ranking
de Friedman calculados a partir da acuracia e do indice NMI. O pods-teste de Nemenyi
compara todos os algoritmos envolvidos no experimento. O valor do ranking de Friedman
de dois algoritmos sao comparados, caso a diferenca entre esses valores seja maior que
o valor calculado pelo pds-teste de Nemenyi, esses algoritmos possuem uma diferenca
estatistica significativa. Nesse experimento, o valor calculado pelo pos-teste de Nemenyi
foi CD = 8,21. Essa diferenca ¢ indicada pelo intervalo vertical desenhado acima dos
simbolos de cada algoritmo. Para saber se um algoritmo é ou nao equivalente a outro,
basta tracar uma linha reta horizontal no final do intervalo vertical desse algoritmo. Caso
o simbolo do algoritmo (quadrado) comparado esteja além dessa linha reta horizontal, os

algoritmos sdo estatisticamente diferentes, sendo, sao estatisticamente equivalentes.

A anélise do resultado com 1% de dados rotulados apresentado na Figura 13 mos-
tra que cinco algoritmos tiveram versoes com distancia adaptativas entre os melhores
desempenhos. A Figura 13(a) mostra que os quatro melhores desempenhos foram obtidos
por versoes com ponderacao global. O algoritmo BSSC-LP e BSSC-LP foram os melho-
res colocados com ponderacao local. A restricao de produto é maioria também entre os
primeiros colocados. O pos-teste de Nemeny ndo mostra nenhuma diferenca estatistica
entre os algoritmos. A Figura 13(b) mostra algoritmos diferentes nas primeiras posigdes.
O algoritmo melhor colocado foi Isodata-PS-GP, que é melhor estatisticamente do que os

algoritmos posicionados apds o algoritmo sSSC-LS.

O ranking de Friedman com 10% de dados rotulados é apresentado na Figura 14.
Quatro algoritmos tiveram versoes com distancia adaptativas entre os melhores desempe-
nhos. A excecao foram os algoritmos baseados no algoritmo sSSC. A restri¢cao de produto
¢ maioria também entre os primeiros colocados. Os trés melhores algoritmos foram o
ESSC-GP e ESSC-LP e o NebFuzz-GP, todos com restricao de produto. O primeiro algo-
ritmo ¢ estatisticamente melhor do que os algoritmos posicionados a partir do algoritmo
sSSC-GP na Figura 14(a) e a partir do algoritmo BSSC-GP na Figura 14(a).

O ranking de Friedman calculado a partir da acurdcia e do indice NMI com 30%
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(b) Ranking de Friedman - NMI

Figura 13 — Ranking de Friedman para 1% de dados rotulados

de dados rotulados sao apresentados na Figura 15. Os algoritmos com distancia adapta-
tiva baseados no algoritmo ESSC, incluindo a versao sem distancia adaptativa e o algo-
ritmo Isodata-PS-GP, tiveram os melhores desempenhos nessa configuracao. O algoritmo
Isodata-PS-GP obteve o terceiro melhor desempenho. Os piores resultados foram obtidos
pelos algoritmos baseados no sSSC. O algoritmo com melhor desempenho, ESSC-GP, é
melhor estatisticamente que os algoritmos posicionados a partir do algoritmo Isodata-PS-

GS.

O ranking de Friedman calculado a partir da acurécia e do indice NMI com 50% de
dados rotulados sao apresentados na Figura 16. Novamente, os algoritmos com distancia
adaptativa baseados no algoritmo ESSC tiveram os melhores desempenhos. O algoritmo
Isodata-PS-GP obteve novamente o terceiro melhor desempenho. O algoritmo ESSC-GP
possui desempenho estatisticamente superior aos algoritmos posicionados a partir do al-
goritmo BSSC-GP.
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Figura 14 — Ranking de Friedman para 10% de dados rotulados

6.1.3.1 Discussao

Em geral, em termos de desempenho nesse experimento, destacamos as versoes ba-
seadas no algoritmo ESSC, principalmente as versdes ESSC-GP e ESSC-LP. O algoritmo
ESSC-GP obteve o melhor resultado para a maioria das configura¢bes como mostra a
Tabela 49. Além desses dois algoritmos, o algoritmo Isodata-PS-PG também obteve bons
resultados. Podemos destacar que a maioria dos novos algoritmos de agrupamento semis-
supervisionado com distancia adaptativa, geralmente, tiveram desempenho superior aos
os algoritmos sem distancia adaptativa. Os piores resultados foram obtidos pelas versoes
do algoritmo sSSC na maioria das configuragoes de porcentagem de dados rotulados como

mostra a Tabela 49.

Esses resultados justificam a etapa extra para o cdlculo dessa distancia, fazendo

com que os algoritmos tenham uma adequagdao melhor aos dados originais. Assim, en-
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Figura 15 — Ranking de Friedman para 30% de dados rotulados

Tabela 49 — Melhor e pior algoritmo por porcentagem

1% 10% 30% 50%
ACC Melhor ESSC-GP ESSC-GP ESSC-GP ESSC-GP
Pior sSSC sSSC sSSC sSSC

NMI  Melhor | Isodata-PS-GP ESSC-GP ESSC-GP ESSC-GP

Pior NebFuzz-LS sSSC sSSC-GP sSSC-GP

fatizamos que os novos algoritmos de agrupamento semissupervisionado com distancias

adaptativas sao uma alternativa viavel em aplicagoes que existam dados rotulados e nao

rotulados disponiveis para o treinamento.
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(b) Ranking de Friedman - NMI

Figura 16 — Ranking de Friedman para 50% de dados rotulados

6.1.4 Analise dos rdétulos

Os algoritmos semissupervisionados levam em conta rétulos em seu treinamento.
Desse modo, procuramos uma estratégia inteligente para selecionar os exemplos localiza-
dos na fronteira dos grupos formados pelo algoritmo Fuzzy C-Means (ver Segao 5.2.2.4).
Os dados rotulados seguem a mesma configuragao do experimento anterior (1%, 5%, 10%,
20%, 30%, 40% e 50%). Esta secao apresenta resultados da andlise dessa selecao em to-
dos os algoritmos de agrupamento semissupervisionado considerados nesta tese. O teste
de Wilcoxon compara a versao do algoritmo com os rétulos selecionados aleatoriamente
contra a mesma versao do algoritmo com roétulos selecionados na fronteira. A Tabela 50

apresenta os resultados dessa analise.

Os algoritmos que mais se beneficiaram da selegdo de rétulos foram os algoritmos

BSSC e suas versoes com ponderacao automéatica de variaveis e o algoritmo sSSC e suas
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versoes com ponderacao automatica de variaveis. Para todos os algoritmos, pelo menos
em alguma configuracao de dados rotulados houve melhora significativa nos resultados
e em nenhum caso essa selecao de exemplos piorou em relagao a selecao aleatéria. Esse
fato indica que a utilizacao dessa selecao de rotulos é efetiva e, se ndo melhorar, possui

desempenho estatisticamente igual a selecao aleatoria.

Tabela 50 — Comparacgao entre o algoritmo com selecao aleatéria de réotulos e o algoritmo
com selegdo de rétulos na fronteira utilizando o Teste de Wilcoxon a um nivel
significancia de 5%.

Porcentagem de Rétulos
1% [ 5% [ 10% [ 20% [ 30% [ 40% [ 50%
NMI ACC NMI Al ACC NMI ACC NMI ACC NMI A

Q)
Q)
Z,
Q)
Z,

BSSC
BSSC-GP
BSSC-LP
BSSC-GS
BSSC-LS
sSSC
sSSC-GP
sSSC-LP
sSSC-GS
sSSC-LS
ESSC
ESSC-GP
ESSC-LP
ESSC-GS
ESSC-LS
NebFuzz
NebFuzz-GP
NebFuzz-LP
NebFuzz-GS
NebFuzz-LS
Isodata-PS
Isodata-PS-GP
Isodata-PS-LP
Isodata-PS-GS
Isodata-PS-LS
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6.2 BASES DE DADOS SIMULADOS

Para demonstrar a capacidade dos métodos de agrupamento semissupervisionados
aprenderem dinamicamente os pesos das variaveis apropriadamente, foram consideradas
duas configuracoes de conjuntos de dados em trés dimensdes com quatro e trés grupos,

respectivamente, cada grupo constituido por cem padroes.

Para as configuragoes de dados simulados 1 e 2, a acurdcia (ACC) e o indice
NMI para os métodos de agrupamento com ponderacao automatica considerados nessa
tese foram estimados através de um experimento onde foram criadas 25 réplicas de cada
uma dessas bases de dados simuladas. Em cada réplica, cada algoritmo foi executado 100
vezes com diferentes configuragoes no conjunto de dados rotulados nos mesmos moldes do
experimento anterior. Para cada conjunto de dados simulados, foram realizadas a analise
do pardmetro alfa (a) e, por conseguinte, os algoritmos com ponderagdo automatica de
variaveis foram comparados entre si em termos de desempenho. O teste de Friedman
também foi realizado nesse experimento e o valor do pods-teste de Nemenyi para esses
experimentos foi CD = 7,15885, apresentado pelo intervalo no eixo-Y mostrado nas
figuras desta secao. No Apéndice B sao apresentados o desempenho médio da acuracia e
do indice NMI.
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6.2.1 Base de dados simulados 1

A anélise do parametro alfa foi realizada da mesma maneira apresentada na Se-
¢ao 6.1.1, com a diferenca que os algoritmos foram executados nas 25 bases de dados do
conjunto de dados simulados 1. Para fins de simplificacao, é apresentada apenas a tabela
final contendo os melhores valores de alfa para cada um dos algoritmos considerados nessa
tese nas bases de dados simulados 1. A Tabela 51 apresenta os resultados da andlise do

parametro alfa nas bases de dados simulados 1.

Tabela 51 — Valores de alfa selecionados para bases de dados simulados 1

Alfa
Algoritmos/Porcentagem 1% 5% 10% 20% 30% 40% | 50%
BSSC 0.5 0.1 i i i i 1
BSSC-GP 0,5 1 1 1 1 1 1
BSSC-LP 0,1 0,1 0,1 0,1 0,1 01 | 01
BSSC-GS 0,5 1 1 1 1 1 1
BSSC-LS 0,1 0,1 0,1 0,1 0,1 0,1 0,1
ESSC 1 1 1 0,5 0,5 0,5 0,5
ESSC-GP 0,1 0,1 50 0,5 0,5 50 0,1
ESSC-LP 5 10 100 5 5 1 1
ESSC-GS 5 NS(0,5) | NS(0,1) | NS(0,5) | NS(0,5) 50 50
ESSC-LS 0,1 100 10 10 10 10 100
NebFuzz NS(50) 10 10 5 5 5 5
NebFuzz-GP NS(0,1) 10 10 100 5 1 1
NebFuzz-LP NS(10) NS(1) NS(1) 1 0,1 0,1 0,5
NebFuzz-GS NS(10) NS(5) 100 10 10 100 10
NebFuzz-LS NS(0,5) | NS(0,1) | NS(10) 10 100 10 10
Isodata-PS 0,1 0,1 0,1 0,1 0,1 0,1 0,1
Isodata-PS-GP 0,5 0,5 0,5 0,5 1 1 1
Isodata-PS-LP 0,1 0,5 0,1 0,1 1 1 1
Isodata-PS-GS 0,1 0,5 50 1 1 1 50
Isodata-PS-LS 0,5 0,5 1 1 1 50 1

Os resultados do parametro alfa para as bases de dados simulados 1 tiveram a
maioria de seus valores escolhidos por diferenga estatistica significativa. Apenas algumas
configuragoes de dados rotulados para os algoritmos baseados no NebFuzz e o algoritmo
ESSC-GS nao tiveram diferenga estatistica. Existe algumas coincidéncias desses valores
com os encontrados nas bases de dados reais. Por exemplo, os algoritmos NebFuzz-LS e
Isodata-PS-GP tiveram apenas uma configuracao diferente. Entretanto, também houve
casos onde ocorreram muitas mudancgas, os algoritmos baseados no algoritmo ESSC para
essas bases de dados tiveram valores de alfa mais altos em relacdo aos valores de alfa
encontrados para as bases de dados reais. Contudo, devido a diversas mudancas encontra-
das, isso confirma que esse parametro é bastante influenciado pelo problema analisado. Os
valores de alfa selecionados nesse experimento sao utilizados na avaliagao dos algoritmos

nessa base de dados.

De agora em diante, sao apresentados os resultados para as bases de dados simu-
lados 1. Os resultados apresentados sao para 1%, 10%, 30% e 50% de dados rotulados.
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Primeiro, os resultados para o experimento para as bases de dados simulados 1 com 1%
de dados rotulados sao apresentados na Figura 17, onde nota-se que oito algoritmos se
destacaram nesse experimento. Desses, sete sao algoritmos com ponderacao local de varié-
veis. Com excegao dos algoritmos ESSC-GS e ESSC-GP, os melhores desempenhos foram
obtidos por versoes dos algoritmos semissupervisionados de ponderacgao local de varia-
veis com restricdo do produto das variaveis igual a um. Ao analisar a acuracia, alguns
algoritmos com distancia padrao Euclidiana se destacaram: NebFuzz, Isodata-PS e ESSC.
Porém ao analisar o indice NMI, os algoritmos com distancia Euclidiana tiveram os piores

desempenhos.
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Figura 17 — Comparacao dos algoritmos na base de dados simulados 1 com 1% de dados
rotulados.

Os resultados para as bases de dados simulados 1 com 10% de dados rotulados
sao apresentados na Figura 18. Novamente, os melhores resultados sao obtidos por al-

goritmos semissupervisionados com ponderagao de variaveis local e restricio em que o
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produto dos pesos das variaveis deve ser igual a um. Os algoritmos ESSC e Isodata-PS
com distancia Euclidiana tiveram os melhores desempenhos quando comparados com os
algoritmos NebFuzz, BSSC e sSSC. Porém, os melhores algoritmos dessas versoes foram
o Isodata-PS-LP, NebFuzz-LP, sSSC-LP, ESSC-LP e BSSC-LP nessa ordem. Algoritmos
com ponderacao local de variaveis em que a soma dos pesos das variaveis deve ser igual
a um tiveram desempenho entre os 5 melhores analisando a acurécia e o indice NMI. Da
mesma forma com 1% de dados rotulados, os tnicos algoritmos com ponderacao global
que se destacaram foram os algoritmos ESSC-GS e ESSC-GP.
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Figura 18 — Comparacao dos algoritmos na base de dados simulados 1 com 10% de dados
rotulados.

Analisando os resultados para as bases de dados simulados 1 com 30% de dados
rotulados que sao apresentados na Figura 19, nota-se que os cinco melhores desempe-
nhos foram obtidos algoritmos com ponderacao local de variaveis, sendo quatro deles

com restricao de produto de varidveis igual a um, Isodata-PS-LP, BSSC-LP, NebFuzz-
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LP e ESSC-LP. O quinto melhor desempenho foi obtido pelo algoritmo ESSC-LS. Entre
os 10 melhores desempenhos, também encontram-se algoritmos com ponderacgao global,
ESSC-GS e ESSC-GP, e algoritmos com distancia Euclidiana, Isodata-PS e ESSC. Porém,
novamente os melhores desempenhos foram obtidos com os algoritmos com ponderagao
local de variaveis e restricdio em que o produto dos pesos das variaveis deve ser igual a

uil.
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Figura 19 — Comparacao dos algoritmos na base de dados simulados 1 com 30% de dados
rotulados.

Enfim, os resultados para as bases de dados simulados 1 com 50% de dados ro-
tulados que sao apresentados na Figura 20. Percebe-se nesses resultados que novamente
os algoritmos com melhor desempenho sdo algoritmos com ponderacao local de variaveis
e restricio em que o produto dos pesos das varidveis deve ser igual a um. Os melho-
res algoritmos nesse experimento foram: Isodata-PS-LP, ESSC-LS, BSSC-LP, ESSC-LP

e NebFuzz-LP. As versoes baseadas no algoritmo sSSC tiveram os piores desempenhos. A
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maioria dos algoritmos nas dez primeiras posi¢oes sao versoes com ponderacao local de

variaveis.
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Figura 20 — Comparagao dos algoritmos na base de dados simulados 1 com 50% de dados

rotulados

6.2.2 Base de dados simulados 2

A Tabela 52 apresenta os melhores valores do parametro alfa para cada um dos

algoritmos considerados nessa tese nas bases de dados simulados 2. Note que os valores

de alfa para essa base de dados sdo praticamente todos escolhidos por uma diferenca esta-

tistica significativa. Apenas algumas configuragoes de dados rotulados para os algoritmos

baseados no NebFuzz nao tiveram diferenca estatistica. Existe apenas uma coincidéncia de

valores com os encontrados nas bases de dados reais para o algoritmo Isodata-PS-GP na

maioria de configuracoes de dados rotulados. Nessa base de dados, houve diversas mudan-

cas encontradas em relacao aos valores de alfa da base de dados simulados 1 e das bases
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de dados reais, isso confirma mais uma vez que esse parametro é bastante influenciado
)
pelo problema analisado. Os valores de alfa selecionados nesse experimento sao utilizados

na avaliacao dos algoritmos nessa base de dados.

Tabela 52 — Valores de alfa selecionados para bases de dados simulados 2

Alfa
Algoritmos 1 5 10 20 30 | 40 50
BSSC 0,5 0,1 0,1 10 10 10 10
BSSC-GP 0,1 0,1 0,1 0,1 011|010,
BSSC-LP 0,1 0,1 0,1 0,101 | 0,1/ 0,5
BSSC-GS 0,1 0,1 0,1 0,101 | 0,1 | 0,1
BSSC-LS 0,1 0,1 0,1 0,101 |01 | 0,1
ESSC 1 50 1 1 1 1 1
ESSC-GP 0,1 50 50 5 5 5 5
ESSC-LP 0,5 0,5 0,5 0,5 | 10 | 50 | 50
ESSC-GS 0,1 0,5 0,5 50 | 0,5 | 10 10
ESSC-LS 5 5 0,5 10 | 0,1 | 0,1 | O,1
NebFuzz NS(5) 0,1 0,1 0,1 01|01 0,1
NebFuzz-GP NS(100) 100 50 5 5 5 5
NebFuzz-LP NS(0,5) 100 50 5 5 5 50
NebFuzz-GS NS(5) 0,1 NS(0,5) 5 0,5 | 0,5 | 0,5
NebFuzz-LS NS(0,5) | NS(0,1) 0,1 1 1 0,5 1
Isodata-PS 0,5 1 0,1 0,1 | 10 10 | 10
Isodata-PS-GP 0,5 0,5 0,5 0,5 | 0,5 1 1
Isodata-PS-GS 0,5 0,5 0,5 0,5 | 0,5 | 50 1
Isodata-PS-LP 0,5 0,1 1 1 1 50 1
Isodata-PS-LS 0,5 0,5 0,5 1 1 1 1

Os resultados do experimento para as bases de dados simulados 2 com 1% de
dados rotulados sdo apresentados na Figura 21. As versoes de algoritmos com distancia
adaptativa baseadas nos algoritmos sSSC e Isodata-PS tiveram os melhores desempenhos.
Os melhores algoritmos foram o Isodata-PS-LS, Isodata-PS-GS, sSSC-LS e sSSC-GS. Note
que a restricao de soma foram as melhores para essa configuracao de dados rotulados.
Os algoritmos com ponderacao local e global de varidveis conseguiram igualmente bons
resultados. As versoes com distancia adaptativa do algoritmo NebFuzz tiveram os piores

desempenho nessas bases de dados com 1% de dados rotulados.

Os resultados do experimento para as bases de dados simulados 2 com 10% de
dados rotulados sao apresentados na Figura 22. Os algoritmos com ponderac¢ao automatica
de varidveis dos algoritmos Isodata-PS e sSSC alcangaram o melhor desempenho nesse
experimento. Dos cinco melhores algoritmos, quatro possuem restricao de soma. Quanto

a ponderacao local ou global de variaveis, ambos alcancaram bons resultados nessa base
de dados.

Os resultados do experimento para as bases de dados simulados 2 com 30% de
dados rotulados sao apresentados na Figura 23. Com 30% de dados rotulados, o melhor
desempenho foi obtido pelo algoritmo ESSC-GP. Ainda, dos cinco melhores algoritmos,

quatro sao versoes com ponderacao global de variaveis.
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Figura 21 — Comparagao dos algoritmos nas bases de dados simulados 2 com 1% de dados
rotulados.

Os resultados do experimento para as bases de dados simulados 2 com 50% de
dados rotulados sao apresentados na Figura 24. O algoritmo com melhor desempenho
foi o ESSC-GP, seguido dos algoritmos Isodata-PS-GP, Isodata-PS-LS, NebFuzz-GP e
Isodata-PS-GS. Note que a maioria desses algoritmos sao versoes de distancia adaptativa

com ponderacao global de variaveis.

6.2.3 Discussao

De acordo com os resultados encontrados nas bases de dados simulados 1, os algo-
ritmos com distancias adaptativas com ponderacao local de variaveis sob a restricao de
que o produto dos pesos das varidveis em cada grupo deve ser igual a um apresentaram os
melhores desempenhos nessa base de dados. Para a configuracao de dados simulados 2, os

algoritmos com distancias adaptativas com ponderagao global de variaveis sob a restricao
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Figura 22 — Comparagao dos algoritmos na base de dados simulados 2 com 10% dados
rotulados.

de que o produto dos pesos das varidveis deve ser igual a um, geralmente, tiveram os
melhores desempenhos. No entanto, na base de dados simulados 2, alguns algoritmos com

ponderagao local de variaveis também conseguiram bons desempenhos.

Com relagao aos pesos das variaveis, sao analisadas as melhores versoes com ponde-
racao automatica de variaveis de cada algoritmo. Para o caso das bases de dados simulados
1, é apresentado o resultado para uma das réplicas com 10% de dados rotulados. Os al-
goritmos analisados sdo as versoes com ponderacao local de varidveis com restricao do
produto dos pesos das variaveis igual a um. Nas trés primeiras colunas da Tabela 53, sao
apresentados os pesos desses algoritmos. A matriz de confusao definida por esses pesos
sao apresentados nas tltimas quatro colunas. Na base de dados simulados 1, as variaveis
1 e xo definem os grupos 1 e 2, enquanto as variaveis x, e x3 definem os grupos 3 e 4.

Dessa forma, espera-se pesos relevantes para a variavel z; e x5 na definicao dos grupos 1
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Figura 23 — Comparagao dos algoritmos na base de dados simulados 2 com 30% de dados
rotulados.

e 2 e pesos relevantes para as variaveis x, e x3 na definicao dos grupos 3 e 4. Note que a
diferenca no peso dessas variaveis definiram os grupos em todos os exemplos mostrados
na Tabela 53. Os valores da variavel x5 sd0 mais altos, pois esta variavel é relevante para
todos os grupos. Desse modo, valores mais altos de x; associam os exemplos aos grupos de
1 e 2, enquanto valores mais altos de x3 associam exemplos aos grupos 3 e 4. O tnico caso
diferente foi o algoritmo BSSC-LP, em que valores da variavel z, mais altos colocaram
os exemplos nos grupos 1 e 2. A variavel x3 possui valores, em geral, mais baixos, porém
quando os items sao associados aos grupos 3 e 4, seu valor é pelo menos 4 vezes maior que
os valores dessa mesma variavel na definicao dos grupos 1 e 2, como podemos observar no
algoritmo ESSC-LP. Essa diferenca é bem mais alta nos algoritmos sSSC-LP, NebFuzz-LP
e Isodata-PS-LP.

Para o caso das bases de dados simulados 2, selecionamos uma das réplicas com 50%
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Figura 24 — Comparagao dos algoritmos na base de dados simulados 2 com 50% de dados
rotulados.

de dados rotulados por se tratar de uma base de dados com distribuicao mais complexa.
Sao analisados os algoritmos com ponderacao global de varidveis com restricao em que o
produto dos pesos das variaveis é igual a um. Os pesos desses algoritmos sao apresentados
na Tabela 54 nas trés primeiras colunas e é apresentada a matriz de confusdao definida
por esses pesos nas ultimas trés colunas. Na base de dados simulados 2, as varidveis
e xo sao relevantes para os grupos 1 e 2, enquanto a variavel x3 representa ruido. Nessa
base de dados, os pesos de todos os algoritmos tiveram caracteristicas semelhantes, pesos
com valor baixo na varidvel x, peso com valores alto na variavel x,, e um valor médio
na variavel xz. Nesse tipo de algoritmo, esses pesos sao iguais para todos os grupos e os

algoritmos encontraram que a ordem de relevancia das variaveis é (zg > x5 > 7).
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Tabela 53 — Pesos das bases de dados simulados 1

Pesos das variaveis Matriz de Confusao
Algoritmos x1 T2 T3 k=1 k=2 k=3 k=4
BSSC-LP 0,04291 | 19,13531 1,21781 0 100 0 0
1,64701 9,56212 0,06349 0 0 100 0
1,61972 9,51445 0,06489 0 0 0 100
0,04371 | 16,24330 | 1,408462 100 0 0 0
sSSC-LP 0,01441 8,31481 8,34618 10 0 90 0
0,01213 | 10,57005 7,80028 0 10 0 90
9,43300 7,42002 0,01429 90 0 10 0
8,45649 8,21508 0,01439 0 90 0 10
ESSC-LP 0,29343 | 43,48837 | 0,07836 100 0 0 0
0,28473 | 43,46322 0,08081 0 100 0 0
0,07094 | 46,66547 | 0,30206 0 0 100 0
0,06828 | 47,19905 0,31030 0 0 0 100
NebFuzz-LP 9,32458 7,51689 0,014267 100 0 0 0
7,92946 8,58308 0,014693 0 100 0 0
0,01315 | 10,32662 | 7,363344 0 0 0 100
0,01452 8,48296 8,118049 0 0 100 0
Isodata-PS-LP | 9,31517 | 7,79935 0,01376 100 0 0 0
7,92914 8,90496 0,01416 0 100 0 0
0,01396 8,35138 8,57383 0 0 100 0
0,01334 | 10,49385 7,13988 0 0 0 100

Tabela 54 — Pesos das bases de dados simulados 2

Pesos das varidveis Matriz de Confusao

Algoritmos x1 T2 T3 k=1 k=2 k=3
BSSC-GP 0,00139 208,03001 | 3,44021 22 0 78
0 100 0
75 0 25
sSSC-GP 0,00138 552,80399 | 1,31155 96 0 4
0 100 0
9 0 91
ESSC-GP 6,14754E-4 | 893,85553 | 1,81983 95 0 5
0 100 0
4 0 96
NebFuzz-GP 7,81568E-4 | 804,27640 | 1,59084 0 6 94
100 0 0
0 94 6
Isodata-PS-GP | 6,97090E-4 | 842,99838 | 1,70170 96 0 4
0 100 0
5 0 95
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6.3 SINTESE DO CAPITULO

Este capitulo apresentou e discutiu resultados dos experimentos realizados com
os algoritmos de agrupamento semissupervisionado: BSSC e suas respectivas versoes com
ponderacao local de variaveis, sSSC e suas respectivas versdes com ponderagao local de
variaveis, ESSC e suas respectivas versoes com ponderac¢ao local de variaveis, NebFuzz e
suas respectivas versoes com ponderacao local de variaveis e Isodata-PS e suas respecti-
vas versoes com ponderacgao local de variaveis. Os experimentos foram executados para
avaliar o desempenho desses algoritmos em bases de dados de problemas reais e em dados
simulados com diferentes porcentagens de dados rotulados disponiveis no treinamento dos

algoritmos.
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7 CONCLUSOES E TRABALHOS FUTUROS

7.1 CONCLUSAO

O aprendizado semissupervisionado foi criado para atenuar limita¢oes das duas
abordagens mais classicas de aprendizagens, supervisionada e nao supervisionada. A apren-
dizagem supervisionada precisa de dados rotulados suficientes para que o algoritmo possa
alcancar um bom desempenho, enquanto a abordagem nao supervisionado, geralmente,
consegue desempenho pior que os algoritmos supervisionados. A aprendizagem semissu-
pervisionada utiliza uma certa quantidade de dados rotulados e consegue melhorar o

desempenho utilizando dados rotulados e nao rotulados em seu treinamento.

O célculo da distancia entre dois itens influencia bastante no desempenho dos algo-
ritmos de agrupamento. O uso de distancias adaptativas permite que os grupos criados se
adequem melhor a dados mais complexos. Neste trabalho, desenvolvemos novos algoritmos
de agrupamento semissupervisionado que utilizam distancias adaptativas com ponderacao
automatica de variaveis local (cada grupo possui um conjunto de pesos diferentes que mul-
tiplicam suas variaveis) e global (o conjunto de pesos que multiplica as varidveis de todos
0s grupos é o mesmo), que utilizam a restrigio em que o produto dos pesos das varidveis
tem que ser igual a um e a restricao em que a soma dos pesos das variaveis tem que ser
igual a um. Desenvolvemos quatro versoes que combinam essas duas caracteristicas para
cada um dos algoritmos semissupervisionados: Isodata-PS (PEDRYCZ e WALETZKY,
1997), BSSC (BOUCHACHIA e PEDRYCZ, 2006a), sSSC (ENDO et al., 2009), ESSC
(ENDO et al., 2009) e NebFuzz (MACARIO e DE CARVALHO, 2010). No total foram
18 algoritmos propostos neste trabalho e mais dois trabalhos que ja tinham sido propos-
tos anteriormente na literatura, Isodata-PS-LS (MARCELLONTI, 2003; KONG e WANG,
2009) e BSSC-LP (BOUCHACHIA e PEDRYCZ, 2006b), apresentados na Tabela 55.

Tabela 55 — Resumo dos algoritmos de agrupamento semissupervisionado.

Tipo de Distancia Adaptativa
Algoritmo Local Global

Soma | Produto | Soma | Produto
(LS) (LP) (GP) (GS)
Isodata-PS T1 v v N
BSSC v T v Ve
sSSC v v v v
ESSC v v v Ve
NebFuzz v v v v

Todos os algoritmos neste trabalho sao iterativos, ou seja, comegam de uma parti-

¢ao fuzzy inicial e alternam trés etapas até a convergéncia, quando um critério de parada é
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satisfeito. A solugao desses algoritmos sao os melhores protétipos, particoes fuzzy e matriz

de pesos que minimizam o critério de adequacao, ou fungao objetivo.

Nesta tese foram descritos em detalhes a derivacao desses algoritmos. Além disso,
provamos a convergéncia desses algoritmos e foi realizada uma andlise de complexidade

de tempo desses algoritmos.

Para avaliar o desempenho dos algoritmos, foram realizados experimentos com ba-
ses de dados de problemas reais e com dados simulados. A partir do experimento com
bases de dados reais pudemos realizar quatro analises. A primeira foi estudar alguns va-
lores para o parametro alfa. Selecionado o valor alfa de cada algoritmo, foi realizada uma
analise para confirmar que algoritmos com distancia adaptativa realmente melhoram o de-
sempenho em relagao aos algoritmos com distdncia Euclidiana. Depois, foi realizado um
estudo para comparar o desempenho de todos os algoritmos de agrupamento semissuper-
visionados considerados nesse trabalho. Por tltimo, utilizamos uma técnica para escolher
de forma inteligente os exemplos rotulados dos algoritmos. Com base nos resultados desses

experimentos, podemos concluir que:

e Com relagao ao parametro alfa dos algoritmos com ponderacao automatica de varia-
veis baseados no algoritmo BSSC, na maioria dos casos, com poucos dados rotulados
(1% até 10%) o valor é abaixo de um, enquanto com mais de 20% de dados rotulados

o valor de alfa (a) é igual a um;

e Com relacao ao parametro alfa dos algoritmos com ponderagdo automatica de va-
riaveis baseados no algoritmo ESSC, na maioria dos casos, possui valores baixos,

variando de 0,1 até 1;

e Com relacao ao parametro alfa dos algoritmos com ponderagao automatica de varia-
veis baseados no algoritmo NebFuzz, eles variaram bastante, na maioria dos casos,

os valores de alfa estudados sdo estatisticamente equivalentes;

e Com relacao ao pardmetro alfa dos algoritmos com ponderacao automatica de varia-
veis baseados no algoritmo Isodata-PS, com poucos dados rotulados (1% até 10%),
o alfa possui valores baixos (0,1 e 0,5), com apenas 3 casos com valores maiores que
esse valor. E com mais de 20% de dados rotulados, os valores de alfa variaram de 1
até 50;

e Em geral, ndo existe um valor padrao de alfa para um algoritmo de agrupamento
semissupervisionado. O valor de alfa pode ser diretamente afetado caso a quantidade
de dados rotulados seja diferente, bem como, também depende do problema ou base

de dados considerada;

e A ponderacao automatica de variaveis se mostrou uma abordagem interessante, pois

para os cinco algoritmos que foram modificados para utilizar essa abordagem, pelo
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menos uma versao com distancia adaptativa obteve desempenho melhor quando

comparado com o algoritmo com a distancia Euclidiana que o originou;

e Os melhores algoritmos com distancia adaptativa baseados no algoritmo BSSC, fo-
ram os algoritmos BSSC-LP e BSSC-LS para poucos dados rotulados (1% até 10%)
e o algoritmo BSSC-GP para mais de 20% de dados rotulados;

e Para os algoritmos com distancia adaptativa baseados no algoritmo sSSC, para
menos de 10% de dados rotulados o melhor desempenho foi obtido pelos algoritmos
sSSC-GP e sSSC-LP. Para mais que 20% de dados rotulados, o melhor desempenho
foi obtido pelos algoritmos sSSC-GS e sSSC-LS;

e Os melhores algoritmos com distancia adaptativa baseados no algoritmo ESSC foram
os algoritmos ESSC-GP e ESSC-LP;

e O melhor algoritmo com distancia adaptativa baseado no algoritmo NebFuzz foi o
algoritmo NebFuzz-GP;

e O melhor algoritmo baseado no algoritmo Isodata-PS foi o algoritmo Isodata-PS-
GP;

e A versdo com ponderacao automéatica de varidveis que sempre esteve entre os me-
lhores algoritmos foi a versao com ponderagao global de varidveis em que o produto

dos pesos das variaveis tem que ser igual a um;

e Se houver uma comparagao entre as versoes com restricao do produto dos pesos das
variaveis tem que ser igual a um versus a restricao da soma dos pesos das variaveis
igual a um, nota-se que a versao com restricao de produto teve mais algoritmos com

melhor desempenho;

e O pior desempenho foi obtido pelas versoes com ponderacgao local de variaveis com

restricao da soma dos pesos das variaveis igual a um;

e De forma geral, os algoritmos com ponderacao automatica de variaveis que se des-
tacaram em termos de desempenho foram os algoritmos ESSC-GP e ESSC-LP. O
algoritmo Isodata-PS-PG também obteve bons resultados, estatisticamente equiva-

lentes aos dois primeiros algoritmos;

e Outro ponto a se destacar é que todos os algoritmos melhoraram o desempenho de

acordo com o aumento de dados rotulados;

e Rotular itens localizados na fronteira da andlise dos graus de pertinéncia do algo-
ritmo Fuzzy C-Means aumentou o desempenho de todos os algoritmos na maioria

das diferentes quantidade de rétulos avaliadas nesse trabalho.
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O experimento na base de dados simulados 1 mostrou que os algoritmos com
ponderagao local de variaveis se comportam conforme esperado e diferenciam a relevancia
de cada varidvel na definicdo de cada grupo. Os algoritmos com ponderagao global de
variaveis se mostraram bastante eficientes quando a relevancia das varidveis na defini¢ao

dos grupos era semelhante, como mostrado no experimento com base de dados simulados

2.

Em virtude dos resultados apresentados, podemos afirmar que os algoritmos com
ponderagao automatica de variaveis alcancaram excelentes desempenhos. Principalmente
os algoritmos com ponderacao global de varidveis em que a restricao do produto dos
pesos da variavel é igual a um, pois esses foram melhores ou pelo menos estatisticamente

equivalentes a outros algoritmos considerados nesse trabalho.

7.2 CONTRIBUICOES

Durante o doutorado foram publicados alguns artigos cientificos com os algoritmos

desenvolvidos.

O artigo abaixo apresentou o algoritmo Isodata-PS-LP (MACARIO e DE CARVALHO,
2012b):

*MACARIO, VALMIR ; CARVALHO, DE FRANCISCO DE A.T. An adaptive isodata
fuzzy clustering algorithm with partial supervision. In: 2012 IEEE International Con-
ference on Systems, Man and Cybernetics SMC, 2012, Seoul. 2012 IEEE International
Conference on Systems, Man, and Cybernetics (SMC). p. 1978-1983.

O algoritmo NebFuzz-LP (MACARIO e DE CARVALHO, 2012a) foi apresentado pelo
artigo:

*MACARIO, VALMIR ; DE CARVALHO, FRANCISCO DE A.T. An adaptive semi-
supervised fuzzy clustering algorithm based on objective function optimization. In: 2012
IEEE International Conference on Fuzzy Systems (FUZZIEEE), 2012, Brisbane. 2012
IEEE International Conference on Fuzzy Systems. p. 2015-2022.

O préximo artigo realizou uma aplicagao numa base de dados de expressao génica com os
algoritmos semissupervisionados (MACARIO et al., 2012):

*MACARIO, VALMIR ; COSTA, IVAN G. ; OLIVEIRA, JOAO F.L. ; DE CARVALHO,
FRANCISCO DE A.T. . Predicting Gene Functions Using Semi-supervised Clustering Al-
gorithms with Objective Function Optimization. In: 2012 Brazilian Symposium on Neural
Networks (SBRN), 2012, Curitiba. 2012 Brazilian Symposium on Neural Networks. p. 61-
66.
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Também, desenvolvemos um novo algoritmo de agrupamento nao supervisionado cha-
mado XPFCM (MACARIO e DE CARVALHO, 2014), no futuro, sera desenvolvido uma
versao semissupervisionada desse algoritmo:

*MACARIO, VALMIR ; DE CARVALHO, FRANCISCO DE A.T. . An adjustable p-
exponential clustering algorithm. In: European Symposium on Artificial Neural Networks,
Computational Intelligence and Machine Learning, 2014, Bruges. Proceedings of European

Symposium on Artificial Neural Networks, 2014.

7.3 TRABALHOS FUTUROS

Neste trabalho foram utilizadas bases de dados disponiveis em sites conhecidos da
academia. O objetivo é estender os testes para bases de dados de aplica¢oes reais. Duas
aplicagoes serao testadas prioritariamente: uma de segmentacao de imagens e outra de
classificagao de expressoes génicas, conhecidas por serem bases de dados dificeis de rotular

Por seres humanos.

Existem alguns algoritmos de agrupamento semissupervisionado que utilizam res-
trigoes para otimizar o critério de agrupamento Basu et al. (BASU et al., 2006) em seu
treinamento. Outra proposta é comparar o desempenho dos novos algoritmos de agrupa-

mento semissupervisionado com algoritmos desse tipo.

Neste trabalho, apresentamos quatro tipos de distancias adaptativas. Além desta,
existem outros tipos de distancias adaptativas. Como trabalhos futuros, pretendemos

utilizar outros tipos de distancias adaptativas nesses algoritmos.

Planeja-se realizar um estudo do parametro alfa utilizando algoritmos evolucio-
narios, que possibilitam utilizar um intervalo maior de possibilidades de valores para o

parametro alfa.
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APENDICE A - RESULTADOS

Tabela 56 — Desempenho médio dos algoritmos BSSC e suas respectivas versoes com pon-
deracao automética de varidveis com 10% de dados rotulados.

Acurécia (%)

Base de Dados BSSC BSSC-PG BSSC-PL BSSC-GS BSSC-LS
Australian 58,18(3) | 56,26(4,5) | 58,66(2) | 56,26(4,5) | 66,11(1)
Balance 53,66(5) | 68,02(1,5) | 64,13(4) | 68,01(3) | 68,02(1,5)
CMC 40,79(3) | 36,14(5) | 44,31(1) | 36,16(4) | 42,42(2)
Diabetes 65,10(3,5) | 63,67(5) 65,63(1) | 65,10(3,5) | 65,20(2)
Ecoli 62,23(4) 79,54(2) 72,39(3) 79,56(1) 42,59(5)
Glass 53,71(1) 52,80(2) 50,35(5) 52,22(3) 51,01(4)
Haberman 70,73(5) | 73,53(2,0) | 73,53(2,0) | 73,53(2,0) | 73,15(4)
Hayes 44,19(1) 41,49(5) 43,21(3) 41,50(4) 43,38(2)
Heart 47,87(2) | 42,09(3) | 57,77(1) | 39,83(4) | 39,14(5)
ICU 72,91(3) | 50,72(5) | 80,00(1,5) | 52,23(4) | 80,00(1,5)
Iris 89,66(5) | 91,98(2) | 90,61(4) | 92,13(1) | 90,77(3)
Libras 46,67(3) 46,62(4) 47,22(1) | 46,60(5) 46,89(2)
Mammographic 67,78(5) 78,63(1) 76,56(4) 78,60(2) 78,17(3)
Segmentation 62,12(3) 67,80(2) 23,29(5) 67,88(1) 46,00(4)
Spam 64,45(3) 60,60(5) 76,99(1) 64,40(4) 65,53(2)
Teaching 39,62(5) 43,01(2) 46,32(1) 42,16(3) 41,09(4)
Vehicle 41,22(3) 38,72(4) 41,76(2) 38,67(5) 42,31(1)
Wine 68,69(5) | 93,17(1) | 92,42(2) | 78,03(4) 78,07(3)
Yeast 73,84(3) | 75,43(2) | 73,10(4,5) | 76,14(1) | 73,10(4,5)
NMI
Base de Dados BSSC BSSC-PG BSSC-PG BSSC-GS BSSC-LS
Australian 0,08(2,5) 0,04(4,5) 0,08(2,5) 0,04(4,5) 0,16(1)
Balance 0,16(4) 0,17(2,0) 0,14(5) 0,17(2,0) | 0,17(2,0)
cMC 0,03(3,5) | 0,03(3,5) | 0,03(3,5) | 0,03(3,5) 0,04(1)
Diabetes 0,02(5) 0,03(3,0) | 0,03(3,0) 0,04(1) 0,03(3,0)
Ecoli 0,56(3,0) | 0,56(3,0) 0,58(1) 0,56(3,0) 0,15(5)
Glass 0,39(2) 0,36(4,5) | 0,36(4,5) 0,38(3) 0,41(1)
Haberman 0,00(3,5) | 0,00(3,5) | 0,00(3,5) | 0,00(3,5) 0,01(1)
Hayes 0,01(2,0) | 0,00(4,5) | 0,01(2,0) | 0,00(4,5) | 0,01(2,0)
Heart 0,01(5) 0,02(3,5) | 0,02(3,5) | 0,03(1,5) | 0,03(1,5)
ICU 0,00(4,0) | 0,00(4,0) 0,01(2) 0,00(4,0) 0,04(1)
Iris 0,76(5) 0,80(2) 0,78(3,5) 0,81(1) 0,78(3,5)
Libras 0,65(5) 0,66(2,5) | 0,66(2,5) | 0,66(2,5) | 0,66(2,5)
Mammographic 0,11(5) 0,27(2,0) 0,25(4) 0,27(2,0) 0,27(2,0)
Segmentation 0,55(3) 0,63(1) 0,18(5) 0,61(2) 0,47(4)
Spam 0,05(3,5) 0,00(5) 0,25(1) 0,05(3,5) 0,10(2)
Teaching 0,03(4,5) 0,04(3) 0,08(1) 0,03(4,5) 0,07(2)
Vehicle 0,18(2,5) | 0,14(4,5) 0,19(1) 0,14(4,5) | 0,18(2,5)
Wine 0,43(5) 0,78(1) 0,76(2) 0,50(3,5) | 0,50(3,5)

Yeast 0,17(3) 0,19(2) 0,11(5) 0,21(1) 0,15(4)
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Tabela 57 — Desempenho médio dos algoritmos BSSC e suas respectivas versoes com pon-
deracao automética de varidveis com 50% de dados rotulados.

Acuracia (%)
Base de Dados BSSC BSSC-PG | BSSC-PL | BSSC-GS BSSC-LS
Australian 77.86(5) | 77,88(3,5) | 78,04(1,5) | 77,88(3,5) | 78,04(1,5)
Balance 76,13(4) | 76,15(2,0) | 62,83(5) | 76,15(2,0) | 76,15(2,0)
CMC 65,33(4) | 65,55(1,5) | 45,24(5) | 65,55(1,5) | 65,46(3)
Diabetes 67,57(1) 67,22(2) 65,79(5) 67,18(3) 67,16(4)
Ecoli 66,84(5) | 66,92(3,5) | 69,31(2) | 66,92(3,5) | 71,43(1)
Glass 72,75(5) 74,23(1) 73,08(3) 74,21(2) 73,17(4)
Haberman 75,98(4) | 76,06(2,5) | 73,53(5) | 76,06(2,5) | 76,34(1)
Hayes 67,11(3,5) | 67,11(3,5) | 67,12(1) | 67,11(3,5) | 67,11(3,5)
Heart 70,54(4) 71,46(1) 58,69(5) 71,35(2) 71,34(3)
ICU 74,39(3,5) | 74,39(3,5) | 80,00(1) 74,36(5) 75,04(2)
Tris 94,48(5) | 94,94(1,5) | 94,75(4) | 94,94(1,5) | 94,83(3)
Libras 58,16(3) | 58,22(1,5) | 57,73(5) | 58,22(1,5) | 57,87(4)
Mammographic 83,83(5) 84,54(2,5) 84,68(1) 84,54(2,5) 84,53(4)
Segmentation 75,40(4) 77,50(1) 54,79(5) 76,22(2) 75,70(3)
Spam 68,11(5) 68,27(2) 68,44(1) 68,19(4) 68,23(3)
Teaching 68,47(5) | 68,58(3,5) | 68,68(2) | 68,58(3,5) | 69,13(1)
Vehicle 65,50(1) | 65,02(4,5) | 65,14(3) | 65,02(4,5) | 65,23(2)
Wine 84,98(3) 85,31(2) 85,44(1) 84,96(5) 84,97(4)
Yeast 87,96(3) 89,34(2) 84,45(5) 89,39(1) 87,30(4)
NMI
Base de Dados BSSC BSSC-PG BSSC-PG BSSC-GS BSSC-LS
Australian 0,37(3,00 | 0,37(3,00 | 0,37(3,0) | 0,37(3,0) | 0,37(3,0)
Balance 0,39(2,5) | 0,39(2,5) 0,12(5) 0,39(2,5) | 0,39(2,5)
CMC 0,19(4) 0,20(2,0) 0,03(5) 0,20(2,0) | 0,20(2,0)
Diabetes 0,12(4) 0,13(2,0) 0,03(5) 0,13(2,0) | 0,13(2,0)
Ecoli 0,62(3,5) | 0,62(3,5) 0,63(1) 0,62(3,5) | 0,62(3,5)
Glass 0,54(5) 0,56(1,5) | 0,55(3,5) | 0,56(1,5) | 0,55(3,5)
Haberman 0,17(3,0) | 0,17(3,0) 0,00(5) 0,17(3,0) 0,18(1)
Hayes 0,22(3,0) | 0,22(3,0) | 0,22(3,0) | 0,22(3,0) | 0,22(3,0)
Heart 0,13(4) 0,15(2,0) 0,02(5) 0,15(2,0) | 0,15(2,0)
ICU 0,12(3,0) | 0,12(3,0) 0,01(5) 0,12(3,0) 0,13(1)
Iris 0,84(5) 0,85(2,5) | 0,85(2,5) | 0,85(2,5) | 0,85(2,5)
Libras 0,72(3,0) | 0,72(3,0) | 0,72(3,0) | 0,72(3,0) | 0,72(3,0)
Mammographic 0,37(5) 0,39(3,0) 0,40(1) 0,39(3,0) 0,39(3,0)
Segmentation 0,66(4) 0,69(1) 0,44(5) 0,68(2) 0,67(3)
Spam 0,19(5) 0,20(3,0) 0,21(1) 0,20(3,0) | 0,20(3,0)
Teaching 0,27(3,0) | 0,27(3,0) | 027(3,0) | 0,27(3,0) | 0,27(3,0)
Vehicle 0,36(1) 0,35(3,5) | 0,35(3,5) | 0,35(3,5) | 0,35(3,5)
Wine 0,61(4,0) | 0,62(1,5) | 0,62(1,5) | 0,61(4,0) | 0,61(4,0)
Yeast 0,45(3) 0,48(1,5) 0,40(5) 0,48(1,5) 0,44(4)
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Tabela 58 — Desempenho médio dos algoritmos sSSC e suas respectivas versoes com pon-
deracao automaética de varidveis com 10% de dados rotulados

Acuracia (%)
Base de Dados BSSC BSSC-PG | BSSC-PL | BSSC-GS | BSSC-LS

Australian 57,04(5) | 74,63(3) | 71,06(4) | 82,22(1) | 80,42(2)
Balance 39,34(5) | 62,40(1,5) | 62,40(1,5) | 46,15(4) | 46,83(3)
CMC 40,07(5) | 44,21(1,5) | 44,21(1,5) | 40,20(4) | 40,30(3)
Diabetes 57,08(3) | 65,62(1,5) | 65,62(1,5) | 56,77(4) | 56,66(5)
Ecoli 36,15(3) | 36,50(2) | 31,27(5) | 36,81(1) | 33,51(4)
Glass 28,64(5) | 209,72(4) | 32,23(1) | 29,94(3) | 30,23(2)
Haberman 55,05(4) | 73,31(1,5) | 73,31(1,5) | 54,84(5) | 55,50(3)
Hayes 44,83(5) | 46,14(3) | 4553(4) | 51,19(2) | 52,24(1)
Heart 55,09(4) | 56,42(1,5) | 56,42(1,5) | 55,10(3) | 54,99(5)
ICU 55,10(5) | 80,00(1,5) | 80,00(1,5) | 55,35(4) | 55,99(3)
Iris 37,86(2) | 37.21(5) | 37.77(3) | 37.35(4) | 38,41(1)
Libras 46,04(5) | 46,60(4) | 47,73(1) | 47.56(2) | 47,40(3)
Mammographic 65,13(4) 74,77(1) 69,93(3) 73,91(2) 54,84(5)
Segmentation | 57,16(2) | 61,34(1) | 27,29(3) | 23,63(4) | 22,86(5)
Spam 63,79(3) | 72,97(1) | 61,64(5) | 71,08(2) | 63,06(4)
Teaching 40,30(5) | 47,87(1) | 42,68(4) | 45,67(2) | 44,80(3)
Vehicle 32,50(3) | 31,78(5) | 32,94(1) | 32,32(4) | 32,81(2)
Wine 36,11(3) | 35,63(5) | 3582(4) | 38,92(2) | 39,20(1)
Yeast 72,31(3,0) | 72,31(3,0) | 72,31(3,0) | 72,31(3,0) | 72,31(3,0)
NMI
Base de Dados BSSC BSSC-PG BSSC-PG BSSC-GS BSSC-LS
Australian 0,08(5) 0,26(3) 0,22(4) 0,36(1) 0,33(2)
Balance 0,103,5) | 0,13(1,5) | 0,13(1,5) 0,09(5) 0,10(3,5)
cMC 0,04(1,5) | 0,03(4,0) | 0,03(4,0) | 0,03(4,0) | 0,04(1,5)
Diabetes 0,04(1) 0,03(3,5) | 0,03(3,5) | 0,03(3,5) | 0,03(3,5)
Ecoli 0,50(2,5) | 0,51(1) 0,21(4) | 0,50(2,5) | 0,18(5)
Glass 0,34(1) 0,30(2) 0,26(3) | 0,16(4,5) | 0,16(4,5)
Haberman 0,01(2,0) | 0,004,5) | 0,004,5) | 0,01(2,0) | 0,01(2,0)
Hayes 0,02(4,5) 0,04(3) 0,02(4,5) 0,06(2) 0,07(1)
Heart 0,03(1) 0,02(3,5) | 0,02(3,5) | 0,02(3,5) | 0,02(3,5)
ICU 0,01(4,0) | 0,01(4,0) | 0,01(4,0) 0,04(2) 0,05(1)
Iris 0,60(5) 0,67(3) 0,65(4) 0,69(1) 0,68(2)
Libras 0,65(5) 0,66(3,5) | 0,67(1,5) | 0,66(3,5) | 0,67(1,5)
Mammographic 0,08(4) 0,21(1) 0,16(3) 0,19(2) 0,03(5)
Segmentation 0,47(2) 0,55(1) 0,24(3) 0,18(4,5) 0,18(4,5)
Spam 0,05(5) 0,17(1) 0,07(4) 0,14(2) 0,09(3)
Teaching 0,02(5) 0,07(4) 0,08(2,0) | 0,08(2,0) | 0,08(2,0)
Vehicle 0,16(2) 0,00(5) 0,17(1) 0,14(4) 0,15(3)
Wine 0,34(3) 0,64(1) 0,61(2) 0,20(4) 0,27(5)

Yeast 0,01(3,0) | 0,01(3,0) | 0,01(3,0) | 0,01(3,0) | 0,01(3,0)
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Tabela 59 — Desempenho médio dos algoritmos sSSC e respectivas versoes com pondera-
¢do automatica de varidveis com 50% de dados rotulados

Acuracia (%)
Base de Dados BSSC BSSC-PG | BSSC-PL BSSC-GS | BSSC-LS
Australian 0,08(5) 0,26(3) 0,22(4) 0,36(1) 0,33(2)
Balance 0,10(3,5) | 0,13(1,5) | 0,13(1,5) | 0,09(5) | 0,10(3,5)
CMC 0,04(1,5) | 0,03(4,0) | 0,03(4,0) | 0,03(4,0) | 0,04(1,5)
Diabetes 0,04(1) | 0,03(3,5) | 0,03(3,5) | 0,03(3,5) | 0,03(3,5)
Ecoli 0,50(2,5) | 0,51(1) 0,21(4) 0,50(2,5) | 0,18(5)
Glass 0,34(1) 0,30(2) 0,26(3) 0,16(4,5) | 0,16(4,5)
Haberman 0,01(2,0) | 0,00(4,5) | 0,00(4,5) | 0,01(2,0) | 0,01(2,0)
Hayes 0,02(4,5) | 0,04(3) 0,02(4,5) | 0,06(2) 0,07(1)
Heart 0,03(1) | 0,02(3,5) | 0,02(3,5) | 0,02(3,5) | 0,02(3,5)
ICU 0,01(4,0) | 0,01(4,0) | 0,01(4,0) | 0,04(2) 0,05(1)
Iris 0,60(5) 0,67(3) 0,65(4) 0,69(1) 0,68(2)
Libras 0,65(3) | 0,66(3,5) | 0,67(1,5) | 0,66(3,5) | 0,67(1,5)
Mammographic 0,08(4) 0,21(1) 0,16(3) 0,19(2) 0,03(5)
Segmentation 0,47(2) 0,55(1) 0,24(3) 0,18(4,5) 0,18(4,5)
Spam 0,05(5) 0,17(1) 0,07(4) 0,14(2) 0,09(3)
Teaching 0,02(5) 0,07(4) 0,08(2,0) | 0,08(2,0) | 0,08(2,0)
Vehicle 0,16(2) 0,09(5) 0,17(1) 0,14(4) 0,15(3)
Wine 0,34(3) 0,64(1) 0,61(2) 0,20(4) 0,27(5)
Yeast 0,01(3,0) | 0,01(3,0) | 0,01(3,0) | 0,01(3,0) | 0,01(3,0)
NMI
Base de Dados BSSC BSSC-PG BSSC-PG BSSC-GS BSSC-LS
Australian 0,33(5) | 0,57(2,5) 0,53(4) 0,58(1) | 0,57(2,5)
Balance 0,202) | 0,12(4,5) | 0,12(4,5) | 0,28(3) 0,30(1)
cMC 0,22(3) | 0,03(4,5) | 0,03(4,5) | 027(2) 0,34(1)
Diabetes 0,19(1) | 0,03(4,5) | 0,03(4,5) | 0,17(2,5) | 0,17(2,5)
Ecoli 0,59(2) 0,60(1) 0,57(3) 0,53(4) 0,50(5)
Glass 0,42(3) 0,43(2) 0,47(1) 0,36(5) 0,37(4)
Haberman 0,17(2,0) | 0,00(4,5) | 0,00(4,5) | 0,17(2,0) | 0,17(2,0)
Hayes 0,24(2,5) | 0,24(2,5) 0,22(5) 0,24(2,5) | 0,24(2,5)
Heart 0,20(2,0) | 0,02(4,5) | 0,02(4,5) | 0,20(2,0) | 0,20(2,0)
ICU 0,16(3) | 0,01(4,5) | 0,01(4,5) 0,19(2) 0,21(1)
Iris 0,47(5) | 0,51(1,5) | 0,449(3,5) | 0,51(1,5) | 0,49(3,5)
Libras 0,62(4,5) | 0,62(4,5) | 0,64(1,5) | 0,63(3) | 0,64(1,5)
Mammographic 0,17(5) 0,19(3) 0,22(2) 0,18(4) 0,27(1)
Segmentation 0,53(2,5) 0,59(1) 0,53(2,5) 0,50(5) 0,51(4)
Spam 0,29(5) 0,51(1) | 0,49(2,5) | 0,49(2,5) | 0,43(4)
Teaching 0,23(5) 0,25(4) 0,32(2) 0,31(3) 0,34(1)
Vehicle 0,33(2,0) | 0,29(5) 0,33(2,0) | 0,33(2,0) | 0,32(4)
Wine 0,39(4,5) | 0,47(1,5) | 0,47(1,5) 0,40(3) | 0,39(4,5)
Yeast 0,17(3,5) | 0,18(1) 0,17(3,5) | 0,17(3,5) | 0,17(3,5)
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Tabela 60 — Desempenho médio dos algoritmos ESSC e suas respectivas versoes com pon-
deragdo automatica de varidaveis com 10% de dados rotulados.

ERC
Base de Dados ESSC ESSC-PG ESSC-PL ESSC-GS ESSC-LS
Australian 63,43(5) | 86,16(1) | 83,16(3) 83,00(2) 76,58(4)
Balance 82,76(1) 82,60(4) 82,63(2) 82,61(3) 81,41(5)
CMC 46,23(3) | 50,39(1) | 49,74(2) | 45,98(4) | 42,49(5)
Diabetes 66,57(3) 74,22(1) 73,53(2) 63,25(4) 63,16(5)
Ecoli 79,27(2) 81,21(1) 47,62(5) 78,73(3) 74,26(4)
Glass 51,79(1,5) | 51,13(3) | 51,79(1,5) | 29,25(4) 29,24(5)
Haberman 61,76(3) 63,50(2) 67,13(1) 59,21(5) 61,49(4)
Hayes 52,49(3) 52,21(4) 53,44(1) 51,99(5) 53,41(2)
Heart 66,77(5) | 83,23(1) | 82,53(2) 77,48(3) 74,23(4)
ICU 56,99(5) | 63,77(4) | 68,92(1) 66,13(3) | 67,23(2)
Iris 74,81(5) | 81,49(2) | 83,18(1) 81,34(3) | 80,56(4)
Libras 13,40(5) | 29,04(4) | 37,80(1) | 36,69(2) | 34,93(3)
Mammographic 70,38(5) 81,59(1) 79,91(2) 78,45(3) 74,22(4)
Segmentation 58,29(1) 57,11(2) 39,50(3) | 22,86(4,5) | 22,86(4,5)
Spam 71,19(4) 89,80(1) 84,88(3) 86,10(2) 68,84(5)
Teaching 41,99(5) 49,62(1) 48,54(3) 48,81(2) 46,86(4)
Vehicle 44,25(5) 47,73(3) 51,34(1) 47,10(4) 49,61(2)
Wine 72,42(3) | 92,31(1) | 91,32(2) 67,69(4) | 66,57(5)
Yeast 74,05(2) | 76,27(1) | 72,80(4) 73,64(3) 72,40(5)
NMI
Base de Dados ESSC ESSC-PG ESSC-PG ESSC-GS ESSC-LS
Australian 0,15(5) 0,42(1) 0,36(3) 0,38(2) 0,26(4)
Balance 0,49(3,0) | 0,49(3,0) 0,50(1) 0,49(3,0) 0,48(5)
CMC 0,06(4,0) 0,08(1) 0,07(2) 0,06(4,0) | 0,06(4,0)
Diabetes 0,07(3) 0,18(1) 0,16(2) 0,04(4,5) | 0,04(4,5)
Ecoli 0,62(2) 0,65(1) 0,17(5) 0,61(3) 0,57(4)
Glass 0,39(1) 0,34(2,5) | 0,34(2,5) | 0,10(4,5) | 0,10(4,5)
Haberman 0,04(3) 0,05(2) 0,06(1) 0,03(4,5) | 0,03(4,5)
Hayes 0,13(3,0) | 0,13(3,0) 0,14(1) 0,12(5) 0,13(3,0)
Heart 0,09(5) 0,35(1) 0,33(2) 0,23(3) 0,19(4)
ICU 0,03(5) 0,06(3,0) 0,07(1) 0,06(3,0) | 0,06(3,0)
Iris 0,61(4) 0,68(2) 0,69(1) 0,63(3) 0,58(5)
Libras 0,13(5) 0,41(4) 0,59(1) 0,54(2,5) | 0,54(2,5)
Mammographic 0,13(5) 0,33(1) 0,29(2) 0,26(3) 0,22(4)
Segmentation 0,50(2) 0,55(1) 0,35(3) 0,18(4,5) 0,18(4,5)
Spam 0,11(5) 0,52(1) 0,42(2) 0,40(3) 0,20(4)
Teaching 0,03(5) 0,08(3) 0,07(4) 0,12(1) 0,10(2)
Vehicle 0,21(2,5) | 0,19(4,5) 0,22(1) 0,19(4,5) | 0,21(2,5)
Wine 0,48(3) 0,78(1) 0,75(2) 0,34(4) 0,33(5)
Yeast 0,17(2) 0,20(1) 0,13(4) 0,16(3) 0,10(5)
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Tabela 61 — Desempenho médio dos algoritmos ESSC e suas respectivas versoes com pon-
deracao automética de varidveis com 50% de dados rotulados.

Acuracia (%)
Base de Dados ESSC ESSC-PG ESSC-PL ESSC-GS ESSC-LS
Australian 82,44(5) | 93,00(1) | 9L,73(3) | 92,94(2) | 89,30(4)
Balance 91,69(1) | 90,96(4) | 91,61(2) | 80,42(5) | 91,44(3)
CMC 69,66(4) | 73,10(1) | 72,75(2) | 70,76(3) | 68,50(5)
Diabetes 81,37(3) | 86,12(2) 86,37(1) 80,16(5) 80,19(4)
Ecoli 90,08(1) | 90,00(2) 79,68(5) 89,02(3) 87,95(4)
Glass 74,13(3) | 74,57(2) 77,02(1) 59,01(4) 58,04(5)
Haberman 82,78(4) | 84,58(2) 86,52(1) 80,22(5) 83,88(3)
Hayes 75,36(4) | 75,43(3) 77,00(2) 74,71(5) 77,92(1)
Heart 82,60(5) | 91,75(2) | 92,30(1) | 88,86(3) | 88,61(4)
ICU 78,64(5) | 84,09(4) | 86,34(3) | 86,59(2) | 87,56(1)
Tris 91,20(4) | 93,09(1,5) | 93,09(1,5) | 92,00(3) 91,10(5)
Libras 46,98(5) | 47.84(4) | 48,96(3) | 50,00(1) | 49,67(2)
Mammographic | 83,53(5) 89,78(1) 89,37(2) 88,42(4) 88,52(3)
Segmentation | 83,88(2) | 86,30(1) 73,48(3) | 57,14(4,5) | 57,14(4,5)
Spam 84,02(4) | 94,74(1) 92,10(3) 92,58(2) 81,49(5)
Teaching 66,92(5) | 75,68(1) 74,52(2) 72,51(3) 70,10(4)
Vehicle 69,70(5) | 70,84(3) 72,72(1) 70,43(4) 72,26(2)
Wine 84,27(3) | 97,22(1) 96,47(2) 84,24(4) 83,22(5)
Yeast 88,67(2) | 90,15(1) | 85,64(4) | 88,43(3) | 84,98(5)
NMI
Base de Dados ESSC ESSC-PG ESSC-PG ESSC-GS ESSC-LS
Australian 0,39(5) | 0,64(1,5) 0,60(3) 0,64(1,5) 0,53(4)
Balance 0,72(3) 0,71(4) 0,73(1,5) 0,49(5) 0,73(1,5)
CcMC 0,31(3,0) | 0,32(1) 0,31(3,0) 0,30(5) 0,31(3,0)
Diabetes 0,28(3) 0,41(2) 0,42(1) 0,25(4,5) | 0,25(4,5)
Ecoli 0,78(1) 0,77(2) 0,62(5) 0,74(4) 0,75(3)
Glass 0,57(2) 0,56(3) 0,58(1) 0,36(4) 0,35(5)
Haberman 0,29(3,5) | 0,32(2) 0,35(1) 0,25(5) 0,29(3,5)
Hayes 0,39(3,5) | 0,39(3,5) 0,42(2) 0,35(5) 0,43(1)
Heart 0,33(5) 0,59(2) 0,61(1) 0,50(3) 0,49(4)
ICU 0,22(5) 0,31(4) 0,32(3) 0,33(1,5) | 0,33(1,5)
Iris 0,78(3) | 0,82(1,5) | 0,82(1,5) 0,77(4) 0,75(5)
Libras 0,65(4,5) | 0,65(4,5) | 0,66(2,5) 0,67(1) 0,66(2,5)
Mammographic 0,36(5) 0,54(1) 0,52(2) 0,49(4) 0,50(3)
Segmentation 0,75(2) 0,79(1) 0,66(3) 0,51(4,5) 0,51(4,5)
Spam 0,36(5) 0,70(1) 0,62(2) 0,61(3) 0,42(4)
Teaching 0,24(5) 0,36(3) 0,35(4) 0,40(1) 0,37(2)
Vehicle 0,43(3) | 0,41(4,5) 0,45(2) 0,41(4,5) 0,46(1)
Wine 0,58(3,5) | 0,90(1) 0,87(2) 0,58(3,5) 0,57(5)
Yeast 0,46(2) 0,50(1) 0,42(4) 0,45(3) 0,38(5)
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Tabela 62 — Desempenho médio dos algoritmos NebFuzz e suas respectivas versoes com
ponderacao automética de varidveis com 10% de dados rotulados.

Acuracia (%)
Base de Dados NebFuzz NebFuzz-PG NebFuzz-PL NebFuzz-GS NebFuzz-LS
Australian 56,76(3) 56,04(5) 62,20(1) 57,74(2) 56,39(4)
Balance 85,84(2) 86,82(1) 62,26(3) 60,35(4) 48,11(5)
CMC 42,82(5) 45,22(2) 45,54(1) 43,56(4) 43,96(3)
Diabetes 66,03(2) 73,15(1) 65,64(3) 62,66(4,5) 62,66(4,5)
Ecoli 76,51(2) 80,35(1) 48,44(4) 49,13(3) 36,02(5)
Glass 46,21(1) 45,67(2) 38,75(4) 40,89(3) 36,32(5)
Haberman 64,17(4) 61,71(5) 73,53(1) 67,51(2) 67,45(3)
Hayes 45,16(4) 45,02(5) 45,47(3) 46,74(2) 49,39(1)
Heart 57,53(4) 78,80(1) 57,19(5) 65,48(2) 63,86(3)
ICU 67,47(5) 70,33(3) 80,00(1) 73,36(2) 69,89(4)
Iris 90,19(5) 95,73(3) 94,15(4) 95,96(2) 96,29(1)
Libras 46,60(5) 46,80(4) 47,71(2) 47,62(3) 47,93(1)
Mammographic 70,52(4) 80,50(1) 79,14(2) 78,69(3) 54,29(5)
Segmentation 62,64(2) 66,81(1) 25,78(3) 15,71(4) 14,88(5)
Spam 64,63(4) 80,15(1) 71,54(2) 70,10(3) 62,02(5)
Teaching 38,66(5) 53,04(1) 45,75(3) 46,59(2) 44,30(4)
Vehicle 34,24(2) 27,81(5) 34,74(1) 33,58(3) 31,54(4)
Wine 64,89(4) 93,65(1) 79,56(2) 65,62(3) 62,90(5)
Yeast 72,31(3,5) 72,31(3,5) 72,34(1) 72,31(3,5) 72,31(3,5)
NMI
Base de Dados NebFuzz NebFuzz-PG NebFuzz-PG NebFuzz-GS NebFuzz-LS
Australian 0,04(2) 0,03(3,5) 0,10(1) 0,03(3,5) 0,01(5)
Balance 0,55(2) 0,56(1) 0,40(3) 0,35(4) 0,24(5)
CMC 0,03(4) 0,06(1) 0,05(2,5) 0,01(5) 0,05(2,5)
Diabetes 0,04(2) 0,16(1) 0,03(3) 0,02(4,5) 0,02(4,5)
Ecoli 0,58(2) 0,59(1) 0,39(3) 0,35(4) 0,18(5)
Glass 0,38(1) 0,33(2) 0,32(3) 0,25(4) 0,18(5)
Haberman 0,00(3,0) 0,00(3,0) 0,00(3,0) 0,00(3,0) 0,00(3,0)
Hayes 0,03(4,5) 0,04(2,5) 0,03(4,5) 0,04(2,5) 0,05(1)
Heart 0,03(4) 0,29(1) 0,02(5) 0,11(2) 0,09(3)
ICU 0,01(4,5) 0,04(3) 0,01(4,5) 0,05(1,5) 0,05(1,5)
Iris 0,77(5) 0,87(2,5) 0,83(4) 0,88(1) 0,87(2,5)
Libras 0,66(3,0) 0,65(5) 0,66(3,0) 0,66(3,0) 0,67(1)
Mammographic 0,13(4) 0,31(1) 0,27(2) 0,26(3) 0,03(5)
Segmentation 0,55(2) 0,65(1) 0,20(3) 0,03(4,5) 0,03(4,5)
Spam 0,05(4) 0,26(1) 0,15(2,5) 0,15(2,5) 0,04(5)
Teaching 0,01(5) 0,10(1) 0,08(4) 0,09(2,5) 0,09(2,5)
Vehicle 0,19(1) 0,10(5) 0,16(3,0) 0,16(3,0) 0,16(3,0)
Wine 0,44(4) 0,81(1) 0,72(2) 0,50(3) 0,38(5)
Yeast 0,02(2,0) 0,02(2,0) 0,02(2,0) 0,01(4,5) 0,01(4,5)
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Tabela 63 — Desempenho médio dos algoritmos NebFuzz e suas respectivas versoes com
ponderacao automética de varidveis com 50% de dados rotulados.

Acuracia (%)

Base de Dados NebFuzz NebFuzz-PG NebFuzz-PL NebFuzz-GS NebFuzz-LS
Australian 62,33(3) 67,07(1) 65,94(2) 61,17(4) 59,79(5)
Balance 92,48(1) 92,31(2) 84,78(4) 83,61(5) 84,97(3)
CMC 49,01(4) 63,80(1) 45,35(5) 58,61(2) 56,42(3)
Diabetes 79,02(2) 85,15(1) 65,76(3) 63,67(5) 63,69(4)
Ecoli 86,92(2) 87,23(1) 71,02(3) 70,80(4) 48,91(5)
Glass 65,43(1) 64,78(2) 62,09(3) 57,20(5) 57,29(4)
Haberman 73,40(5) 78,26(1) 73,53(4) 73,54(3) 73,68(2)
Hayes 64,62(5) 64,89(4) 66,64(2) 66,72(1) 65,64(3)
Heart 79,26(4) 86,62(1) 58,46(5) 81,22(3) 81,43(2)
ICU 77,07(5) 80,67(1) 80,00(4) 80,64(3) 80,65(2)
Iris 95,30(5) 97,72(2) 97,55(4) 97,71(3) 97,91(1)
Libras 45,84(5) 46,49(4) 47,73(2) 47,58(3) 47,89(1)
Mammographic | 83,61(4) 89,53(1) 88,42(2) 88,38(3) 78,18(5)
Segmentation 69,71(2) 74,92(1) 47,38(3) 18,41(5) 19,97(4)
Spam 69,09(4) 72,50(1) 66,90(5) 70,27(2) 70,18(3)
Teaching 46,62(5) 49,72(2) 52,54(1) 48,72(3) 47,61(4)
Vehicle 51,08(1) 47,24(4) 48,00(3) 47,11(5) 48,78(2)
Wine 85,20(4) 97,02(1) 95,15(2) 85,97(3) 83,84(5)
Yeast 77,561(2) 78,34(1) 77,08(3) 75,11(4) 74,88(5)

NMI

Base de Dados NebFuzz NebFuzz-PG NebFuzz-PG NebFuzz-GS NebFuzz-LS
Australian 0,11(2,5) 0,12(1) 0,11(2,5) 0,06(4) 0,05(5)
Balance 0,75(1,5) 0,75(1,5) 0,69(4) 0,67(5) 0,70(3)
CMC 0,07(4) 0,24(2) 0,03(5) 0,19(3) 0,25(1)
Diabetes 0,23(2) 0,39(1) 0,03(3) 0,01(4,5) 0,01(4,5)
Ecoli 0,71(1,5) 0,71(1,5) 0,59(3,5) 0,59(3,5) 0,27(5)
Glass 0,49(2,5) 0,49(2,5) 0,50(1) 0,32(4) 0,31(5)
Haberman 0,06(2) 0,22(1) 0,00(5) 0,01(4) 0,02(3)
Hayes 0,32(3) 0,31(4) 0,35(1) 0,30(5) 0,33(2)
Heart 0,27(4) 0,48(1) 0,02(5) 0,35(3) 0,36(2)
ICU 0,15(1) 0,09(2) 0,01(5) 0,08(3,5) 0,08(3,5)
Iris 0,85(5) 0,92(1,5) 0,91(3,5) 0,91(3,5) 0,92(1,5)
Libras 0,65(5) 0,66(3,5) 0,67(1,5) 0,66(3,5) 0,67(1,5)
Mammographic 0,36(4) 0,53(1) 0,50(2) 0,49(3) 0,33(5)
Segmentation 0,63(2) 0,72(1) 0,45(3) 0,07(5) 0,14(4)
Spam 0,12(3,5) 0,15(1) 0,06(5) 0,13(2) 0,12(3,5)
Teaching 0,09(5) 0,14(2,5) 0,18(1) 0,14(2,5) 0,13(4)
Vehicle 0,33(2) 0,29(5) 0,30(3,5) 0,30(3,5) 0,34(1)
Wine 0,61(4,5) 0,89(1) 0,86(2) 0,64(3) 0,61(4,5)
Yeast 0,18(2) 0,20(1) 0,17(3) 0,13(4,5) 0,13(4,5)
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ponderacao automética de varidveis com 10% de dados rotulados.

Acuracia (%)

Base de Dados Isodata-PS Isodata-PS-PG Isodata-PS-PL Isodata-PS-GS Isodata-PS-LS
Australian 63,86(5) 78,53(2) 76,77(3) 70,49(4) 79,73(1)
Balance 72,33(1) 69,60(2) 62,59(4) 63,42(3) 48,08(5)
CMC 43,21(4) 48,83(1) 44,89(2) 41,78(5) 44,79(3)
Diabetes 64,15(4) 73,43(1) 65,70(2) 64,20(3) 55,56(5)
Ecoli 80,23(1) 67,53(3) 32,00(5) 74,98(2) 34,73(4)
Glass 50,27(1) 40,68(3) 30,73(4) 45,13(2) 30,15(5)
Haberman 71,31(3) 64,44(4) 73,53(1,5) 73,53(1,5) 55,49(5)
Hayes 54,06(1) 48,23(4) 45,32(5) 49,42(3) 52,83(2)
Heart 63,65(2) 81,56(1) 57,42(3) 53,10(5) 54,10(4)
I1CU 76,80(2) 57,05(4) 80,00(1) 62,30(3) 47,20(5)
Iris 91,56(2) 90,90(3) 42,78(4) 95,75(1) 41,67(5)
Libras 46,18(4) 46,80(3) 48,40(1) 47,71(2) 46,07(5)
Mammographic | 67,29(4) 78,05(1) 72,25(3) 76,95(2) 54,92(5)
Segmentation 64,54(1) 62,12(2) 30,06(3) 16,51(5) 22,86(4)
Spam 67,44(3) 69,57(2) 61,78(5) 71,99(1) 63,16(4)
Teaching 40,41(5) 50,68(1) 43,38(4) 47,02(2) 44,11(3)
Vehicle 39,07(2) 33,80(3) 33,70(4) 43,29(1) 32,04(5)
Wine 68,56(1) 44,56(3) 41,93(5) 60,65(2) 43,09(4)
Yeast 76,29(1) 75,65(2) 72,71(4) 73,55(3) 72,32(5)

NMI

Base de Dados Isodata-PS Isodata-PS-PG Isodata-PS-PG Isodata-PS-GS Isodata-PS-LS
Australian 0,09(5) 0,28(2) 0,26(3) 0,18(4) 0,32(1)
Balance 0,38(1) 0,37(2) 0,27(3) 0,09(5) 0,10(4)
CMC 0,03(4) 0,07(1) 0,05(2) 0,01(5) 0,04(3)
Diabetes 0,02(4,0) 0,17(1) 0,03(2) 0,02(4,0) 0,02(4,0)
Ecoli 0,58(1,5) 0,58(1,5) 0,23(4) 0,55(3) 0,19(5)
Glass 0,35(1) 0,31(2) 0,26(3) 0,16(5) 0,17(4)
Haberman 0,02(1) 0,00(4,0) 0,00(4,0) 0,00(4,0) 0,01(2)
Hayes 0,14(1) 0,07(3) 0,02(5) 0,05(4) 0,08(2)
Heart 0,06(2) 0,33(1) 0,02(3) 0,01(4,5) 0,01(4,5)
ICU 0,03(3,5) 0,04(1,5) 0,01(5) 0,04(1,5) 0,03(3,5)
Iris 0,79(2) 0,78(3) 0,65(5) 0,86(1) 0,68(4)
Libras 0,66(3,0) 0,65(5) 0,67(1) 0,66(3,0) 0,66(3,0)
Mammographic 0,09(4) 0,26(1) 0,19(3) 0,23(2) 0,03(5)
Segmentation 0,56(2) 0,58(1) 0,24(3) 0,05(5) 0,18(4)
Spam 0,07(5) 0,15(2) 0,10(3,5) 0,16(1) 0,10(3,5)
Teaching 0,02(5) 0,08(3,0) 0,08(3,0) 0,08(3,0) 0,09(1)
Vehicle 0,14(4) 0,11(5) 0,17(1,5) 0,17(1,5) 0,15(3)
Wine 0,43(3) 0,69(1) 0,63(2) 0,36(4) 0,27(5)
Yeast 0,19(1,5) 0,19(1,5) 0,04(5) 0,16(3) 0,05(4)

Tabela 64 — Desempenho médio dos algoritmos Isodata-PS e suas respectivas versdes com
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APENDICE A. Resultados

Tabela 65 — Desempenho médio dos algoritmos Isodata-PS e suas respectivas versoes com

ponderacao automética de varidveis com 50% de dados rotulados.

Acuracia (%)

Base de Dados Isodata-PS Isodata-PS-PG Isodata-PS-PL Isodata-PS-GS Isodata-PS-LS
Australian 81,61(5) 92,69(1) 88,55(4) 90,42(2) 90,07(3)
Balance 86,41(2) 86,85(1) 81,53(3) 73,24(5) 73,57(4)
CMC 67,93(3) 72,65(1) 69,18(2) 67,52(4) 66,22(5)
Diabetes 81,14(2) 85,74(1) 65,83(5) 75,59(4) 75,60(3)
Ecoli 83,35(2) 80,74(3) 68,77(4) 83,43(1) 67,40(5)
Glass 73,35(1) 69,55(2) 58,00(4) 57,89(5) 58,13(3)
Haberman 78,28(1) 76,88(2) 73,53(5) 75,11(4) 75,86(3)
Hayes 77,04(1) 75,17(2) 69,58(3) 68,86(4) 67,64(5)
Heart 81,13(2) 91,20(1) 58,66(5) 78,64(3) 76,22(4)
ICU 79,40(3) 82,77(1) 80,00(2) 74,52(4) 69,30(5)
Iris 95,45(2) 97,65(1) 65,69(4) 65,55(5) 71,22(3)
Libras 46,60(3) 48,87(1) 43,98(4) 47,16(2) 41,64(5)
Mammographic 83,28(2) 89,34(1) 72,35(4) 71,61(5) 74,76(3)
Segmentation 83,36(2) 86,99(1) 64,19(3) 57,18(4) 57,14(5)
Spam 83,59(3) 94,20(1) 79,49(5) 88,76(2) 82,87(4)
Teaching 66,44(5) 76,87(1) 66,68(4) 66,86(3) 67,73(2)
Vehicle 69,11(2) 69,88(1) 64,75(3) 63,73(4) 63,70(5)
Wine 85,94(2) 97,46(1) 69,30(5) 70,88(4) 71,60(3)
Yeast 89,06(1) 88,56(2) 84,22(4) 87,14(3) 80,56(5)

NMI

Base de Dados Isodata-PS Isodata-PS-PG Isodata-PS-PG Isodata-PS-GS Isodata-PS-LS
Australian 0,39(5) 0,62(1) 0,51(4) 0,57(2) 0,56(3)
Balance 0,65(1) 0,64(2) 0,52(3) 0,31(4,5) 0,31(4,5)
CMC 0,24(5) 0,31(2) 0,30(3) 0,25(4) 0,36(1)
Diabetes 0,27(2) 0,40(1) 0,03(5) 0,20(3,5) 0,20(3,5)
Ecoli 0,76(1) 0,74(2) 0,51(4) 0,63(3) 0,50(5)
Glass 0,52(1,5) 0,52(1,5) 0,47(3) 0,36(4,5) 0,36(4,5)
Haberman 0,21(1) 0,19(2) 0,00(5) 0,17(4) 0,18(3)
Hayes 0,42(1) 0,37(2) 0,27(3) 0,24(4,5) 0,24(4,5)
Heart 0,30(2) 0,57(1) 0,02(5) 0,27(3) 0,24(4)
ICU 0,22(2) 0,30(1) 0,01(5) 0,18(3) 0,17(4)
Iris 0,86(2) 0,91(1) 0,49(4) 0,48(5) 0,50(3)
Libras 0,63(4,5) 0,65(2) 0,64(3) 0,66(1) 0,63(4,5)
Mammographic 0,35(2) 0,52(1) 0,22(4) 0,21(5) 0,27(3)
Segmentation 0,74(2) 0,80(1) 0,55(3) 0,50(5) 0,51(4)
Spam 0,36(5) 0,67(1) 0,42(4) 0,51(2) 0,43(3)
Teaching 0,23(5) 0,38(1) 0,29(3,5) 0,29(3,5) 0,34(2)
Vehicle 0,38(1) 0,37(2) 0,32(4,0) 0,32(4,0) 0,32(4,0)
Wine 0,62(2) 0,90(1) 0,52(3) 0,40(4,5) 0,40(4,5)
Yeast 0,47(1) 0,46(2) 0,38(4) 0,43(3) 0,29(5)




158

APENDICE B - DADOS SIMULADOS
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Figura 25 — Desempenho na base de dados simulados 1 com 1% de dados rotulados.
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Figura 26 — Desempenho na base de dados simulados 1 com 10% de dados rotulados.
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Figura 27 — Desempenho na base de dados simulados 1 com 30% de dados rotulados.
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Figura 28 — Desempenho na base de dados simulados 1 com 50% de dados rotulados.
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Figura 29 — Desempenho na base de dados simulados 2 com 1% de dados rotulados.
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Figura 30 — Desempenho na base de dados simulados 2 com 10% de dados rotulados.
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Figura 31 — Desempenho na base de dados simulados 2 com 30% de dados rotulados.
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Figura 32 — Desempenho na base de dados simulados 2 com 50% de dados rotulados.



